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RESUMEN

En muchas organizaciones existen un gran nimero de problemas de optimizacion
complejos, en los cuales se busca una asignacion eficiente de recursos con la finalidad
de satisfacer los objetivos planteados por la entidad. Para contribuir en ello, es necesario
resolver estos problemas mediante el uso de herramientas computacionales capaces de
adaptarse a diferentes escenarios y obtener buenas soluciones sin consumir altos

volimenes de recursos.

Dada la importancia de los problemas de optimizacion se han realizado diversos
estudios, con el fin de proporcionar soluciones que permitan la minimizacioén de costos.
Sin embargo, el proceso de solucion requerido presenta una alta complejidad, pues en la
mayoria de los casos, los problemas del mundo real pertenecen a una clase especial de
problemas denominados NP-duros, lo cual implica que no se conocen algoritmos

eficientes para resolverlos de manera exacta en el peor caso.

Para la solucion de problemas NP-duros, se ha propuesto una gran variedad de
algoritmos aproximados, los cuales han mostrado un desempefio satisfactorio en la
solucion de problemas de optimizacion. A pesar de los esfuerzos de muchos
investigadores en este ambito, a la fecha no existe un algoritmo que sea la mejor opcion
para todas las posibles situaciones [Wolpert97]. Para este tipo de problemas, el disefio de
algoritmos adecuados a condiciones especificas parece ser la unica opcion. Un obstaculo
que se presenta al analizar el comportamiento de este tipo de algoritmos es identificar
cuales estrategias hacen que un algoritmo muestre un mejor desempefio y bajo que

condiciones lo obtienen.

Este trabajo plantea el estudio integral del proceso de optimizacién, con la finalidad de
identificar relaciones inherentes entre los factores que afectan al desempefio
algoritmico. Se espera que con el conocimiento obtenido en dicho analisis sea posible
disefiar estrategias de mayor impacto, especialmente, en el desarrollo de algoritmos de
solucion de alto desempefio para el problema de empacado de objetos en contenedores

(Bin Packing Problem, BPP).
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Capitulo 1

INTRODUCCION

En muchas organizaciones existen un gran nimero de problemas de optimizacion
complejos, en los cuales se busca una asignacion eficiente de recursos con la finalidad
de satisfacer los objetivos planteados por la entidad. Para contribuir en ello, es necesario
resolver estos problemas mediante el uso de herramientas computacionales capaces de
adaptarse a diferentes escenarios y obtener buenas soluciones sin consumir altos

volumenes de recursos.

Dada la importancia de los problemas de optimizacion se han realizado diversos
estudios, con el fin de proporcionar soluciones que permitan la minimizacion de costos.
Sin embargo, el proceso de solucion requerido presenta una alta complejidad, pues en la
mayoria de los casos, los problemas del mundo real pertenecen a una clase especial de
problemas denominados NP-duros, lo cual implica que no se conocen algoritmos

eficientes para resolverlos de manera exacta en el peor caso.

Para la solucion de problemas NP-duros, se ha propuesto una gran variedad de
algoritmos aproximados, los cuales han mostrado un desempefio satisfactorio en la

solucion de problemas de optimizacion. A pesar de los esfuerzos de una gran cantidad de
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investigadores en este ambito, a la fecha no existe un algoritmo que sea la mejor opcioén
para todas las posibles situaciones [Wolpert97]. Para este tipo de problemas, el disefio de
algoritmos adecuados a condiciones especificas parece ser la unica opcion. Un obstaculo
que se presenta al analizar el comportamiento de este tipo de algoritmos es identificar
cuales estrategias hacen que un algoritmo muestre un mejor desempefio y bajo que

condiciones lo obtienen.

En este trabajo se define una metodologia para el estudio integral del proceso de
optimizacion algoritmico. La metodologia propuesta combina herramientas de analisis
exploratorio de datos, asi como de analisis causal, con la finalidad de identificar
relaciones inherentes entre los factores que afectan al desempefio algoritmico. El
conocimiento obtenido mediante el analisis propuesto es aplicado en el redisefio de un

algoritmo de solucién del problema de empacado de objetos en contenedores.

1.1 ANTECEDENTES

La complejidad de los problemas reales ha hecho necesario el uso de estrategias
heuristicas inteligentes. Los algoritmos disefiados a partir de estrategias heuristicas han
mostrado un buen desempefo, sin embargo, no hay un algoritmo que supere a otros
algoritmos para todas las instancias de un problema [Wolpert97]. Diversos trabajos han
intentado explicar el comportamiento de los algoritmos ante diferentes instancias de un
problema, partiendo de andlisis experimentales y analizando estadisticamente los datos

obtenidos.

Los algoritmos de aprendizaje automatico para clasificacion y predicciéon son muy
utilizados en la mineria de datos para extraccion de conclusiones sobre diferentes casos
de estudio, sin embargo parecen ser dependientes de los datos a partir de los cuales las
conclusiones son generadas. Esto disminuye la aplicabilidad de dichas estrategias al
analisis de algoritmos ya que, por si solas, no permiten generalizar las conclusiones
obtenidas, ni entender el por qué de modelos generados [Pérez07, Menzies09]. Los

algoritmos de descubrimiento de estructuras causales han mostrado explicaciones
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confiables que permiten generalizar el comportamiento observado y beneficiase del

conocimiento obtenido [Lemeire07, Landero08].

En recientes investigaciones del CENIDET (Centro Nacional de Investigacion y
Desarrollo Tecnologico) e ITCM (Instituto Tecnoldgico de Cd. Madero) se desarrollaron
tesis de maestria y doctorado que de manera conjunta formularon una metodologia para
la construccion de modelos causales. El presente trabajo pretende integrar lo mejor de
estas dos investigaciones en una metodologia mas completa que pueda ser aplicada para
mejorar el desempefo de algoritmos del estado del arte que dan solucion al problema de

empacado de objetos en contenedores.

1.2 DESCRIPCION DEL PROBLEMA DE INVESTIGACION

En este trabajo se abordan dos problemas complejos, el Problema de Descubrimiento de
Modelos de Explicacion y el Problema de Distribucion de Objetos en Contenedores.
Ambos problemas han sido parte de un gran numero de investigaciones debido a su

importancia y utilidad en la vida real.

El Problema de Descubrimiento de Modelos de Explicacion consiste en encontrar la
estructura (modelo) que explique o pronostique las relaciones observadas en un conjunto
de datos asociados a un problema. La complejidad principal de este problema radica en
la indeterminacion de las estructuras que pueden generarse, es decir, usualmente existe
una gran cantidad de estructuras que implican el mismo conjunto de relaciones. Asi
mismo, las muestras de datos no siempre exhiben las mismas asociaciones e
independencias incluidas en la poblacion y los errores de medicion o de seleccion de

muestras complican la obtencioén de una estructura correcta [Carnegie09].

El Problema de Distribucion de Objetos en Contenedores (BPP), intenta encontrar el
menor nimero de contenedores en los cuales sea posible acomodar un conjunto de

objetos. Este es un problema clasico de optimizacion combinatoria NP-duro [Basse98],
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es por ello que se ha realizado un gran esfuerzo en el desarrollo de algoritmos eficientes
para su solucion [Martello90, Falkenauer96, Scholl97, Kos02, Ducatelle01, Alvim04,
Nieto07].

El problema de explicar formalmente porqué un algoritmo sigue cierto comportamiento
al resolver un conjunto instancias de un problema se puede describir de la siguiente

manera.

Dados:
1. un algoritmo metaheuristico A para resolver un problema P,
2. un conjunto de instancias o casos de prueba | = {i,i,,...,i,} del problema P,
3. un conjunto de métricas que caracterizan factores del problema y del
algoritmo que impactan en el desempefio F ={ f,, f,,..., f }.
Se busca:

1. un conjunto R ={ [N PR rp} , para 1< p<m, tal que cada r, establece una

relacion causal entre los elementos de G,, donde G, c F,

2. aplicar el conocimiento adquirido, a través de R, en el redisefio del

algoritmo A.

En otras palabras, se busca identificar relaciones entre los factores criticos para el
desempefio algoritmico que permitan explicar por qué el algoritmo sigue cierto
comportamiento al resolver un conjunto de casos de prueba y aplicar el conocimiento

adquirido en la mejora de desempefio del algoritmo.

1.3 HIPOTESIS

Dado un conjunto de factores que caracterizan el problema, el comportamiento de un
algoritmo sobre ese problema y el desempefio obtenido por el mismo. (Es posible

encontrar, mediante un método formal, relaciones entre ellos que expliquen por qué un
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algoritmo sigue cierto comportamiento al resolver un conjunto particular de casos y

aplicar dicho conocimiento en la mejora del desempefio?

1.4 JUSTIFICACION

El nivel de competitividad entre las organizaciones es cada vez mayor, la rapidez y la
eficiencia en el manejo de la informacion y la solucion de problemas pueden hacer la
diferencia, al disminuir costos y contribuir en la obtencion de cuantiosos beneficios
econdmicos. Para cubrir esta necesidad, y dar solucion a problemas reales de alta
complejidad, un gran ntimero de algoritmos metaheuristicos han sido disefiados. Sin
embargo, a la fecha ninguno ha mostrado ser superior a los demas en todos los casos.
Los resultados mostrados por los algoritmos podrian ser mejorados a través del estudio
de los factores que afectan su desempefio al identificar las estrategias que hacen a un
algoritmo superior a otro ante ciertas condiciones e integrar dichas estrategias de manera

complementaria, por ejemplo mediante hibridacion.

Actualmente no es facil encontrar trabajos que proporcionen explicaciones formales del
comportamiento de los algoritmos [Korb04]. La mayoria de los trabajos son descriptivos
e intentan predecir o explicar de manera intuitiva e informal, basados en analisis
experimentales de competencia (horse race papers), que tipo de algoritmo muestra un

mejor desempefio ante ciertas instancias de un problema.

La caracterizacion de los factores que afectan el desempefio algoritmico ademds de
ayudar a explicar el comportamiento de los algoritmos, permite obtener un conocimiento
a detalle de cada una de las fases del proceso de solucion y entender su conducta. El
conocimiento obtenido de las relaciones causales entre factores de desempeio puede ser
utilizado para crear guias o politicas sobre como tratar una situacion (clasificacion de
instancias, prondsticos de desempefio), desarrollar teorias (explicacion del desempefio) y

mejorar el desempefio de algoritmos (redisefio de algoritmos).
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15 OBJETIVOS

A continuacion se presentan el objetivo general y los objetivos especificos planteados

para esta investigacion.

151

15.2

OBJETIVO GENERAL

Analizar y redisefiar estrategias de solucion del problema de distribucion de
objetos en contenedores a través de la aplicacion de una metodologia basada
en analisis exploratorio de caracteristicas y modelado causal, con la finalidad
de mejorar el desempefio del algoritmo genético hibrido HGGA-BP. Las
mejoras estaran soportadas por explicaciones de los factores que afectan el

comportamiento del algoritmo estudiado.

OBJETIVOS ESPECIFICOS

Para lograr alcanzar el objetivo principal de este trabajo es necesario llevar a cabo una

serie de etapas que, en conjunto, contribuirdn en la obtenciéon de los resultados

requeridos. De esta forma se han definido los siguientes objetivos especificos:

Disponer de un conjunto de algoritmos metaheuristicos del estado del arte, que
muestren un nivel de competencia internacional y puedan ser evaluados en
condiciones similares.
Identificar estrategias heuristicas innovadoras que pudieran ser incorporadas en
algoritmos metaheuristicos para incrementar su desempefio.
Preparar conjuntos de instancias de prueba relevantes, representativas de
problemas reales y/o reconocidas por la comunidad cientifica.
Proponer e implementar una metodologia para la generacion de modelos causales
de desempefio que permita:

Identificar y seleccionar factores relacionados con el desempefio de

un algoritmo metaheuristico.
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Encontrar relaciones entre los factores que influyen en el desempefio
de un algoritmo metaheuristico.
Explicar el desempefio algoritmico.
Aplicar el conocimiento obtenido en el redisefio y mejora de
algoritmos.
— Desarrollar un modelo causal que explique el desempefio de un algoritmo
metaheuristico en la solucion del problema clasico de empacado de objetos en

contenedores (Bin Packing) y aplicarlo para mejorar su desempeiio.

1.6 ALCANCESY LIMITACIONES

1. La caracterizacion del proceso de optimizacion se aplicard unicamente al

problema de distribucion de objetos en contenedores (BPP).

2. El algoritmo de solucion de BPP que se estudiara y redisefiard, para mostrar la

validez de la metodologia propuesta, es el genético hibrido HGGA-BP [Nieto07].

3. Para algunas de las instancias de prueba que se utilizaran no se conoce la
solucion oOptima. Para estas instancias, el analisis comparativo se basara en un

limite inferior del valor 6ptimo.

4. Los factores identificados pudieran ser un subconjunto de los factores reales que
afectan el desempefio. La literatura destaca que incluso los analisis mas
detallados y profundos no garantizan la identificacion total de todos los posibles

factores [Carnegie09].

1.7 ORGANIZACION DEL DOCUMENTO

El documento esta organizado de la siguiente manera: el Capitulo 2 presenta una
revision de los fundamentos tedricos necesarios para el andlisis experimental de

algoritmos metaheuristicos. Se describe el problema de empacado de objetos en
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contenedores y las estrategias metaheuristicas aplicadas para resolver este problema. Se
presentan también los fundamentos tedricos del andlisis del comportamiento de
algoritmos y de la caracterizacion del proceso de optimizacion. Finalmente se presenta
una vision general de la obtencion de explicaciones mediante estrategias de andlisis
exploratorio de datos y modelado causal, describiendo para esto los conceptos tedricos

necesarios para su aplicacion.

El capitulo 3 inicia presentando los algoritmos mas destacados para la solucion del
problema de empacado de objetos en contenedores, destacando las estrategias que seran
objeto de estudio. Posteriormente, se muestra una resefia de los trabajos relacionados
con la caracterizacion del desempeiio de algoritmos, asi como de los enfoques
propuestos para dicho estudio. Finalmente se muestra un analisis comparativo de los
trabajos que intentan obtener explicaciones de desempeio de algoritmos metaheuristicos

y de las aportaciones que se incluiran en la metodologia propuesta en esta tesis.

En el Capitulo 4 se presenta de manera detallada la metodologia propuesta y su
aplicacion en el estudio del algoritmo genético hibrido HGGA-BP. Las principales
etapas de la metodologia son: caracterizacion del problema (BPP), caracterizacion del
comportamiento y desempeflo algoritmico; estudio formal de relaciones entre el
problema, el comportamiento algoritmico y el desempefio final alcanzado; y obtencion

de explicaciones del comportamiento observado.

En el Capitulo 5 se presenta el redisefio del algoritmo HGGA-BP, y se incluyen los
resultados experimentales de la aplicacion de la metodologia propuesta para el andlisis
de desempefio del metaheuristico hibrido. Obteniendo como producto final un algoritmo

redisefiado que muestra una contundente mejora en el desempefio.

En el Capitulo 6 se presentan las conclusiones de la investigacion realizada, asi como

sugerencias para trabajos futuros.
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MARCO TEORICO

En este capitulo se presenta una revision de los conceptos y enfoques relacionados con
el problema de empacado de objetos en contenedores y su solucion, y se describen las
principales técnicas empleadas en analisis del desempefio de algoritmos metaheuristicos

que resuelven problemas complejos.

La mayoria de los trabajos relacionados con el andlisis del desempefio de algoritmos
metaheuristicos, estan enfocados en analisis comparativos de resultados experimentales.
No obstante, trabajos recientes en el area han sefialado la necesidad de explicar el por
qué de los resultados observados. Para lograr comprender y explicar el comportamiento

de un algoritmo es necesario identificar y estudiar los factores que lo afectan.

El objetivo principal de la caracterizacion de algoritmos es entender de qué manera el
desempefio de un algoritmo es afectado por una serie de factores que lo causan. El
conocimiento adquirido puede conducir a mejores predicciones del desempefio ante
nuevas situaciones y a la definicion de algoritmos mejorados. Por lo antes expuesto, las
secciones finales del capitulo tratan el analisis de desempeio orientado a la generacion

de conocimiento.
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2.1 PROBLEMA DE EMPACADO DE OBJETOS EN CONTENEDORES

El problema de empacado de objetos en contenedores en una dimension, (one-
dimensional Bin Packing Problem), de aqui en adelante llamado BPP, consiste en
almacenar objetos de diferentes tamanos, o pesos, en el menor nimero de contenedores
de tamafio fijo. Este es un problema clasico de optimizacién combinatoria NP-duro,
considerado intratable pues demanda una gran cantidad de recursos para su solucion

[Basse98, Alvarez06].

Dados un conjunto N ={1,...,n} de objetos a distribuir en contenedores del mismo

tamafio, sea
¢ = capacidad de cada contenedor

W, = peso del objeto i, tal que 0 <w, <C para 1<i<n

BPP consiste en asignar cada objeto a un contenedor de tal forma que la suma de los
pesos de los objetos en cada contenedor no exceda C y el numero de contenedores m
utilizado sea minimo [Martello90b]. Es decir, se busca encontrar el menor numero de
subconjuntos m para una particion del conjunto N
m
JB,=N
j=1

tal que:
Y w<c 1<j<m, ieN={l..n}

Viij

2.2 ALGORITMOS APROXIMADOS PARA LA SOLUCION DE BPP

Los problemas denominados NP-Duros son de gran interés en las ciencias
computacionales. Una de las caracteristicas de los problemas de este tipo es que los
algoritmos exactos empleados para resolverlos requieren una cantidad exponencial de
tiempo en el peor de los casos. En otras palabras estos problemas son muy dificiles de

resolver [Garey79]. Al resolver problemas NP-Duros es necesario conformarse con

10
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soluciones “buenas”, que en algunos casos pueden obtener resultados Optimos (ver
Figura 2.1). En estas condiciones se hace uso de algoritmos que dan soluciones

aproximadas en un tiempo razonable, pero no garantizan obtener la mejor solucion.

. Optimo
.., Global

s

o,
JEISNT
,&“%i‘“‘v’vv T

Figura 2.1 Espacio de soluciones de un problema de maximizacion.

Los algoritmos aproximados utilizan estrategias llamadas heuristicas, para obtener
soluciones de calidad (no necesariamente Optimas) a problemas complejos de manera
eficiente. Las heuristicas son procedimientos basados en el sentido comtn, que ofrecen
una buena solucion a problemas (particulares) dificiles, de un modo facil y rapido
[Diaz96]. Existen procedimientos que combinan estrategias heuristicas de diferente

naturaleza, dichas técnicas son conocidas como algoritmos hibridos.

La complejidad del problema de distribucion de objetos en contenedores hace
practicamente imposible el uso de algoritmos exactos para su solucion. Para encontrar
una solucion 6ptima se deben considerar todas las posibles particiones del conjunto de n
objetos en N o menos subconjuntos. Inconvenientemente la complejidad de BPP crece
de manera dramatica con el tamafio del problema, debido a que el numero de posibles
particiones es mayor que (n/2) "2 [Basse98]. Por lo anterior los algoritmos utilizados en
la solucion de este problema son algoritmos aproximados que incluyen estrategias

heuristicas.
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221

ALGORITMOS DETERMINISTAS

Se dice que los algoritmos aproximados son deterministas cuando s6lo pueden encontrar

una Unica solucidon para cada instancia de un problema (no importa cuantas veces se

ejecute el algoritmo, la soluciébn encontrada serd siempre la misma). Diferentes

algoritmos de este tipo han mostrado resultados satisfactorios para la solucion de BPP.

Estos procedimientos incluyen heuristicas sencillas que se diferencian por la manera en

que los objetos son tratados antes ser acomodarlos y por la forma en que se elige el

contenedor que almacenard cada objeto. Las estrategias mas destacadas en esta categoria

son descritas a continuacion:

Primer Ajuste (First Fit, FF): Cada objeto considerado es colocado en el primer
contenedor que tenga suficiente capacidad disponible. Si ningun contenedor
parcialmente lleno puede almacenarlo, el objeto se coloca en un contenedor
nuevo (vacio). Una variacion a este método se establece cuando los objetos son
tomados seglin el orden decreciente de sus pesos (los objetos son ordenados de
mayor a menor peso antes de ser acomodados), dicha variante es conocida como

Primer Ajuste Decreciente (First Fit Decreasing, FFD).

Mejor Ajuste (Best Fit, BF): Cada objeto es acomodado en el contenedor mas
lleno que lo pueda almacenar, agregando contenedores cuando sea necesario. De
igual manera que con FF, existe una variacion, llamada Mejor Ajuste Decreciente
(Best Fit Decreasing, BFD), que considera los objetos en orden decreciente de

Sus pesos.

Peor Ajuste (Worst Fit, WF): Contrario a la estrategia anterior (BF), el objeto en
consideracion es almacenado en el contenedor menos lleno con capacidad
residual suficiente. La variacion que toma los objetos en orden decreciente se

denomina Peor Ajuste Decreciente (Worst Fit Decreasing, WFD).

12



Capitulo 2. Marco Tedrico

— Best 3-Fit Decreasing (B3FD) [Alvim04]: Inicialmente se abre un nimero limite
de contenedores. Si existe un contenedor vacio, se selecciona y se coloca el
objeto actual, de otro modo, se intenta llenar cada contenedor exactamente con
objetos que no han sido seleccionados y por pares suman la capacidad residual
del contenedor. Para el resto de los objetos, el elemento actual es insertado en el
contenedor mas lleno en el que ajuste (como en BF). Si no existe contenedor con

capacidad suficiente un nuevo contenedor es agregado a la solucion.

Las heuristicas descritas en los parrafos anteriores, en general, muestran resultados
aceptables. Sin embargo, existen ciertos tipos de instancias, para las que se ha
demostrado que las soluciones obtenidas por estos algoritmos estan alejadas de las
soluciones 6ptimas [Martello90b, Schwerin97, Wiéscher96]. Debido a lo anterior se han
disenado procedimientos mas elaborados, que integran técnicas variadas, en la busqueda
de buenas soluciones para BPP. Resultados destacados han sido obtenidos mediante el

uso de algoritmos metaheuristicos.

222 ALGORITMOS METAHEURISTICOS

Un algoritmo metaheuristico es un algoritmo aproximado de propdsito general, que
combina diferentes heuristicas definidas de acuerdo al problema. Estos algoritmos se
basan en blisquedas por entornos y utilizan estrategias aleatorias inteligentes para evitar
caer en Optimos locales (ver Figura 2.1) y mejorar las soluciones obtenidas. Las
principales caracteristicas de este tipo de algoritmos son [Michalewicz04, Dréo06,

Gonzalez07]:

— Las estrategias aleatorias que incluyen los hacen comportarse de manera no
determinista; es decir no encuentran la misma solucion al ejecutarse varias veces

con la misma entrada.

— Parten de soluciones iniciales (generadas mediante métodos aleatorios, funciones

constructivas voraces o estrategias heuristicas deterministas) y mediante ciertas
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alteraciones (definidas segun un operador de busqueda), exploran soluciones

vecinas de su entorno.

— Para la terminacion del proceso se sigue algin criterio de parada, tal como la
convergencia del algoritmo a una solucion aceptable o un numero de iteraciones

establecidas. El resultado final es la mejor solucion visitada.

— Utilizan distintas estrategias para forzar la exploracion de la mayoria de las
regiones del espacio de busqueda (diversificacion) e intensificar la busqueda en

regiones prometedoras (intensificacion).

— Algunas metaheuristicas memorizan acciones realizadas en el pasado para evitar

regresar a soluciones visitadas con anterioridad.

— El uso de reglas de transicion aleatorias al explorar soluciones les permite
ampliar las posibilidades de eleccion para evitar caer en Optimos locales,
principalmente cuando existen factores no cuantificables que no pudieron ser

afiadidos en el modelo, pero que también deben ser considerados.

Dadas sus caracteristicas, este tipo de algoritmos ha sido muy estudiado por la
comunidad cientifica en su aplicacion a problemas complejos del mundo real. Sin
embargo, hasta la fecha, no se ha encontrado un algoritmo que supere a otros algoritmos
en todas las circunstancias [Wolpert97], ante esta situacion surge un nuevo problema: la
seleccion de algoritmos. Los trabajos relacionados con la temadtica han tratado de
analizar el comportamiento de los algoritmos metaheuristicos con la finalidad de

identificar algoritmos de alto desempefio.
Entre las metaheuristicas que han mostrado mejores resultados al ser utilizadas como

base de algoritmos de solucion de BPP se encuentran: la busqueda tabu, los algoritmos

genéticos y la optimizacion basada en colonia de hormigas.
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La Busqueda Tabl (Tabu Search, TS), desarrollada por Glover [Glover86], es un
procedimiento de busqueda local que memoriza la historia de la busqueda (en una lista
tabu) y utiliza dicha informacioén al implementar estrategias de exploracion del espacio
de soluciones, evitando retrocesos a soluciones ya visitadas. En este tipo de algoritmos,
el proceso comienza con una solucidn inicial y continia buscando iterativamente un
optimo global, transitando entre soluciones vecinas que no sean tabu (prohibidas). Cada
solucion explorada es agregada temporalmente a la lista tabu, el tiempo de permanencia
de las prohibiciones en dicha lista es actualizado en cada iteracion, liberando las

soluciones que han cumplido su tiempo [Scholl97, Alvim04].

Los Algoritmos genéticos (Genetic Algorithms, GA), presentados por Holland
[Holland75], son algoritmos evolutivos (poblacionales) basados en el principio de
evolucion natural de los seres vivos. Establecen una analogia entre el conjunto de
soluciones de un problema y el conjunto de cromosomas de una especie. La calidad de
los cromosomas (soluciones) es evaluada mediante la funcion objetivo del problema. A
través de cierto nimero de generaciones (iteraciones), la poblacion es sometida a un
proceso de evolucion que involucra: seleccion (dando preferencia a los cromosomas mas
aptos), cruzamiento y mutacion, dando como resultado soluciones de mayor calidad

[Falkenauer96, Kos02, Nieto07].

La Optimizacion Basada en Colonias de Hormigas (Ant Colony Optimization, ACO),
introducida por Dorigo [Dorigo92], se inspira en el comportamiento observado en
hormigas reales para encontrar caminos cortos entre fuentes de comida y el hormiguero
siguiendo rastros de feromona dejados en el camino por otras hormigas. Se basa en un
conjunto de agentes computacionales (hormigas artificiales) que construyen, de manera
probabilistica, soluciones al problema. En cada iteracion una hormiga afade un
componente a la soluciéon tomando en cuenta la informacion heuristica del problema y
los rastros de feromona disponibles. La reserva de feromonas evapora un poco después
de cada iteracion y se refuerza con buenas soluciones, reflejando la experiencia de otras

hormigas [Ducatelle01].
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2.3 ANALISIS EXPERIMENTAL DE ALGORITMOS METAHEURISTICOS

El desempeiio de un algoritmo basado en heuristicas es determinado por la eficiencia y
la efectividad mostradas por éste al resolver diferentes instancias de un problema. La
efectividad de un algoritmo se refiere a la calidad de la solucion encontrada o a su
confiabilidad en la tarea de encontrar soluciones adecuadas y es altamente dependiente
de la estructura del problema. La eficiencia por otra parte, caracteriza el comportamiento
del algoritmo en tiempo de ejecucion, por ejemplo, el tiempo computacional o
requerimientos de memoria y estd muy relacionada con el conocimiento que se tenga del

dominio y la complejidad del problema [Pérez07].

Los criterios para medir el desempefio de algoritmos aproximados dependen de los
métodos elegidos para su caracterizacion, que pueden ser tedricos 0 experimentales. En
los primeros, para cada algoritmo, se determina matematicamente la cantidad de
recursos necesarios como funciéon del tamafio del caso considerado mejor, peor o
promedio. Los segundos se basan en la experimentacion para realizar la caracterizacion
y, a diferencia de los métodos tedricos, permiten describir el comportamiento de casos

especificos.

El estudio tedrico de la efectividad en los algoritmos metaheuristicos es muy poco
comun, pues la aleatoriedad en dichos algoritmos y la complejidad de los problemas de
optimizacion combinatoria que solucionan dificultan un correcto analisis matematico.
Ademas, la aplicabilidad de los resultados tedricos es muy limitada, pues éstos son
obtenidos partiendo de condiciones idealizadas que no ocurren en situaciones practicas
[McGeoch02, Hoos07, Moret02]. Dado que, hasta la fecha, no se han encontrado
algoritmos exactos que resuelvan en tiempo polinomial problemas NP-duros, parece ser
que la tnica opcion factible es analizar la efectividad de los algoritmos metaheuristicos

de manera experimental.
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A pesar de la importancia del analisis de desempefio experimental, éste no ha sido
suficientemente explotado en el estudio de algoritmos metaheuristicos. Una de la
razones que dificultan este estudio es que, generalmente, los algoritmos son
considerados como cajas negras cuyo funcionamiento interno es desconocido. Barr
[Barr95] y McGeoch [McGeoch02] intentan romper con el paradigma de las cajas
negras y sugieren la existencia de tres categorias principales de factores que afectan el

desempefio algoritmico: problema, algoritmo y ambiente.

a. Factores del problema. Son los factores que definen la instancia del problema a
resolver: dimension, distribucion de los parametros que lo definen, estructura del

espacio de solucion, entre otros.

b. Factores del algoritmo. Incluyen las estrategias heuristicas seleccionadas
(procesos de construccion de solucion inicial y pardmetros de busqueda
asociados), codigos de computadoras empleados, configuracion de control

interno del algoritmo y comportamiento en la ejecucion, entre otros.

c. Factores del ambiente. Estos factores se refieren al ambiente fisico en el que
seran ejecutados los algoritmos como los son el software (sistema operativo,
compilador) y hardware (velocidad del procesador, memoria). Asi como también
aquellos relacionados con el programador (por ejemplo, pericia, habilidad de

afinacion y logica).

En analisis especificos algunos de estos factores pueden ser controlados para facilitar el
estudio. Por ejemplo, el factor del ambiente podria excluirse realizando el experimento

en las mismas condiciones ambientales.

Contribuyendo con lo anterior, trabajos recientes proponen herramientas que pueden ser
tomadas en cuenta para facilitar el analisis de los factores que influyen en el desempefio
algoritmico y con ello la explicacion del desempefio [Hooker94, Barr95, Cohen95,

McGeoch02, Lemeire07]. En general, las herramientas para analisis de datos (factores)
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propuestas en esos trabajos pueden ser agrupadas en dos categorias: analisis de datos

exploratorio y analisis de datos confirmatorio.

a. Analisis de datos exploratorio (Exploratory Data Analysis, EDA). El objetivo de
este tipo de andlisis es obtener conocimiento del conjunto de datos y de su
estructura subyacente. Incluye métodos estadisticos, graficos y de analisis
multivariado que ayudan a obtener un modelo que describe el conjunto de

relaciones de los factores bajo estudio [Tukey77, Hartwig79, Liu96].

b. Anélisis de datos confirmatorio (Statistical Hypothesis Testing). Comienza con
suposiciones (modelos) acerca de relaciones funcionales entre variables
(factores) del conjunto de datos. Incluye estimaciones de parametros del modelo
y pruebas de hipdtesis estadisticas para complementar y validar el modelo

propuesto [Hartwig79, Cohen95, Liu96].

La identificacion de técnicas de analisis de datos apropiadas para los tipos de problemas
y oportunidades que se presentan al analizar el desempefio algoritmico es un area de
investigacion ain en desarrollo. La seleccion de las herramientas a utilizar depende de
las caracteristicas de los datos objeto de estudio (problema y algoritmo). Por ejemplo,
los métodos graficos de andlisis de datos son los mas apropiados para analizar
tendencias en grandes conjuntos de datos multivariados. Los métodos de analisis de
datos confirmatorio pueden ser problematicos, dependiendo de cuanto conocimiento se
tiene de la funcion (modelo). Métodos de modelado de datos, con bases exploratorias,
que no comienzan asumiendo relaciones funcionales entre los factores estudiados, son
los més apropiados cuando el objetivo es descubrir esas relaciones o evaluar varios

modelos [McGeoch02].

Un correcto analisis de desempeiio deberia estar formado por ambos tipos de estudio,
exploratorio y confirmatorio. Donde las técnicas exploratorias permitan visualizar,

resumir y construir modelos de desempefio algoritmico y las técnicas confirmatorias
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evalten los modelos propuestos mediante pruebas de hipdtesis estadisticas, mostrando si

dicho modelo necesita ser modificado o refinado [Cohen95, Liu96].

2.4 CARACTERIZACION DEL PROCESO DE OPTIMIZACION

La caracterizacion del problema y del proceso de solucion es una parte esencial en el
analisis de desempefio de algoritmos, y permite identificar cuales son los factores que
influyen en el comportamiento algoritmico. Un andlisis de desempeiio de calidad
requiere la definicion de métricas adecuadas que cuantifiquen las caracteristicas

indicadoras del desempefio.

La metodologia propuesta en este trabajo (ver Seccion 4.1) consta de tres etapas
principales, las cuales permiten explicar el proceso de optimizacion: formulacion de
funciones de caracterizacion, refinacion de funciones y obtencion de explicaciones del

desempeio algoritmico.

2.4.1 PROCESO DE OPTIMIZACION

Para lograr comprender el desempeio de un algoritmo sobre un problema, debe
realizarse un estudio integral de todo el proceso de optimizacion. El proceso de
optimizacion puede entenderse como la accion de resolver un problema de optimizacion
(entrada) mediante un algoritmo (proceso), obteniendo una solucion final (salida). Este

proceso es ilustrado en la Figura 2.2.

ENTRADA I-V PROCESO SALIDA

Parametros que
definen el problema
de optimizacidn

Solucidén éptima o
aproximada del
problema

Algoritmo de
solucién

Figura 2.2 Proceso de optimizacion de un problema.
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La entrada consiste en una instancia o caso particular del problema de optimizacion a
resolver, compuesta por un conjunto de parametros especificos que lo definen. El
proceso incluye el conjunto de estrategias utilizadas para dar solucion al problema, es
decir, el algoritmo utilizado. La salida proporciona la solucion Optima (exacta) o

aproximada del problema.

2.4.2 FORMULACION DE FUNCIONES DE CARACTERIZACION

El objetivo principal de esta etapa es identificar aspectos, en cada una de las fases del
proceso de optimizacion, que sean factibles de medicion y que tentativamente
proporcionen informacion 1til para describir el desempefio de un algoritmo. En otras
palabras, este analisis tiene que ver tanto con el problema que se pretende resolver como
con la implementacion del algoritmo que se utilizard para solucionarlo y los resultados

mostrados por éste.

Los algoritmos metaheuristicos, al ser multipropdsito, tienen muchas variantes que se
ajustan al problema que resuelven. Por esta razon, la medicion de funciones de
caracterizacion esta ligada directamente a la estrategia utilizada. Ademas, el
comportamiento no determinista de éste tipo de algoritmos hace mads interesante el
analisis debido a que su conducta puede ser diferente con cada posible entrada de un
mismo problema. En la Figura 2.3 se muestran algunos elementos, propuestos en la
literatura [Barr95, McGeoch02, Cruz04, Alvarez06, Pérez07,], para identificar factores

criticos en el proceso de optimizacion.

ENTRADA PROCESO SALIDA
Estructura del problema Comportamiento del Algoritmo Desempefio
= Tamaiflo = Soluciones generadas = Funcion de evaluacion
* Tendencia central de datos = Trayectoria de las soluciones = Grado de error
* Forma de la distribucion » Efectos de parametros * Calidad de la solucién
= Recursos consumidos

Figura 2.3 Factores que influyen en el proceso de optimizacion.
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En la entrada, los casos proporcionan informacion acerca de la estructura de las
instancias del problema; en el proceso los elementos principales son aquellos que
proporcionan ideas acerca del comportamiento del algoritmo en ejecucion; y en la salida,
se buscan indicadores importantes del desempefio. Después de identificar los elementos
que intervienen en cada una de las fases del proceso de optimizacioén, es necesario
analizar qué aspectos es posible medir en cada categoria. Para esto es necesario estudiar
tanto el problema como la implementacion utilizada para resolverlo y seleccionar

variables que revelen tendencias importantes.

Tabla 2.1 Indicadores propuestos en el trabajo de Cruz [Cruz04].

Identificador

Expresion Descripcion de expresion
n p es el indice del tamafo del caso, donde
p= n = numero de objetos, 2.1
nmax nmax = tamafio maximo solucionado .
n t es el indice de capacidad ocupada por un objeto
_Z W, /n promedio, donde 22)
t=H w; = peso del objeto i, :
C ¢ = capacidad del contenedor.

El indice de dispersion d expresa el grado de la
dispersion del cociente del peso de los objetos 2.3)

d= entre el tamafio del contenedor.
El indice de factores f expresa la proporcion de
$ factor(c W. ) objetos cuyo peso W; es factor de la capacidad del
f it > contenedor, donde 2.4)
n 1 si(cmodw)=0 '
factor(c, w,) = .
0 en caso contrario
n
1 si CZY W
i=l El uso de contenedor b expresa la proporcion del
b= c .| peso total que se puede asignar en un contenedor (2.5)
r— €n caso contrario de capacidad c.

> w
i=1

En particular, para el problema de empacado de objetos en contenedores (BPP), se han

propuesto funciones de caracterizacion que describen algunas de las fases del proceso de
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optimizacion. El mayor avance se observa en la caracterizacion de la entrada, es decir de
los casos de prueba o instancias de BPP, donde se pueden destacar los trabajos de Cruz
[Cruz04] y Alvarez [Alvarez06]. En la Tabla 2.1 (pagina anterior) se describen las
funciones desarrolladas en el trabajo de Cruz [Cruz04] para determinar la estructura de

un caso de entrada en el proceso de optimizacion de BPP.

En el trabajo de Alvarez [Alvarez06] se proponen funciones de caracterizacion de
proposito general, basadas en estadistica descriptiva, que pueden ser aplicadas a una
amplia gama de problemas, ademds de BPP. La Tabla 2.2 muestra las funciones
propuestas por el autor para ser aplicadas en la caracterizacion de BPP. Los indicadores
mencionados pueden ser agrupados en cuatro categorias de medidas estadisticas que,
aplicadas a BPP, describen: centralizacién, indican valores con respecto a los que los
pesos de los objetos parecen agruparse; dispersion, muestran el grado de concentracion
de los pesos con respecto a las medias centralizadas; posicion, dividen un conjunto de
pesos en grupos con la misma cantidad de individuos; forma, buscan cuantificar algunos

aspectos formales de una distribucion de frecuencias de los pesos.

Tabla 2.2 Indicadores propuestos en el trabajo de Alvarez [Alvarez06].

Medidas Estadistico
Media aritmética

Media geométrica

Centralizacién | Media armonica

Mediana

Moda

Rango

Desviacién media

Varianza

Desviacion estandar

Cuasivarianza

Cuasidesviacion estandar
Coeficiente de variacion

Error estandar

Cuartiles

Posicion Deciles

Percentiles

Coeficiente de asimetria de Pearson
Coeficiente de asimetria de Pearson mediana
Forma Coeficiente de asimetria de Pearson moda
Coeficiente de asimetria de Bowley
Curtosis

Dispersion
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Los indicadores anteriores (propuestos por Cruz y Alvarez) son retomados en los
trabajos de Pérez y Landero [Pérez07, Landero08]. Los autores proponen, ademas, medir
aspectos en cada etapa del proceso de optimizacion para analizar el desempefio de
estrategias metaheuristicas aplicadas en la solucion de BPP. Cada autor desarrolla
métricas de desempenio para caracterizar el comportamiento de diferentes variantes del
algoritmo de interés. La Figura 2.4 muestra los factores que se recomienda medir para

cada fase.

-

Estructura del
Problema

Relacion entre caracteristicas de los pesos
respecto al tamafio del contenedor
Tendencia central de pesos

Dispersion de los pesos

Medidas de posicion

Medidas de forma

Proceso de Comportamiento por los diferentes parametros

Optimizacion del algoritmo —  Meétricas estadisticas y de informacion del
conjunto de soluciones generadas

Medicion del < —  Caracteristicas de las soluciones generadas

Margen de error en la mejor solucion
Desviacion al 6ptimo de la mejor solucion
—  Evaluaciones totales de las soluciones

Desempeifio

N

Figura 2.4 Caracterizacion propuesta por Pérez y Landero [Pérez07, Landero08].

La caracterizacion de proceso de optimizacion es un area emergente y prometedora que
permite vislumbrar el funcionamiento de los algoritmos metaheuristicos ante cada tipo

de entrada especifica de un problema.

2.4.3 REFINACION DE FUNCIONES DE CARACTERIZACION

El objetivo de esta fase es conservar el nimero minimo de métricas que permitan
caracterizar tanto el problema como el desempefio del algoritmo sin sacrificar la calidad

del conocimiento que se pueda obtener al evaluar dichas medidas. De esta forma, debe

23



Capitulo 2. Marco Tedrico

realizarse una seleccion de funciones eliminando aquellas que no sean relevantes, asi

como las redundantes y las dificilmente calculables.

El andlisis de datos exploratorio incluye herramientas que permiten obtener datos de
calidad, como son: identificacion y tratamiento de datos outliers (no coherentes) y datos
erroneos, modificacion de datos (transformacion de variables, estandarizacion de datos),
resumen de datos (estadisticas descriptivas, tablas, graficas), técnicas de andlisis
multivariado (agrupamiento, componentes principales), métodos de inferencia (regresion
multiple, analisis causal), entre otros. Dichas herramientas permiten analizar cada una de
las funciones de caracterizacion mostrando su utilidad y validez. Con lo anterior puede
obtenerse un conjunto de métricas de calidad para la caracterizacion del proceso de

optimizacion de BPP.

Otro aspecto importante a verificar en las funciones de caracterizacion es la redundancia,
pues podria ocurrir que algunas funciones de caracterizacion midan un mismo factor. El
uso de funciones con un alto grado de asociacion lineal entre ellas, puede causar errores
en estudios estadisticos futuros. En la literatura pueden observarse dos enfoques
referentes a este tipo de refinacion de caracteristicas. El primero selecciona funciones de
caracterizacion representativas, eliminando aquellas no relevantes. El segundo enfoque
tiene como objetivo la obtencion, de un numero menor, de nuevas funciones que

resuman las iniciales:

— Seleccion de funciones. Son métodos utilizados en el area de aprendizaje
automatico, consisten en la eliminacion de funciones de caracterizacion con baja
o ninguna relevancia, de tal forma que se reduzca el tiempo de aprendizaje del
conjunto de datos, mientras se mantiene un valor de precision aceptable del
conocimiento que se puede obtener de ellos. Algunos métodos de seleccion son:
wrappers, filtros, seleccion hacia adelante, eliminacion hacia atrds y seleccion

por pasos [Guyon03, Yu04, Witten05].

24



Capitulo 2. Marco Tedrico

— Creacion de nuevas funciones. Existen diferentes métodos multivariados que
buscan relaciones entre caracteristicas y crean, a partir de éstas, nuevas funciones
de caracterizacion independientes que resumen toda la informacidén que podria
extraerse de las originales. El resumir la informacidon en un menor nimero de
variables facilita diversos tipos de andlisis, por ejemplo andlisis graficos.
Algunos métodos multivariados que crean nuevas funciones son el andlisis de
componentes principales, el analisis por factores, el analisis de correlacion
candnica, el andlisis discriminante candnico y el andlisis de variables canonicas

[Johnson00].

2.4.4 EXPLICACION DEL DESEMPENO ALGORITMICO

La caracterizacion de algoritmos y problemas busca establecer una relacion entre las
funciones de caracterizacion que los describen y el desempefio que tendra el algoritmo al
resolver un problema. El objetivo es entender el comportamiento de un algoritmo
metaheuristico al aplicarse en la solucion de un problema particular. En lo sucesivo, a
estas relaciones que permiten explicar el desempefio algoritmico se les llamara:

relaciones de desempefio.

La finalidad de esta etapa es extraer las relaciones de desempefio que existen en el
proceso de optimizacion. Para lograr dicho objetivo, una vez definidas y refinadas las
funciones de caracterizacion, es necesario analizar los valores mostrados por dichas
medidas en diferentes procesos de optimizacion (comportamiento del algoritmo ante
diversas instancias del problema utilizando diferentes configuraciones). Como se
menciond anteriormente (Seccion 2.3), la obtencidn de conocimiento de grandes
conjuntos de datos debe conjuntar técnicas exploratorias para visualizacion, descripcion
y modelado de relaciones de desempeio, asi como procedimientos confirmatorios para

probar los modelos, hipdtesis y predicciones generados mediante la fase exploratoria.
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Para el andlisis de desempefio de algoritmos, la literatura propone una gran cantidad de
métodos de analisis confirmatorio, sin embargo, profundiza muy poco en las técnicas
exploratorias [McGeoch92, Hooker94, Cohen95, Hooker95, Barr95, Brglez07]. Lo
anterior puede justificarse por diversas razones. Mucha de la creatividad en la
investigacion es incluida en la fase exploratoria y la fase confirmatoria es utilizada sélo
para validar conocimiento obtenido en la fase exploratoria. Dado que la fase exploratoria
envuelve creatividad, la cual es subjetiva y dificil de entender o ensefiar, la mayoria de

los trabajos concentran su atencion en técnicas confirmatorias.

Otra razon para enfocarse en los métodos confirmatorios es que la fase exploratoria de
investigacion no es comunmente reportada. Generalmente, los articulos cientificos se
concentran en la confirmaciéon experimental de resultados, presentando restimenes
exactos y concisos, de sin dar detalles de la forma en la que dichos resultados fueron
obtenidos. La tendencia parece ser presentar los resultados adecuandolos de tal forma,
que los atajos tomados para facilitar ciertos andlisis, asi como las técnicas probadas y

resultados erroneos que ocurrieron en el proceso, sean removidos [Gent99].

En este trabajo de investigacion se propone contribuir a la sistematizacion del proceso de
descubrimiento creativo de explicaciones de desempefio, proponiendo una metodologia
(presentada en el Capitulo 4), que combina herramientas exploratorias, para descubrir

relaciones entre los factores que influyen en el proceso de optimizacion algoritmico.

2.5 RELACIONES DE DESEMPENO ALGORITMICO

Las relaciones entre conjuntos de variables tienen tres caracteristicas importantes
[Hartwig79]: intensidad, direccion y forma. Dichas caracteristicas deben ser tomadas en
cuenta al momento de elegir los métodos que seran utilizados para la identificacion de

relaciones de desempefio.

26



Capitulo 2. Marco Tedrico

La intensidad se refiere al grado en el que los datos de una variable corresponden con
los datos de otras, a menudo esto es determinado por el grado en el que los valores
observados de algunas variables pueden predecirse partir de los valores correspondientes
de otras variables. La direccion tiene que ver con lo que ocurre con una variable cuando
los valores de otras son grandes o pequefios, las relaciones pueden ser positivas,
negativas o tener mas de una direccion y esto tiene que ver con la forma de la relacion.
La forma de la relacion se refiere a la manera en la cual las variables se relacionan unas
con otras. Cuando se habla de relaciones entre pares de variables, la forma puede ser una
linea recta, una curva o una curva compuesta; y cuando son relaciones multiples pueden

encontrarse formas multidimensionales, por ejemplo hiperplanos.

La busqueda de estructuras (modelos de explicacién) que capturen las relaciones de
desempeiio, explicando el comportamiento algoritmico, es un proceso de descubrimiento
creativo, en el que medidas de asociacidon, comparaciones tabulares, técnicas de
visualizacion de datos, asi como herramientas de modelado, deben complementarse de
manera inteligente e intuitiva, siguiendo las pistas que van obteniéndose en la
exploracion de datos y el conocimiento y dominio que se tiene del problema objeto de
estudio. En esta seccion se describen herramientas que son de utilidad para la
identificacion de relaciones de desempeiio y para la definicion de modelos que

expliquen, en conjunto, la estructura subyacente del proceso de optimizacion.

Un primer acercamiento, en la busqueda de relaciones de desempeiio, es el célculo de la
matriz de correlacion, la cual permite tener cierto conocimiento sobre la intensidad de
las relaciones existentes entre cada par de variables. El Coeficiente de correlacion de
Pearson es una medida de asociacion lineal entre dos variables. Esta medida varia entre
-1 y 1, donde un valor cercano a cero indica que no existe una relacion lineal entre las
dos variables (aunque esto no indica necesariamente que no existe otro tipo de relacion).
La matriz de correlacion incluird las correlaciones existentes entre todos los factores que
afectan el desempefio algoritmico. De aqui pueden obtenerse indicios de cuales factores

pueden tener un mayor impacto en el desempefio algoritmico.

27



Capitulo 2. Marco Tedrico

Otra herramienta util tanto para descubrir relaciones de desempefio como para observar
las caracteristicas de dichas relaciones son las gréaficas de dispersion. Este tipo de
graficas permiten obtener una representacion visual de la relacion existente entre dos
variables al situarlas, una contra otra, en una grafica. Por lo comun, revelan si, en
realidad, dos variables estan relacionadas entre si, ademas de cuando y como podrian
estar relacionadas, es decir, ayudan a visualizar la intensidad, la forma y la direccion de

la relacion existente entre pares de variables.

También pueden utilizarse graficas de dispersion que ayudan a visualizar las relaciones
existentes entre mas de dos variables, por ejemplo graficas de burbujas, graficas
tridimensionales y la combinacién de ambas, para graficar cuatro variables. Algunos
paquetes estadisticos permiten crear graficas de dispersion en tres o cuatro dimensiones
y, a continuacion, girar la nube de puntos (datos) alrededor de los vértices de los ejes.
Estas graficas interactivas revelan aspectos importantes del conjunto de datos y facilitan

el estudio de relaciones de desempefio desde diferentes perspectivas.

Las presentaciones visuales de los datos son mds informativas que su impresion en
grandes conjuntos o que ciertas medidas estadisticas. Las graficas de distribucion que
combinan variables, los histogramas y otras graficas multidimencionales, ademas de
posibilitar la identificacion de relaciones de desempefio, facilitan la identificacion de

conjuntos de datos con caracteristicas similares.

Existen métodos multivariados que ayudan reducir la dimensionalidad de conjuntos de
datos, creando nuevas variables con propiedades deseables para futuros analisis. En
muchas ocasiones la transformacion de los datos, favorece los analisis graficos y permite
identificar conjuntos de variables que se encuentran fuertemente relacionadas entre si.
Un método que puede destacarse es el analisis de componentes principales, que es un
procedimiento matematico que transforma un conjunto de variables respuesta
correlacionadas en un nuevo conjunto de variables no correlacionadas conocidas como

componentes principales (Principal Component Analysis, PCA).
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El PCA ademas de ser una excelente herramienta para cribar datos de variables multiples
y facilitar andlisis graficos, suele ser bastante 1til para complementar los analisis de
agrupacion. El objetivo de un analisis de agrupacion (Cluster Analysis, CA) es realizar
la division en subgrupos de las unidades experimentales, de modo que unidades
experimentales similares pertenezcan al mismo subgrupo. Las graficas de los
componentes principales ayudan a validar los subgrupos encontrados. En algunos casos,
el utilizar las calificaciones de los componentes principales como entrada de programas
de agrupacion incrementa la eficacia de éstos [Johnson00]. Este tipo de analisis ayuda a
identificar instancias del problema que tienen caracteristicas comunes, para estudiar, por
ejemplo, las relaciones del comportamiento algoritmico dentro de cada uno de los

grupos.

Los métodos presentados hasta ahora, permiten descubrir relaciones de desempefio entre
conjuntos de variables. Sin embargo, pudiera ocurrir que en ¢€ste punto del estudio, las
relaciones sean solo piezas de un rompecabezas. Se tiene conocimiento de ellas y como
deberian conectarse, incluso se puede diferenciar entre las piezas mas importantes y las
complementarias, y armar algunas. Pero no es tan facil tener una explicacion de como
todas las piezas deben conectarse y de lo que se obtendra al completar el rompecabezas.
Una manera de explicar como trabajan todas las piezas del rompecabezas es la

construccion de modelos causales.

Un modelo causal, o estructura causal, es una representacion generalizada del
conocimiento, obtenido al encontrar dependencias que impliquen relaciones de causa y
efecto entre variables [Lemeire04]. El uso de herramientas de inferencia causal permite
analizar las funciones caracteristicas del proceso de optimizacion para determinar la
estructura causal (modelo) que explique, en su conjunto, las relaciones de desempefio

existentes en el proceso de optimizacion.

El término causalidad indica la manera en que el mundo responde a una intervencion, es

decir describe la relacion entre causas y eventos. Para que un suceso A sea la causa de
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un suceso B se tienen que cumplir tres condiciones: 1) que A suceda antes que B, 2)
que siempre que suceda A suceda B,y 3) que A y B estén proximos en el espacio y
en el tiempo. Al observar en repetidas ocasiones el cumplimiento de estas condiciones se
llega a generalizar que puesto que hasta ahora siempre que ocurrié A se ha dado B, en
el futuro ocurrird lo mismo. Asi se establece una ley. Las relaciones causales son
transitivas, irreflexivas y antisimétricas. Esto quiere decir que: 1) si A es causa de By B
es causa de C, entonces A es ademas causa de C, 2) un evento A no puede causarse a si

mismo, y 3) si A es causa de B entonces B no es causa de A.

Existen diferentes herramientas computacionales disponibles para la creacion de
modelos causales, como Hugin Tool [Madsen05], Netica [Norsys09] y TETRAD
[Carnegie09]. Ademas de recursos desarrollados para la ensefianza de modelos causales
como el laboratorio Causality Lab de la Universidad de Carnegie-Mellon [Carnegie09].
La herramienta seleccionada para realizar el aprendizaje de estructuras causales en este

trabajo es TETRAD.

TETRAD [Carnegie09] es un software gratuito desarrollado con el objetivo de crear,
simular datos, estimar, probar, predecir y buscar modelos estadisticamente causales.
Ofrece métodos para descubrimiento causal en una interfaz amigable y sencilla de usar.
Dicha herramienta cuenta con varias implementaciones de algoritmos de inferencia
causal para generar grafos que representan modelos causales. Los algoritmos incluidos
se basan, principalmente, en pruebas de independencia condicional realizadas a partir de
la matriz de varianzas-covarianzas y pueden ser aplicados tanto a datos continuos como

discretos.

2.6 CONOCIMIENTO OBTENIDO EN EL ANALISIS DE DESEMPENO

La caracterizacion del proceso de optimizacion ademas de ayudar a explicar el
desempeiio de algoritmos, permite obtener un conocimiento a detalle de cada una de las

fases de este proceso. El conocimiento de la estructura de dicho proceso, los valores que
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la definen y las relaciones entre estos valores, permiten, a su vez, entender la conducta

del algoritmo de solucion. Este conocimiento puede ser aplicado en areas como:

Clasificacion de instancias. En el trabajo de Cruz [Cruz04] se propone el
siguiente método de agrupacion de instancias: Dados un conjunto de casos de un
problema de optimizacion combinatoria y un conjunto de dos o mas algoritmos
de solucion heuristica, se forman grupos de casos por afinidad de desempeiio
algoritmico. Es asi que las instancias se pueden clasificar por su grado de
dificultad, distinguiendo entre instancias dificiles y féaciles para todos los

algoritmos, y aquellas que tienen que ver con el algoritmo que las soluciona.

Explicacion del desempefio de algoritmos. El identificar los factores que influyen
en el desempefio de un algoritmo y establecer las relaciones que existen entre
ellos posibilita la explicacion del comportamiento de éste al resolver un
problema real. Lo anterior permite comprender el funcionamiento del algoritmo

ante diferentes tipos de problemas y el porque de su buen o mal desempeiio.

Prondsticos de desempefio. Dado que no se conoce un algoritmo metaheuristico
que sea la mejor opcidn para todas las posibles situaciones, es necesario elegir el
algoritmo mas adecuado para un problema especifico. Con el conocimiento de
las relaciones de desempeiio, podria ser posible, al llegar un nuevo caso de un
problema, pronosticar el comportamiento de un conjunto de algoritmos y elegir
el mejor. Esto permitiria ahorrarse tiempo en la soluciéon de problemas,

obteniendo buenos resultados.

Redisefio de Algoritmos. El entendimiento del comportamiento de un algoritmo,
asi como de su disefio logico puede sugerir cambios, tanto en la estructura del
algoritmo, como en los pardmetros que lo controlan, para mejorar su desempefio

ante distintos tipos de problemas.
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ESTADO DEL ARTE

En este capitulo se presenta una breve revision de los algoritmos metaheuristicos para
solucion de BPP que han mostrados resultados sobresalientes. Posteriormente, se ofrece
una sintesis de los principales trabajos relacionados con la caracterizacion y el estudio
del desempefio de algoritmos. Para concluir, se muestra un analisis comparativo de los
trabajos que intentan obtener explicaciones de desempefio en algoritmos metaheuristicos

y de las aportaciones que se incluirdn en la metodologia propuesta en esta tesis.

3.1 ALGORITMOS METAHEURISTICOS PARA LA SOLUCION DE BPP

Dada la complejidad del problema de distribucion de objetos en contenedores, un gran
nimero de investigadores (tanto matemadticos, como expertos en computacion) se han
dado a la tarea de dar soluciones practicas a implementaciones reales relacionadas con
este problema. En particular, el uso de algoritmos metaheuristicos hibridos ha mostrado
los resultados sobresalientes. A continuacion se mencionan algunos de los trabajos que

hicieron contribuciones importantes en este ambito.
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Martello y Toth [Martello90b] introducen el algoritmo Branch and Bound MTP, método
exacto que se vuelve aproximado para evitar tiempos de procesamiento inaccesibles. El
procedimiento se basa en técnicas de reduccion del problema que utilizan el criterio de
dominacion propuesto por los autores [Martello90a]. Dicho criterio establece que: si es
posible sacar un conjunto de objetos de un contenedor e intercambiarlos por un solo
objeto del mismo peso que el conjunto, la solucion puede ser mejorada, debido a que
serd mas facil distribuir el conjunto de objetos pequefios en el resto de los contenedores,
que encontrar un lugar para el objeto grande. Este método utiliza el algoritmo
determinista FFD para crear soluciones y, mediante el establecimiento de limites
inferiores del nimero de contenedores que deberia tener una solucidon optima, busca

reducir el tamafio de las soluciones.

Falkenauer [Falkenauer96] propone el hibrido HGGA. El algoritmo utiliza un esquema
de representacion por grupos (contenedores). La poblacion es generada por la estrategia
heuristica determinista FF, a partir de permutaciones aleatorias de objetos. Mediante la
aplicacion de operadores de cruza y muta, que incluyen un método de optimizacion local
inspirado en criterios de dominacién [Martello90a], se evoluciona creando mejores
soluciones. Los experimentos son realizados con 160 instancias duras, propuestas por el
autor (disponibles en: http://people.brunel.ac.uk/~mastjjb/jeb/orlib/binpackinfo.html).
Falkenauer compara sus resultados (HGGA) con los obtenidos por el procedimiento

MTP [Martello90b] y obtiene mejores soluciones y en menor tiempo.

Scholl et al. proponen el procedimiento hibrido exacto BISON [Scholl97], donde se
combinan limites inferiores de contenedores, procedimientos de reduccion, heuristicos
deterministas para BPP, la metaheuristica de busqueda tabt y un procedimiento Branch
and Bound. Los autores utilizan una estrategia llamada dual, mediante la cual intentan
solucionar BPP iniciando con un limite (inferior) de contenedores, el cual va siendo
incrementado hasta encontrar una solucion factible. Los autores hacen una contribucion
a la comunidad cientifica al generar tres conjuntos de instancias de prueba (disponibles

en http://www.wiwi.uni-jena.de/Entscheidung/binpp/).
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Ducatelle [Ducatelle01] desarrolla un algoritmo hibrido HACO-BP. El procedimiento
implementa la metaheuristica optimizacion basada en colonia de hormigas (ACO)
incluyendo una estrategia de busqueda local, apoyada en el criterio de dominacion. La
solucion de cada hormiga se mejora moviendo algunos objetos alrededor, y las
soluciones mejoradas se usan para actualizar la matriz de feromonas. Para problemas
grandes, ACO con busqueda local no siempre encuentra la solucién sefialada por

Falkenauer, sin embargo, siempre supera al algoritmo puro de ACO.

Kos y Duhovnik describen un algoritmo genético hibrido de agrupacion para el
problema de empacado de objetos en contenedores de tamafios variables (variable-sized
bin packing problem, VBPP) GA-VBPP [Kos02]. Los objetos liberados al aplicar
operadores de cruza y muta son empaquetados mediante una técnica de optimizacion
local que intenta aumentar y mejorar el llenado de los contenedores. Dicho algoritmo
obtiene soluciones Optimas para instancias de las propuestas por Falkenauer de tamafio
120 [Falkenauer96] (mejorando dos soluciones), sin embargo al aumentar el tamafio de

las instancias el algoritmo se vuelve notablemente mas lento.

Alvim [Alvim04] desarrolla el procedimiento hibrido HI-BP, en el que retoma la
estrategia dual utilizada por Scholl et al. [Scholl97], asi como las técnicas de reduccion
de Martello y Toth [Martello90a]. El algoritmo consta de tres fases: construccion,
redistribucion y mejora. Durante la fase de construccion se generan soluciones inviables
(duales) mediante modificaciones de cuatro algoritmos deterministas para BPP. En la
redistribucion se intenta eliminar la inviabilidad resolviendo problemas contenidos en
BPP mediante el equilibrio y desequilibrio de pesos de contenedores. Las soluciones
obtenidas son mejoradas mediante Busqueda Tabu. La estrategia logra resolver de
manera optima todas las instancias de prueba utilizadas por los algoritmos presentados
en los parrafos anteriores, ademas de considerar instancias estandar que no fueron

consideradas en dichos trabajos.
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Otro algoritmo genético hibrido de agrupacion HGGA-BP es propuesto en el trabajo de

Nieto [Nieto07]. Este algoritmo controla el proceso de busqueda de soluciones,

interactuando con un conjunto de estrategias heuristicas. Las soluciones son creadas y

modificadas utilizando algoritmos deterministas que manejan permutaciones aleatorias

de objetos. Se incorporan limites para estimar valores cercanos al Optimo que son

utilizados para delimitar el espacio de busqueda y como criterio de paro del algoritmo.

Los resultados de los experimentos muestran que el algoritmo hibrido tiende a converger

rapidamente hacia el 6ptimo con muy bajo nivel de error.

Al analizar los trabajos anteriores se llego a las siguientes conclusiones:

1.

Actualmente, parece ser que el mejor algoritmo del estado del arte es la
estrategia HI-BP [Alvim04]. Al ser probada en 1587 instancias de la literatura
(descritas en el trabajo del autor, asi como en el capitulo 5 de esta tesis) HI-BP
resuelve (de manera Optima) el 99.68% de éstas, y supera las mejores soluciones
reportadas para once instancias. Solamente el valor 6ptimo de cinco instancias no
puedo ser encontrado. No parece existir en la literatura otro método aislado que
haya sido capaz de resolver tantas de las instancias consideradas o que muestre la

robustez de HI-BP.

El algoritmo HGGA-BP [Nieto07] alcanza resultados prometedores, sin embargo
hubo varios casos para los cuales dicho algoritmo no logra obtener las mejores
soluciones conocidas. Al probar la estrategia con las 1587 instancias de la
literatura sugeridas por Alvim, el algoritmo muestra un 88.78% de efectividad,
resolviendo de manera 6ptima 1409 instancias y utilizando un contenedor de mas
en las 178 instancias restantes. Esto muestra un area de oportunidad en el analisis
de desempeno formal de la estrategia. Un estudio integral del proceso de
optimizacion podria ayudar a explicar su desempeio y mejorar los resultados

mostrados por éste algoritmo.
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3. Los resultados alcanzados por los algoritmos del estado del arte presentados en
esta seccion, asi como las estrategias que incluyen, seran tomados en cuenta al
realizar el analisis de desempefio del algoritmo HGGA-BP. Las contribuciones
de cada unos de los trabajos podrian ayudar a sugerir cambios en la estructura de

dicho algoritmo para mejorar su comportamiento y efectividad.

3.2 OBTENCION DE EXPLICACIONES DEL DESEMPENO ALGORITMICO

Existe una gran cantidad de articulos que tratan de relacionar las caracteristicas de
algunas clases de instancias de problemas especificos con el desempefio de varios
algoritmos. Un ejemplo es el trabajo sobre problemas de optimizacion combinatoria NP-
hard realizado por investigadores como Angel y Zissimopoulos [Angel98], Merz y
Freisleben [Merz00], Hoos y Stiitzle [Hoos04], Drezner y Taillard [Drezner05], Konak y
Kulturel [Konak05] y Chevalier [Chevalier06]. Estos trabajos usan indirectamente la
definicion de clases de instancias para predecir o explicar de manera intuitiva e informal

que tipo de algoritmo muestra un mejor desempefio.

Un ejemplo de este tipo analisis es el trabajo realizado por Chevalier [Chevalier06] en
el que se estudian, de manera experimental, diferentes configuraciones de los parametros
de un algoritmo Genético para resolver el problema de diagnosis de fallas multiples,
tratando de obtener un balance correcto entre la exploracion y la explotacion del espacio
de busqueda para obtener mejores individuos. El desempeiio del algoritmo es medido
utilizando una métrica que considera la habilidad para producir respuestas correctas y
rapidas; y su estudio es realizado a través de graficas y tablas generales para las distintas
configuraciones. Finalmente, el autor obtiene explicaciones intuitivas de cuales podrian

ser las causas de un pobre 6 alto desempefio.
De manera similar, Hoos y Stiitzle [Hoos04] analizaron el comportamiento y desempefio

de un algoritmo de Busqueda Local Iterativa que resuelve instancias del problema

MAX-SAT. Las trayectorias de busqueda trazadas por el algoritmo para resolver
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instancias del problema son caracterizadas por diferentes métricas de correlacion. Las
instancias del problema son clasificadas considerando la varianza de la distribucion de
pesos en las clausulas (vdpc). Mediante un analisis tabular y estadistico de los resultados
de la ejecucion del algoritmo sobre diferentes clases de instancias del problema, los
autores dan explicaciones acerca de la dependencia del desempefio del algoritmo sobre
vdpc y como algunas estrategias de btsqueda pueden ser replanteadas para manejar

diferentes estructuras del espacio de busqueda.

En la actualidad existen muy pocos trabajos que proporcionen explicaciones formales
sobre el comportamiento de algoritmos [Korb04]. En particular, el problema de explicar
formalmente porque un algoritmo es el mejor al solucionar un conjunto de instancias
permanece abierto a la investigacion. La relacion entre los indicadores que caracterizan
los problemas y algoritmos no ha sido analizada con anterioridad para explicar porque
algunos patrones relacionales implican la superioridad de un algoritmo en la solucion de
un problema. Un estudio de este tipo es importante, ya que puede proporcionar bases
solidas para el andlisis y disefio de algoritmos. Los trabajos que se presentan en los
siguientes parrafos representan los primeros esfuerzos por aplicar el modelado causal a

la explicacion del desempefio de algoritmos.

En el trabajo de Lemeire y Dirkx [Lemeire05], se construye un modelo causal para
analizar el desempefio de un algoritmo paralelo de multiplicacion de matrices, con la
finalidad de detectar las principales causas que originan varias anomalias observadas en
el proceso de comunicacion de distintas corridas del algoritmo. Inicialmente los autores
identifican variables que registran informacion importante de cada operacion de
comunicacion que realiza el algoritmo. Para realizar el analisis del desempefio utilizan
un algoritmo de aprendizaje de estructuras causales, del software de inferencia causal
TETRAD, mediante el cual construyen un modelo causal que muestra las relaciones
entre las variables criticas identificadas, y permite explicar la existencia de ciertas

anomalias en el envio de la informacion.
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Pérez [Pérez07] presenta una metodologia para el andlisis experimental de algoritmos
metaheuristicos con el propdsito de identificar aspectos que influyen en su desempeiio y
establecer relaciones entre ellos para explicar su comportamiento al resolver un
problema real. La metodologia plantea un estudio sistemdtico de los elementos que
intervienen en el proceso algoritmico asociado a una metaheuristica. El estudio
involucra cinco etapas: disefio experimental, identificacion de variables, creacion de
indicadores del proceso algoritmico, construccion de modelos causales y andlisis

estadistico de éstos para proporcionar explicaciones del comportamiento observado.

Pérez aplica la metodologia al analisis del desempefio de ocho variantes del algoritmo de
Busquela Tabt en la solucion del problema de distribucion de objetos en contenedores.
Se encontraron relaciones que revelaron que este algoritmo se desempefia mejor cuando
se incorporan estrategias que le permiten una mayor exploracion del espacio de
busqueda, como iniciar con una solucién totalmente aleatoria, y utilizar varios

operadores de busqueda local.

Landero [Landero08] aborda el problema de la explicacion del desempefio de algoritmos
con una metodologia similar a la propuesta en el trabajo de Pérez, sin embargo, en lugar
de partir de un analisis experimental para identificar variables e indicadores del proceso
algoritmico, se obtienen indices que caracterizan las instancias del problema y la
estructura interna del algoritmo. El modelo causal encontrado es validado al utilizarlo
para predecir el mejor algoritmo para solucionar una instancia de un problema. Las
explicaciones formales obtenidas del analisis causal son utilizadas para incluir pequefias

reglas en algoritmos elementales y mejorar su desempeiio.

Landero analiza el desempefio de dos variantes del algoritmo de Busqueda Tabu y de
dos variantes del algoritmo de Aceptacion por Umbral para el problema de empacado de
objetos en contenedores (BPP). El proceso algoritmico de solucion es caracterizado con
indices del comportamiento interno del algoritmo e indices de la trayectoria de

busqueda. La calidad de la solucién encontrada y el tiempo en que se obtuvo son
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utilizadas para crear un indice de la region de dominacion de un algoritmo con respecto
a otros. Posteriormente, mediante un analisis grafico y estadistico se identifican un

conjunto minimo de indices significativos necesarios para realizar el modelado causal.

3.2.1 ANALISIS COMPARATIVO DE TRABAJOS RELACIONADOS

Algunos trabajos relacionados son presentados en la Tabla 3.1. La segunda columna
indica, para cada trabajo, si se realizd un analisis experimental inicial (AEIl) con el
objetivo de obtener variables e indicadores del proceso algoritmico. La tercera y cuarta
columnas indican si el analisis del algoritmo se realiza de manera conjunta con la
informacién de instancias del problema; este andlisis puede realizarse sobre la
descripcion de la instancia del problema (IDP, indices de Descripcion del Problema) 6
de una muestra del espacio de soluciones de la instancia del problema (IEP, Indices del

Espacio del Problema).

Las columnas de la quinta a la séptima indican si la informacion del algoritmo es
contemplada en el analisis; dicha informacion puede ser obtenida del comportamiento
del algoritmo con sus principales pardametros de control (ICA, Indices de
Comportamiento del Algoritmo), trayectoria de bisqueda (ITB, Indices de Trayectoria
de Busqueda) y estructura interna del algoritmo (IEl, indices de Estructura Interna). La
octava columna indica si los trabajos relacionados han realizado explicaciones formales
del desempeiio de algoritmos. La columna final muestra si los trabajos realizan cambios

en la estructura interna de los algoritmos para mejorar su desempefio.

El analisis de trabajos relacionados revela que algunos de ellos [Hoos04, KonakO5,
Chevalier06] proveen explicaciones a través de un analisis tabular de resultados
experimentales del comportamiento de un algoritmo sobre un conjunto de instancias de
un problema. Otros trabajos [Lemeire05, Pérez07, Pérez08] llevan a cabo un anélisis
causal usando algoritmos de aprendizaje de estructura y de parametros, y proveen un

modelo formal del comportamiento de un algoritmo.
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Tabla 3.1 Trabajos relacionados con la caracterizacion del desempefio de algoritmos.

Identificacion Informacién Analizada
Inicial de Indices de las L . -~
problema
AEI IDP | IEP | ICA | ITB | IEI

[Hoos04] v v
[Konak05] v
[Lemeire05] v v
[Chevalier06] v
[Pérez07] 4 v v v
[Landero08] v v v v v v
Este trabajo 4 4 v v v v v v

El trabajo de Pérez [Pérez07] explica formalmente porqué un algoritmo se desempefia
mejor al resolver un subconjunto de instancias, aunque, su explicacion es limitada, pues
no se incluyen todos los indices del problema y del algoritmo, sin embargo, el mérito de
este trabajo radica en las fases iniciales pues en ellas se realiza un analisis experimental
profundo para obtener variables que son tratadas mediante métodos multivariados y

trasformadas en indicadores del desempeiio algoritmico.

La metodologia de solucion propuesta por Landero [Landero08] permite encontrar
sistematicamente relaciones entre indices influyentes de la dominacidon de un algoritmo
y la estructura interna del mismo, para proveer explicaciones a través del analisis causal,
ademas de validar y aplicar el modelo causal obtenido. Sin embargo pudiera hacer falta

identificar algunos indicadores de desempefio mediante un analisis experimental inicial.

En esta tesis se propone una metodologia de solucién que reune lo mejor de los trabajos
anteriores para realizar un analisis formal de desempefio del proceso de optimizacion de
BPP con el algoritmo HGGA-BP. El conocimiento obtenido a través de relaciones de
desempeiio y modelos generados es aplicado en el rediseno de la estructura interna del
algoritmo. La metodologia es validada al obtener tajantes mejoras en el desempefio del

algoritmo redisefiado.
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METODOLOGIA PARA EL ANALISIS
EXPERIMENTAL DE ALGORITMOS

En el Capitulo 2 (Seccion 2.3) se presentaron los principales avances en el analisis
experimental de algoritmos metaheuristicos. Posteriormente (Seccion 2.4), se definieron
las etapas sustanciales de la metodologia experimental, propuesta en este trabajo, para la
caracterizacion y analisis de desempefio del proceso de optimizacion algoritmico.
Asimismo (Seccion 2.4.4), se hizo hincapié¢ en la necesidad de utilizar métodos de
analisis exploratorio para la obtencion de relaciones de desempefio y de modelos de

explicacion del comportamiento algoritmico.

En este capitulo se presenta, de manera detallada, la metodologia propuesta y su
aplicacion en el estudio del algoritmo genético hibrido para el problema de empacado de
objetos en contenedores, HGGA-BP. Las explicaciones obtenidas en dicho estudio
permiten comprender el comportamiento del algoritmo e identificar posibles cambios en
su estructura interna para mejorar su desempefio. La metodologia expuesta se sugiere

como una guia para el analisis experimental de algoritmos metaheuristicos.
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41 METODOLOGIA DE ANALISIS EXPERIMENTAL PARA EL PROCESO
DE OPTIMIZACION ALGORITMICO

En la Figura 4.1 se presenta la metodologia propuesta para el analisis experimental de

algoritmos metaheuristicos en problemas de optimizacion.

CARACTERIZACION
ENTRADA I—V PROCESO SALIDA
Estructura del problema Comportamiento del Algoritmo Desempefio
= Tamafo de la instancia = Soluciones generadas = Funcion de evaluacion
= Tendencia Central de los pesos = Trayectoria de las soluciones = Error y Calidad de solucion
= Forma de la distribucion de pesos = Efectos de parametros = Recursos consumidos

1L

REFINACION DE CARACTERISTICAS

3 — Indicadores de
Anélisis de Analisis estructura
Estadisticos || " Andlisis de Grdfico anitiss B E> ~ Indicadores de
descriptivos Componentes Causal comportamiento
Andlisis Principales Andlisis por — Indicadores de
Tabular Agrupacion desempefio

.

ESTUDIO FORMAL DE RELACIONES

Anélisis de Comparaciones Analisis
Asociacién Tabulares Causal Relaciones de
£ £ Desempefio
Algoritmico
Visualizacién de Analisis de Analisis
métricas l Agrupacion l Grafico J
V- L~

£

EXPLICACIONES DEL COMPORTAMIENTO ALGORITMICO

Figura 4.1 Esquema de la metodologia propuesta.
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El objetivo principal de la etapa de caracterizacion es identificar factores importantes,
factibles de medicion, en cada una de las fases del proceso de optimizacion. Estos
factores son caracterizados a través de funciones de caracterizacion (métricas) que
proporcionan informacion til para describir el desempefio algoritmico. En la segunda
etapa, refinacion de caracteristicas, las métricas definidas en la etapa de caracterizacion
son analizadas mediante técnicas exploratorias con la finalidad de descartar variables
incorrectas, redundantes o irrelevantes. En caso de ser necesario nuevas variables son

definidas mediante el uso de técnicas de analisis multivariado.

En la tercera etapa, estudio formal de relaciones, se realiza un analisis exploratorio de
las caracteristicas del proceso de optimizacion con el propdsito de obtener relaciones de
desempefio que expliquen el comportamiento del algoritmo metaheuristico estudiado.
Para este fin se utilizan métodos estadisticos de analisis multivariado, analisis tabulares
y graficos, técnicas de visualizacion de datos y andlisis causal. El conocimiento
obtenido, producto de la metodologia de andlisis propuesta, permite comprender el
comportamiento del algoritmo metaheuristico estudiado, explicando de qué manera su
desempefio es afectado por las caracteristicas que lo causan, visualizando posibles

mejoras en su estructura.

En las siguientes secciones se muestra la aplicacion de la metodologia propuesta en la
caracterizacion y analisis de desempeiio de un algoritmo genético hibrido del estado del
arte que soluciona el problema de empacado de objetos en contenedores (BPP). El
algoritmo objeto de andlisis, HGGA-BP, fue presentado en el capitulo anterior (Seccién

3.1) y la definicion de BPP se incluye en el capitulo 2 (Seccion 2.1).

4.2 ETAPA 1. CARACTERIZACION DEL PROCESO DE OPTIMIZACION

En esta etapa se lleva a cabo caracterizacion del problema de investigacion (BPP), del
comportamiento del algoritmo de interés (HGGA-BP) y del desempeiio final obtenido.

Una vez identificados los elementos que influyen en el proceso de optimizacion se
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analiza qué aspectos es posible medir en cada categoria, y se definen métricas que

caracterizan estos factores.

421 CARACTERIZACION DEL PROBLEMA DE INVESTIGACION

La estructura de una instancia de BPP es una medida importante para predecir el
comportamiento que tendra un algoritmo metaheuristico al momento de solucionarla. Es
conocido que factores como el nimero de objetos, la tendencia central de sus pesos y la
forma en que se distribuyen, impactan en el grado de dificultad que una instancia pueda
tener sobre un algoritmo de solucion. El reto es la formulacion de indicadores que

cuantifiquen estos factores.

Descripcidn del Conjunto de Casos de Prueba

Con el objetivo de validar la metodologia propuesta, evaluar el desempefio del algoritmo
de interés (HGGA-BP) y comparar sus cualidades con las de otros algoritmos del estado
del arte se llevd a cabo la recopilacion de 1,668 casos estandar reconocidos por la
comunidad cientifica. Dichas instancias de prueba fueron tomadas de sitios de Internet

reconocidos [Beasley90, Klein09, ESICUP, CaPaD].

Las instancias consideradas se han dividido en cuatro grupos, tomando en cuenta su
origen y los sitios de los que fueron obtenidas. El primer grupo (GRUPO-I) consiste en

dos conjuntos de instancias de prueba propuestas por Falkenauer [Falkenauer96].

1. Uniform [Beasley90]: Conjunto de 80 instancias identificadas con la letra u
debido a que su principal caracteristica es que los pesos de los objetos estan
uniformemente distribuidos entre 20 y 100. La capacidad del contenedor C es de
150 y existen cuatro clases de casos cada uno con n = 120, 250, 500 y 1000
objetos. Cada clase posee 20 instancias identificadas respectivamente por u_120,
u 250, u 500 y u_1000. EI valor de la solucion optima para cada una de estas

instancias es conocido [Alvim03].
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2. Triplets [Beasley90]: Conjunto de 80 instancias dificiles, identificadas con la

letra t. Su nombre se debe a que las instancias fueron construidas con una
solucion optima conocida de n/3 contenedores, de tal forma que cada contenedor
de la solucion Optima debe almacenar exactamente tres objetos que lo llenan
completamente. El tamafio de las instancias es de n = 60, 120, 249 y 501,
definiéndose asi cuatro clases, el tamafio del contenedor ¢ es de 100, mientras
que los pesos estan distribuidos entre 25 y 50. Cada clase posee 20 instancias

identificadas respectivamente port 60,t 120,t 249 y t 501.

El segundo grupo (GRUPO-II) esta formado por tres conjuntos de casos de prueba

introducidos por Scholl et al. [Scholl97]. En cada conjunto, las diferentes clases de

problemas fueron creados variandose el nimero de objetos n, la capacidad del

contenedor C y los posibles pesos de los objetos. Los valores optimos de las 1210

instancias que integran este grupo son conocidos [Klein09, Alvim03].

1.

Data Set 1 [Klein09]: Construidas de forma similar que algunas instancias
propuestas por Martello y Toth [Martello90a] que resultaron dificiles. Son un
conjunto de 720 instancias denotadas con N-C-W por los datos que maneja: n =
50, 100, 200 y 500, capacidad del contenedor ¢ = 100, 120, 150 y pesos W
generados uniformemente en intervalos de [1,100], [20,100] y [30,100]. La
combinaciéon de los diferentes parametros resulta en 36 clases, cada clase

contiene 20 instancias.

Data Set 2 [Klein09]: Conjunto formado por 480 instancias, denotadas por N-W-
B-R. Cada sigla representa la configuracion de un pardmetro de entrada: numero
de objetos n con valores de 50, 100, 200 y 500, la capacidad de los contenedores
¢ es 1000. Con el objetivo de generar instancias cuyo nimero medio de objetos
por caja variara entre tres y nueve, se consideraron otros dos pardmetros: W que
representa el peso medio deseado W = ¢/3, ¢/5, ¢/7, ¢/9, y una desviacion 6 =

20%, 50% y 90% que determina la variacion maxima de un peso dado w en
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relaciéon a W. Por ejemplo cuando W=C/5 y ¢ =50% los pesos de los objetos
fueron generados de manera aleatoria con una distribucion uniforme en el
intervalo discreto [100, 300]. Combinando las caracteristicas anteriores se cuenta

con 48 clases, cada una con 10 instancias.

Data Set 3 [Klein09]: Conjunto formado por una tnica clase con diez instancias
consideradas dificiles, mejor conocidas como hard. Cada instancia posee n = 200
objetos, capacidad de contenedor ¢ = 100000 y pesos distribuidos entre 20000 y
35000. Los pesos de los objetos se encuentran ampliamente dispersos, pues
existe una gran cantidad de valores diferentes para los objetos. El numero de

elementos por contenedor cae entre tres y cinco.

El tercer grupo (GRUPO-III) incluye tres clases de instancias sugeridas por Schwerin,

Waischer y Gau. Las primeras dos clases was 1 y was 2 se han definido como ffd-hard

(dificiles de resolver por la heuristica FFD) [Schwerin97, Schwerin99]. La tercera clase

también ha sido considerada dificil [Wéscher96]. Los valores optimos de las 217

instancias son conocidos [Schoenfield02, AlvimO03].

1.

2.

Was 1 [ESICUP]: Formado por 100 instancias de capacidad ¢ = 1000. Cada

instancia posee N = 100 objetos. Los pesos de los objetos varian entre 150 y 200.

Was 2 [ESICUP]: 100 instancias con una capacidad ¢ = 1000, cada una con 120
objetos con pesos entre 150 y 200.

Gau 1 [ESICUP]: Conjunto de 17 instancias de caracteristicas variadas. La
capacidad de los contenedores es de 10000, el nimero de objetos n varia de 57 a

239 mientras que los pesos se encuentran distribuidos entre 2 y 7332.

Las instancias Gau 1 fueron el tnico conjunto (de los analizados por Alvim) en el que la

heuristica hibrida HI-BP, no pudo obtener todas las soluciones optimas. El algoritmo

solo resuelve 12 de las 17 instancias [Alvim04].
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El grupo cuatro (GRUPO-IV) contiene instancias dificiles que fueron considerados en
problemas de corte de una dimension (one-dimensional Cutting Stock Problem). Los

resultados optimos s6lo son conocidos para las instancias de la clase Hard28 [Belov04].

1. Hard28 [CaPaD]: Son las 28 instancias mas dificiles propuestas por Schoenfield
[Schoenfield02], dichas instancias no pudieron ser resueltas por algoritmos de
corte ni por métodos de reduccion. El numero de objetos n varia entre 160 y 200.

La capacidad del contenedor ¢ es 1000.

2. 53NIRUP [CaPaD]: Conjunto de 53 instancias propuestas por Schoenfield
[Schoenfield02] como seleccién para una prueba exhaustiva. Para todas las
instancias la capacidad del contenedor es ¢ = 1000, y el numero de objetos varia

n =20, 40, 60, ..., 200. Los pesos se distribuyen en variedad de rangos.

Los primeros tres grupos fueron utilizados por Alvim [Alvim04] para el andlisis
experimental de su heuristica hibrida (HI-BP), los resultados obtenidos por el autor

fueron descritos en el capitulo 3 (Seccion 3.1).

Indices de Caracterizacion

La informacion descriptiva de cada instancia del problema se caracteriza por medio de
indices que utilizan la informacion de los parametros del problema de dicha instancia.
En el capitulo 2 (Seccion 2.4.2) se presentd un conjunto de indices de caracterizacion de
BPP propuestos en la literatura [Cruz04, Alvarez06], que han sido utilizados por otros
investigadores [Pérez07, Landero08] mostrando resultados satisfactorios. Dichos indices

son retomados en este trabajo.

El conjunto de indices fue estudiado, analizando si permitian discriminar entre las
diferentes instancias de BPP. Para contribuir en este estudio y en la caracterizacion de
BPP, cada instancia fue graficada mostrando la distribucion de los pesos de los objetos

en relacion a la capacidad del contenedor. La Figura 4.2 muestra la grafica de una
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instancia de la clase u_1000 (GRUPO-I, Uniform). En la parte superior de la gréafica
puede apreciarse el nombre de la instancia (I: ul000 _00), la capacidad del contenedor
(C: 150) y el numero de objetos (n: 1000). El eje horizontal representa el peso de los
objetos como porcentaje de la capacidad del contenedor (0 <w,/C <1). El eje vertical
cuantifica el nimero de objetos en cada porcentaje de pesos. Para la instancia de la
grafica, los pesos de los objetos estan distribuidos de manera uniforme entre 20 y 100, es
decir, entre el 13% y el 67% de la capacidad del contenedor. En la grafica también puede

observarse que el numero de objetos con cada peso varia entre 6 y 31.

I: u1000_00.txt C: 150 n: 1000

]
m

N | TN |
S 1
e I A e
=S N 1 | WV SO A
= |

1 58 2 13 17 21 25 29 393 37 4 45 49 53 &7 61 B5 B9 V3 77 B1 65 89 93 97
Pesos

Figura 4.2 Grafica de distribucion de pesos para la instancia ul000_00.

La Figura 4.3 muestra graficas representativas de cada uno de los conjuntos de
instancias que conforman los cuatro grupos objeto de estudio. En ella puede observarse
la variedad de formas que toma la distribucion de frecuencia de los pesos de los objetos,
asi como los rangos de valores para los pesos, sugiriendo la importancia de una correcta

caracterizacion de estos factores.

El analisis de las graficas de distribucion, permite identificar diferencias entre conjuntos
de instancias y ayuda a descubrir factores caracteristicos. Los indices propuestos por
Cruz y Alvarez logran caracterizar la mayor parte de la estructura de una instancia de
BPP. Sin embargo parece ser que hay ciertos aspectos, que no fueron tomados en cuenta

por los autores y que permiten puntualizar diferencias entre instancias.
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GRUPO-I

Uniform Triplets

Was 1

Figura 4.3 Ejemplos de graficas de distribucion de pesos para los cuatro grupos de instancias.
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En este trabajo de investigacion se proponen cinco nuevos indices de caracterizacion.
Estas nuevas métricas permiten: ubicar el rango de la distribucion del conjunto de pesos;
identificar tendencias importantes en los pesos de los objetos, al tomar en cuenta la
frecuencia con la que se repite cada peso; y, contribuir en la caracterizacion de la forma

de la distribucion de los pesos. Dichos indices son definidos a continuacion.

Menor representa el peso del objeto mas pequeio, en relacion al tamafio del contenedor
y permite ubicar el principio de la distribucion de pesos. La métrica es definida por la
Expresion 4.1, donde W es el arreglo de pesos de objetos, C es la capacidad del

contenedor y min(W) es una funcion que devuelve el peso menor.

Menor =

min(W)
e 4.1

Mayor cuantifica el peso del objeto mas grande, en relacion al tamafio del contenedor y
ubica el final de la distribucion de pesos. La medida es calculada con la Expresion 4.2,

donde W es el arreglo de pesos de objetos, C es la capacidad del contenedor y max(W)

es una funcion que devuelve el peso mayor.

Mayor = —mai(w) 4.2)

Multiplicidad caracteriza el nimero promedio de repeticiones de cada peso de objeto y
ayuda a identificar tendencias o picos en la distribucion de frecuencias de pesos. La

Expresion 4.3 define esta métrica, m; es el nimero de objetos con peso S, donde S es

un subconjunto de W que guarda los i diferentes pesos, sin repeticiones (1<A<N).

>

mi
Multiplicidad = IT (4.3)
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MaxRepe representa la frecuencia maxima con la que un peso se repite en el conjunto de
objetos. La métrica es definida por la Expresion 4.4, donde M guarda la frecuencia de
aparicion de cada diferente peso. La comparacion de los valores de esta medida con los
de Multiplicidad, puede sugerir la existencia de puntos de la distribucion de pesos que

posean una mayor acumulacion objetos.
MaxRepe = max(M) (4.4)

Uniformidad mide el grado de uniformidad de la distribucion de los pesos de los objetos,
a partir de la division del rango de datos en cuatro segmentos y las diferencias entre el

numero esperado y el nimero real de objetos en cada subrango. Sea

n=namero de objetos

W= {Wi |V\/i <W,, } , 1<Vi<n, arreglo de pesos de objetos en orden creciente

R = max(W)—min(W ), amplitud del rango de pesos de los objetos
e= 2 , numero esperado de objetos en una cuarta parte del rango
r, =0, parte inicial del rango
. R . .,
I, =min(W)+ 7 primera division del rango
. R .,
r, =min(W) + Ex segunda division del rango
: 3R .,
r, =min(W)+ i tercera division del rango
r, = max(W), parte final del rango

4
B, cW U B; =W, una cuarta parte del rango de distribucion de pesos
j=1

El conjunto de objetos contenido en cada subrango es:

B; :{VWeW‘rj_1 <w< rj}, 1<j<4
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La Expresion 4.5 mide el grado de uniformidad de la distribucién del conjunto de pesos.
Un valor de Uniformidad cercano a uno, representa una distribucion uniforme y mientras
mas alejado se encuentre este valor de uno, se observaran mayores diferencias en la

frecuencia de aparicion de cada uno de los pesos de los objetos.

>

Uniformidad =1— -

(e-[B)) 4.5)

n

422 CARACTERIZACION DEL COMPORTAMIENTO ALGORITMICO

Los algoritmos metaheuristicos hibridos incluyen estrategias que tratan de ajustar el
proceso de solucion al problema de optimizacion que resuelven. Para estos algoritmos,
la medicion de funciones de caracterizacion debe estar ligada directamente con las
técnicas heuristicas utilizadas. En esta seccion se describe el algoritmo genético
estudiado (HGGA-BP) y los indices propuestos para caracterizar el comportamiento del

algoritmo en ejecucion.

Algoritmo Genético para el Problema de Empacado de Objetos: HGGA-BP

La estrategia metaheuristica objeto de estudio de este trabajo de investigacion es un
algoritmo genético hibrido de agrupacién para el problema de empacado de objetos en
contenedores (Hybrid Genetic Grouping Algorithm for Bin Packing, HGGA-BP). Este
algoritmo incorpora estrategias heuristicas y criterios que, al aplicarse en la creacion y
evolucion de individuos, obtienen buenas soluciones en tiempos cortos [NietoO7]. El

Algoritmo 4.1 describe el procedimiento general.

El proceso comienza generando una poblacion inicial para lo cual se crea un conjunto de
individuos en forma no determinista (Lineas 4-14 del Alg. 4.1). Después de la primera
generacion, la probabilidad de mantener al individuo de la generacién previa es

proporcional a su aptitud y a la generacién de un niimero aleatorio (Lineas 7-13). Dado
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un porcentaje de cruzamiento y con base a la aptitud, se selecciona un conjunto de
individuos para aplicarles el operador evolutivo de cruzamiento (Lineas 15-16).
Posteriormente, segun el porcentaje de mutacion, los peores individuos sufren pequefias
alteraciones genéticas, con el objetivo de mejorar su aptitud (Linea 18). Al final de cada
generacion la mejor solucion de la poblacion es actualizada. El resultado final del

algoritmo es el individuo mas apto de todo el proceso evolutivo.

ALGORITMO GENETICO HGGA-BP

1 Inicio

2 Inicializar parametros

3 para cada generacién

4 para cada individuo actual de la poblacién

5 nuevo = Generar individuo

6 Calcular aptitud del individuo nuevo

7 si generacion > 1 y aleatorio[0-1) <= 0.95
8 si aptitud(nuevo) > aptitud(actual)

9 actual = nuevo
10 finsi
11 si no
12 actual = nuevo
13 finsi
14 fin para
15 Seleccionar individuos a cruzar de forma proporcional
16 Aplicar Cruzamiento por Agrupacion y generar nuevos individuos
17 Sustituir los peores individuos de la poblacion por los nuevos individuos
18 Aplicar Mutacion por Agrupacion a los peores individuos de la poblacion
19 Registrar la mejor solucion
20 fin para

21 fin procedimiento

Algoritmo 4.1 Procedimiento general del algoritmo HGGA-BP.

Los principales parametros del algoritmo y los valores para éstos, que permitieron al

autor [Nieto0O7] obtener los mejores resultados son definidos a continuacion.
— POBLACION. Indica el nimero de individuos (soluciones) que integraran la

poblacién y evolucionaran, de generacion en generacion, para crear mejores

soluciones. El tamafio de poblacion utilizado es de 50 individuos.
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CORRIDAS. Establece el numero de veces que el programa sera ejecutado, para
verificar su robustez y comprobar su estabilidad. La literatura recomienda fijarlo

en 30 corridas.

GENERACIONES. Determina el nimero maximo de generaciones que el
algoritmo iterard generando individuos y aplicando operadores de cruza y muta.
El autor [Nieto07] fija el parametro en 100 generaciones indicando que este

numero es suficiente para obtener una buena solucion.

CRUZAMIENTO. Indica el porcentaje de individuos de la poblacion que se
cruzaran entre ellos en cada generacion, para producir nuevos individuos. Cruzar

el 30% de los individuos ha mostrado buenos resultados.

MUTACION. Establece el porcentaje de individuos de la poblaciéon que son
mutados en cada generacion, para producir pequefias modificaciones en su
estructura y aptitud. En la configuracion actual 50% de los individuos mutan en

cada generacion.

Para la generacion de individuos se utilizan estrategias heuristicas deterministas para

BPP (descritas en la Seccion 2.2.1), soluciones distintas son obtenidas al manejar

diferentes métodos y ordenes aleatorios del conjunto de objetos a acomodar. Las

estrategias de construccion de individuos inician con el calculo de un limite inferior de

contenedores (el nimero minimo de contenedores que se utilizaria en el mejor de los

casos). Una vez calculado dicho limite, los objetos més pesados son almacenados cada

uno en un contenedor (dentro del limite) y el resto de los objetos son acomodados con

las técnica para empacado de objetos BF y DB3 (Seccion 2.2.1). El limite inicial de

contenedores, L, se obtiene mediante la Expresion 4.6. Donde W, es el peso del objeto

Iy Ces la capacidad del contendor.

L = {iwj /CW (4.6)
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El calculo de la aptitud de cada individuo es realizado utilizando una funcion de costo
alternativa, introducida por Falkenauer, que evaltia el promedio de llenado de los
contendores que conforman una solucion [Falkenauer92]. Dado que, segln esta funcion,
las soluciones que poseen un mayor promedio de llenado son mejores, el objetivo del
algoritmo HGGA-BP es maximizar el valor de las aptitudes de los individuos que
conforman la poblacion. La expresion 4.7 define el céalculo de la aptitud, donde N es el

numero de contenedores utilizado en la solucién, S; es la suma de los tamafios de los

objetos en el contenedor i y C es la capacidad del contenedor.

o 2
(S;/c)
i=1

N

(4.7)

Fepp =

Ademas del nimero maximo de generaciones (parametro inicial GENERACIONES), el

algoritmo utiliza el valor del limite L, para establecer otro criterio de paro. Cada vez

que una solucion es generada o modificada, se realiza la comparacion del numero de

contenedores utilizado con el valor de L,, en caso de que estos valores sean iguales el

algoritmo termina y devuelve dicha solucion (6ptimo tedrico).

Las estrategias incluidas en HGGA-BP que producen cambios en las soluciones y, por
lo tanto, pueden encontrar la solucion dptima, o una buena solucion, de una instancia de
BPP son enumeradas a continuacion. Estas técnicas deben ser tomadas en cuenta al
llevar a cabo la caracterizacion proceso algoritmico, para identificar los métodos que

tienen mayor impacto en el desempefio.

1. LB+BF_Aleatorio (Construccion de individuos)
2. LB+B3F_Aleatorio (Construccion de individuos)
3. Cruzamiento por Agrupacion

4. Mutacion por Agrupacion
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Las estrategias anteriores son detalladas en el capitulo 6, donde se realiza el redisefio y
mejora del metaheuristico hibrido. Tanto los parametros del algoritmo, como cada una
de las estrategias que lo conforman contribuyen con el desempefio que se obtendra al
solucionar una instancia de BPP. La formulacion de métricas adecuadas que permitan
cuantificar estos factores, contribuira con la obtencioén de explicaciones detalladas sobre

el comportamiento algoritmico.

Indices de Caracterizacién

La caracterizacion del comportamiento del algoritmo objeto de estudio (metaheuristico
HGGA-BP) posibilita: observar el impacto de los principales parametros de control del
algoritmo; analizar la superficie de aptitudes de los individuos en cada generacion;
identificar la importancia y contribucion de cada método que conforma el algoritmo; y
evaluar la calidad de las soluciones que conforman la poblacion. En este trabajo se ha
definido un conjunto de indices que permiten medir cada uno de estos factores. Las

métricas propuestas son presentadas en los siguientes parrafos.

Para caracterizar el proceso de generacion de individuos se definieron tres métricas las
cuales permiten evaluar el numero y la calidad de los individuos nuevos, aceptados en

cada generacion, como parte de la poblacion.

Nuevos representa el numero promedio de individuos, de reciente creacion, aceptados en

cada generacion. La Expresion 4.8 define esta métrica, donde ind. es el numero total de
individuos aceptados en la generacion i y gen indica el nimero de generaciones que el

algoritmo itero.

2,nd (4.8)

Nuevos = =L——
gen
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Los individuos Nuevos sélo pudieron ser aceptados: 1) porque el numero aleatorio
generado en el proceso de sustitucion de individuos cayo en el 5% de probabilidad de
reemplazar el individuo actual; 6 2) debido a que su aptitud superaba la aptitud de un

individuo actual (ver Algoritmo 4.1, Lineas 7-13).

Buenos cuantifica el nimero promedio de individuos nuevos, aceptados por generacion,
que superaron la aptitud del individuo que sustituyeron. La Expresion 4.9 detalla este

indice, donde b _ind, indica el nimero de individuos buenos que fueron aceptados en la
generacion 1 y gen representa el numero de generaciones que formaron el proceso de

evolucion del algoritmo.
‘ (4.9)

Malos mide el numero promedio de individuos nuevos, aceptados por generacion, cuya
aptitud era menor que la del individuo que sustituyeron. La Expresion 4.10 define la

funcion de caracterizacion, m _ind, indica el nimero de individuos malos aceptados en
la generacion i y gen es el nimero de generaciones. La tinica posibilidad de que un

individuo malo sea aceptado es que el nimero aleatorio generado en el proceso de

sustitucion de individuos haya caido entre 0.95 y 1 (ver Algoritmo 4.1).

gen

> m_ind, il
Malos = = (4.10)
gen

La calidad de las soluciones que conforman la poblacién generada por el algoritmo es
evaluada mediante cuatro métricas. Estas medidas permiten registrar las aptitudes de los
individuos que conforman la poblacion en cada generacion. Esto posibilita el analisis del

proceso evolutivo, observando en que puntos se alcanzan las mejores soluciones.
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Mejor _ Aptitud, es la aptitud del mejor individuo de la poblacién en la generacion g.

Sea P un conjunto que incluye las aptitudes de los individuos que forma parte de la

poblacién y max(P) una funcién que devuelve la aptitud méxima, la Expresion 4.11

captura la aptitud del mejor individuo de la generacion.

Mejor _ Aptitud, = max(P) (4.11)

Peor _ Aptitud, registra la aptitud del peor individuo de la poblacion en la generacion

g. La Expresion 4.12 define esta medida, donde P contiene las aptitudes de la poblacion

y min(P) devuelve la aptitud minima.
Peor _ Aptitud, = min(P) (4.12)

Prom _ Aptitud, cuantifica el promedio de la aptitud de la poblacion en la generacion g.

La Expresion 4.13 permite hacer el calculo, donde p, es la aptitud del individuo i y T

indica el tamafio de la poblacion.

;
P
Prom _ Aptitudg = % (4.13)

Mejor _ Aptitud caracteriza la aptitud promedio de las mejores soluciones obtenidas en
el cada generacion. La Expresion 4.14 define la medida, donde Mejor _ Aptitud es la

aptitud del mejor individuo de la generacion g y gen es el nimero de generaciones.

gen

> Mejor _ Aptitud,

Mejor _ Aptitud == (4.14)

gen
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Otro factor importante a estudiar, para comprender el comportamiento algoritmico, es la
superficie de aptitudes de los individuos que participan en el proceso evolutivo. La
superficie de aptitudes es considerada como la visualizacion del espacio de busqueda,
definido a través de las aptitudes de los individuos, imagindndolo como una superficie
formada por picos, valles, montafias y planicies [Wright32]. Este factor, es caracterizado
mediante un conjunto de métricas que permiten analizar la variabilidad en los individuos
que conforman la poblacidn, asi como la asociacion que puede existir entre las mejores

soluciones.

Valores de variabilidad bajos pueden indicar posibles caracteristicas del problema y del
algoritmo. Por ejemplo, podria tratarse de un problema (instancia de BPP) para el que el
nimero de combinaciones entre objetos es muy limitado, por lo que el algoritmo no
muestra mucha desviacion en las aptitudes de los individuos que genera. También podria
ocurrir que el algoritmo se estanque en ciertas zonas de la superficie de aptitudes,

generando soluciones muy parecidas, lo que indicaria alguna inconsistencia en el mismo.

Desv _ Aptitud, mide la variabilidad en la aptitud de los individuos que conforman la

poblacion de la generacion g. La métrica es definida en la Expresion 4.15, que calcula la
desviacion estandar de las aptitudes, donde p, es la aptitud del individuo i, P es el
promedio de las aptitudes de la poblacion en la generaciéon g y T indica el tamafio de la

poblacion.

4.15
Desv_ Aptitud, = (4.15)

Desv_Mejor representa la desviacion en las aptitudes de los mejores individuos de

cada generacion. La Expresion 4.16 define la métrica, donde ma, es la mejor aptitud de
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la generacion i, ma es el promedio de las aptitudes de los mejores individuos del

proceso evolutivo y gen indica el total de generaciones.

Y (ma-ma)

Desv_ Mejor =4[~ (4.16)

gen

La Funcion de Auto-correlacion ( p, ), propuesta por Weinberg [Weinberg90], se retoma
en este trabajo, para medir las asociaciones existentes entre las mejores soluciones. Para
su calculo, sea ma, la mejor aptitud de la generacion i, ma el promedio de las aptitudes
de los mejores individuos del proceso evolutivo y gen el total de generaciones. La

métrica es definida por la Expresion 4.17.

S (ma, ~ma)(ma,,, - ma)
p=— (4.17)

4 (ma ma)

Un valor de la funcion de auto-correlacion cercano a uno indica que las diferencias en la
aptitud entre cualquier par de soluciones vecinas es en promedio muy similar,
implicando una superficie de aptitudes un tanto plana. En caso contrario, un valor
cercano a cero indica que los valores de aptitud son casi independientes, y por tanto la
superficie debe presentar valles y picos. Una vez mas esto puede estar relacionado con

las caracteristicas del problema de optimizacion.

Finalmente, las estrategias que tienen mayor impacto en la obtencion de las mejores
soluciones del algoritmo son registradas a través de la métrica Mejor Heuristica. Este
indice, obtiene la estrategia del algoritmo que permitid alcanzar el mayor numero de

mejores soluciones en C ejecuciones del algoritmo. La Expresion 4.18 define la medida,
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donde r, representa el niimero de veces que la heuristica i gener6 la solucion final del

algoritmo y max2(R) devuelve el indice de la heuristica que presenta el mayor niumero

de repeticiones.

Mejor _Heuristica = max 2(R) (4.18)

423 CARACTERIZACION DEL DESEMPERNO FINAL

El desempefio final del algoritmo se mide por tres tipos de informacion: calidad de la
solucion, la consistencia de los resultados y el tiempo que le llevod en encontrar la mejor

solucion, los cuales se describen a continuacion.

La calidad de las soluciones obtenidas por el algoritmo es caracterizada mediante cuatro
indices. Estas métricas, registran las aptitudes de las soluciones finales alcanzadas en
diferentes corridas del programa, asi como el numero de contenedores utilizado en
dichas soluciones. Un valor de aptitud igual a uno, significa que los contenedores que
conforman la solucion se encuentran completamente llenos, y por lo tanto, se tiene una

solucion Optima.

Max MejorF,,, registra la aptitud de la mejor solucion obtenida, para una instancia de

BPP, en C corridas del algoritmo. Sea M un conjunto que incluye las aptitudes de las
C soluciones obtenidas en C ejecuciones del algoritmo, la Expresion 4.19 calcula la

mejor aptitud, donde max(M) es una funcion que devuelve el mayor elemento del

conjunto M.

Max_ MejorF,, = max(M) (4.19)

Min _MejorF,,, representa la aptitud de la peor solucion obtenida, para una misma

instancia, en C ejecuciones del algoritmo. La Expresion 4.20 define esta métrica, donde
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M el conjunto de aptitudes de las soluciones obtenidas en C corridas del algoritmo y la

funcion min(M) devuelve la menor aptitud.
Min_ MejorF,,, = min(M) (4.20)

Prom _ MejorF,,, calcula el promedio de las aptitudes de las soluciones obtenidas, para

el mismo caso de prueba, en C corridas del algoritmo. La Expresion 4.21 precisa esta

métrica, donde ma, es la aptitud de la solucion alcanzada en la corrida i y C es el total

de ejecuciones.

D ma,
Prom _MejorF,,, =‘=1T (4.21)

El Radio _teorico es otra medida de calidad, y representa la razon de la mejor solucion

encontrada por el algoritmo Z__ y la solucion 6ptima Z_ . (ambos en cuanto al nimero

enc opt

de contenedores utilizado). La Expresion 4.22 define este indice.

. . Z
Radio teorico=—"¢
_ 7 (4.22)

opt

Para caracterizar la estabilidad del algoritmo se mide la desviacion estandar de los

resultados obtenidos. Desv _Z = cuantifica la variabilidad las soluciones encontradas en

diferentes ejecuciones del algoritmo, para acomodar la misma instancia de BPP. Esta
medida es obtenida mediante la Expresion 4.23, donde z; es el nimero de contenedores
que conforman la solucion alcanzada en la corrida i y Z es el promedio de las
soluciones encontradas en C corridas. Una valor de desviacion alto puede indicar que

una instancia de BPP dificil de resolver o que las estrategias aleatorias incluidas en el

algoritmo lo hacen un tanto inestable.
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(4.23)

El factor tiempo es caracterizado a través de dos métricas. La primera, mide el tiempo
real que requirid la ejecucion del algoritmo antes de encontrar la solucion al problema.
La segunda, cuantifica el nimero de generaciones que el algoritmo tuvo que iterar antes

de encontrar la que finalmente fue la mejor solucion.

La Expresion 4.24 define la métrica Tiempo que cuantifica el promedio del tiempo, en
segundos, que el algoritmo tarda en encontrar una solucion, para una instancia de BPP.

El tiempo utilizado en la corrida i es cuantificado por t;.

C

t;
Tiempo = =— (4.23)
C

Generacion representa la generacion promedio en que el algoritmo encuentra la mejor

solucion de una instancia. La Expresion 4.24 define este indice, donde gen, es la

generacion en la que se encontrd la mejor solucion de la corrida i.

C
2. gen,
Generacion = 'ZIT (4.24)

Por ultimo, para caracterizar la estructura de la solucion final obtenida, se propone la
métrica Objetos_Contenedor. Esta medida calcula el numero promedio de objetos que
fueron almacenados es cada contenedor de la solucion alcanzada por el algoritmo. La

medida puede ser calculada a partir de la Expresion 4.25, donde Z, . representa el
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numero de contenedores de la solucion final obtenida y n es el nimero de objetos de la

instancia de BPP.

Objetos _Contenedor :ﬁ (4.25)
n

4.3 ETAPA 2. REFINACION DE CARACTERISTICAS

En la etapa anterior se propuso el uso de un conjunto de indices para caracterizacion de
BPP y del comportamiento del algoritmo HGGA-BP. Una vez que dichos indices son
aplicados, es necesario realizar el analisis de cada uno de ellos y de su aportacion en la
medicion de las caracteristicas significativas de los factores que afectan el proceso de
optimizacion. El objetivo de la refinacidon es encontrar un conjunto minimo de indices de
calidad, que describan, correctamente, las caracteristicas del proceso de optimizacion.
Los estudios realizados en esta etapa pretenden: eliminar medidas redundantes; descartar

indices incorrectos y poco relevantes; y validar las métricas propuestas.

En el caso de la caracterizacion del problema, los indices propuestos (ver Seccion 4.2.1)
permiten conocer la estructura de una instancia de BPP, midiendo los siguientes aspectos

(definidos en las Secciones 2.4.1 y 4.2.1):

1. Tamaifio del problema.

Tendencia central de los pesos de los objetos.
Dispersion de los pesos.

Forma de la distribucion de frecuencia de los pesos.

Ubicacion el rango de la distribucion del conjunto de pesos.

A

Diferencias entre valores que ocupan posiciones que dividen el conjunto de pesos
en partes iguales (Posicion).
7. Relaciones entre los pesos de los objetos y el tamafio del contenedor.

8. Multiplicidad de pesos de objetos.
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La Tabla 4.1 detalla los 31 indices que permiten caracterizar estos factores. Cada
instancia debe ser caracterizada en las mismas unidades, para poder realizar futuros
analisis en busqueda de relaciones de desempefio. Debido a lo anterior, en el calculo de
las métricas, los pesos de los objetos fueron tomados como porcentaje de la capacidad

del contenedor.

Tabla 4.1 indices de caracterizacion de BPP.

Medidas Estadistico
Tamano p [Cruz04]
Media_aritmética [Alvarez06]
Media_geométrica [Alvarez06]
Media_armonica [Alvarez06]
Mediana [Alvarez06]
Moda [Alvarez06]
t [Cruz04]
Rango [Alvarez06]
Desviacion_media [Alvarez06]
Varianza [Alvarez06]
Desviacion estandar [Alvarez06]
Dispersion Cuasivarianza [Alvarez06]
Cuasidesviacion_estandar [Alvarez06]
Coeficiente_variacion [Alvarez06]
Error_estandar [Alvarez06]
d [Cruz04]
Asimetria_Pearson [Alvarez06]
Asimetria_Pearson_mediana [Alvarez06]
Asimetria_Pearson_moda [Alvarez06]

Tendencia Central

Forma Asimetria_Bowley [Alvarez06]
Curtosis [Alvarez06]
Uniformidad [Este Trabajo]

., Menor [Este Trabajo]

Ubicacién Mayor [Este Trabajo]
Cuartiles [Alvarez06]

Posicion Deciles [Alvarez06]
Percentiles [Alvarez06]

Relaciones f [Cruz04]

Objetos/Contenedor | b [Cruz04]

Multiplicidad Multiplicidad [Este Trabajo]

Max_Repe [Este Trabajo]

A simple vista, parece ser que algunos aspectos de la estructura del problema (BPP) son
caracterizados mediante una gran cantidad de indices, por lo que es posible que algunos
de ellos sean redundantes o innecesarios. El andlisis exploratorio de las medidas ayuda a

verificar lo anterior.
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En los siguientes parrafos se describen las herramientas que permitieron seleccionar el
conjunto final de métricas de caracterizacion del proceso de optimizacion. El calculo de
la matriz de correlacion, y de otros estadisticos descriptivos, posibilitd la identificacion
de asociaciones existentes entre conjuntos de indices. Asi mismo, el estudio de gréficas,
de dispersion y distribucion, ayudo a descubrir la utilidad y consistencia de cada métrica.
Finalmente, herramientas de analisis multivariado y analisis causal, permitieron validar

el conjunto final de funciones de caracterizacion.

43.1 ESTUDIO DE LA MATRIZ DE CORRELACION

El calculo del coeficiente de correlacion entre cada par de indices, permitié descubrir la
existencia de colinealidad entre ciertas variables. La Tabla 4.2 muestra una parte de la
matriz de correlacion, donde se observa una relacion lineal excesiva entre cinco de los

indices de tendencia central.

Tabla 4.2 Matriz de correlacion de variables de tendencia central.

Med Med Med
Aritmetica | Geometrica| Armonica Mediana t
MedAritmetica 1 0.9996 0.9978 0.9999 1
MedGeometrica 0.9996 1 0.9993 0.9996 0.9996
MedArmonica 0.9978 0.9993 1 0.9980 0.9978
Mediana 0.9999 0.9996 0.9980 1 0.9999
t 1 0.9996 0.9978 0.9999 1

Si la matriz de correlacion tiene colinealidad es posible que los analisis estadisticos
basados en ésta no tengan sentido o el resultado obtenido sea erroneo [Johnson00]. Para
solucionar este problema, se tom¢ la decision de seleccionar una sola variable para
caracterizar el peso promedio de un objeto. La métrica seleccionada fue t, las otras

medidas fueron descartadas.
El andlisis de correlacion mostrd también la presencia de colinealidad en las medidas

que caracterizan la dispersion y la forma. Una vez mas, algunas métricas fueron

descartadas para eliminar la redundancia y la presencia de problemas en analisis futuros.
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La Tabla 4.3 muestra el nuevo conjunto de indices, una vez eliminadas las métricas

redundantes. El conjunto se redujo de 31 a 21 funciones de caracterizacion.

Tabla 4.3 indices de caracterizacion de BPP sin colinealidad.

Medidas Estadistico
Tamafio p [Cruz04]
Moda [Alvarez06]
t [Cruz04]
Rango [Alvarez06]
Coeficiente_variacion [Alvarez06]
Error_estandar [Alvarez06]
d [Cruz04]
Asimetria_Pearson [Alvarez06]
Asimetria_Pearson_moda [Alvarez06]
Forma Asimetria_Bowley [Alvarez06]
Curtosis [Alvarez06]
Uniformidad [Este Trabajo]
Menor [Este Trabajo]

Tendencia Central

Dispersion

Ubicacién Mayor [Este Trabajo]
Cuartiles [Alvarez06]
Posicion Deciles [Alvarez06]
Percentiles [Alvarez06]
Relaciones f [Cruz04]

Objetos/Contenedor | b [Cruz04]
Multiplicidad [Este Trabajo]
Max_Repe [Este Trabajo]

Multiplicidad

432 ANALISIS DE APORTACION Y CONSISTENCIA

Una vez identificado el nuevo conjunto de indices no colineales, es necesario analizar la
contribucion y consistencia de cada indice seleccionado. El objetivo de este estudio, es
identificar y eliminar aquellas métricas que no aporten informacion significativa para la
caracterizacion de la estructura de las instancias de BPP. Indices inconsistentes o
incorrectos s6lo agregan informacion erronea en la descripcion de una instancia y no

permiten discriminar entre instancias de diferente naturaleza.

Después de su andlisis, la métrica moda fue descartada, debido a que no permitia

caracterizar ningun aspecto importante del problema de interés. Para una instancia de
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BPP, la informacion registrada por este indice es engafiosa, pues muchos objetos suelen
repetirse el mismo numero de veces. Lo anterior se debe a que, en la mayoria de las
instancias, los pesos de los objetos siguen una distribucion mas o menos uniforme (ver

Seccion 4.2.1, Figura 4.2 y Figura 4.3).
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0.320949 0.113511
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=0.44195
0.413773

0.317795

t0.221818
0.0326

0.12584

Figura 4.4 Graficas de dispersion para moda, t, d y Asimetria_Pearson en cinco conjuntos de instancias.

La Figura 4.4 muestra dos gréficas de dispersion para funciones de caracterizacion de
tendencia central (moda y t), dispersion (d) y forma (Asimetria_Pearson). Estos indices
fueron aplicados en la caracterizacion de cinco conjuntos de instancias de diferente
estructura (descritas en la Seccion 4.2.1). En la primera grafica, se utiliza el indice moda
como medida de tendencia central del conjunto de pesos de objetos y se puede observar
que la métrica no permite discriminar entre diferentes instancias. En la segunda gréfica
se aprecia claramente la importancia de la informacion proporcionada por los indices t, d

y Asimetria_Pearson.

El analisis exploratorio sugiri6 que las medidas de posicion (cuartiles, deciles y

percentiles), propuestas por Alvarez [Alvarez] para caracterizar la uniformidad de la
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distribucion del conjunto de pesos, tampoco aportaban informacién significativa para la
caracterizacion de la estructura de una instancia de BPP. El estudio combinado, de las
graficas de distribucion de las instancias (ver Seccion 4.2.1) y de los valores mostrados
por estas métricas, mostré6 que los valores de estos indices no correspondian con las

caracteristicas reales de las instancias y que se contradecian unos con otros.

Las Figuras 4.5 y 4.6 muestran, respectivamente, las graficas de distribucion de dos de
las instancias menos uniformes (de los cuatro grupos de instancias objeto de estudio).
Estas instancias pertenecen al conjunto Gau 1, GRUPO-III. Los indices de posicion, no
destacaron estas instancias de entre otras que presentan mayor uniformidad. En la Figura
4.7 se observa la inconsistencia de las medidas, las dos instancias menos uniformes

fueron marcadas, respectivamente, con un diamante y una estrella.
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Figura 4.5 Grafica de distribucion de pesos para la instancia TEST0075.
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Figura 4.6 Grafica de distribucion de pesos para la instancia TEST0068.
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Figura 4.7 Graficas de dispersion para indices de posicion, Rango y Asimetria_Pearson.

La Figura 4.7 permite apreciar la presencia de ciertas contradicciones en los valores de
las métricas. El orden del grado de “uniformidad” asignado a las instancias es diferente
en las tres medidas (un valor mayor en las medidas corresponde con un menor grado de
&

uniformidad.). La informacion proporcionada por estos indices, solo introduciria “ruido’

en la busqueda de explicaciones de desempefio. La Figura 4.8 muestra una grafica de
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dispersion similar, pero ahora se hace uso de la funcion de caracterizacion uniformidad,
propuesta en este trabajo. La figura demuestra el poder discriminatorio y la consistencia

de la métrica propuesta.
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N1w3b3 Morado
Gaul Amarillo

Figura 4.8 Grafica de dispersion para las medidas de uniformidad, Rango y Asimetria_Pearson.

Las conclusiones obtenidas en los estudios anteriores llevaron a descartar las métricas
Asimetria_Pearson_moda y Asimetria_Bowley. Pues se basan, respectivamente, en las
métricas moda y cuartiles, cuya inconsistencia (para la caracterizacion de BPP) fue

demostrada en parrafos anteriores.

Finalmente, la métrica Error_estandar, propuesta por Alvarez [Alvarez06], no tiene
aplicacion en la caracterizacion de la dispersion del conjunto de pesos de una instancia
de BPP. El error estandar es una medida utilizada en muestreo estadistico, para calcular
las desviaciones entre los estadisticos obtenidos de un conjunto de muestras aleatorias de
una poblacion. Por lo que, puede afirmarse que el autor cometid un gran descuido al

proponer este indice de caracterizacion.

El andlisis de las métricas de caracterizacion del comportamiento algoritmico mostrd
que no existian indices incorrectos, redundantes o inconsistentes, pues cada uno captura
aspectos importantes del algoritmo HGGA-BP. Conclusiones similares fueron obtenidas

al analizar las funciones de caracterizacion para el desempefio final.
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4.3.3 VALIDACION DEL CONJUNTO FINAL DE METRICAS

El analisis exploratorio de los indices para BPP evidencio la contribucion e importancia,
de cada uno, en la caracterizacion del problema. Partiendo de un conjunto inicial de 31
indices, 10 fueron descartados debido a su redundancia y otros 7 fueron eliminados por
su inconsistencia o nula aportacion. El conjunto final de métricas de caracterizacion es

mostrado en la Tabla 4.4.

Tabla 4.4 Conjunto final de indices de caracterizacién de BPP.

Medidas Estadistico
Tamaiio p [Cruz04]
Tendencia Central t [Cruz04]
Rango [Alvarez06]

Dispersion Coeficiente_variacion [Alvarez06]
d [Cruz04]
Asimetria_Pearson [Alvarez06]
Forma Curtosis [Alvarez06]

Uniformidad [Este Trabajo]
Menor [Este Trabajo]

Ubicacion Mayor [Este Trabajo]
Relaciones f [Cruz04]
Objetos/Contenedor | b [Cruz04]

Multiplicidad Multiplicidad [Este Trabajo]

Max_Repe [Este Trabajo]

Un Analisis de Componentes Principales ayudo6 a confirmar la importancia y aportacion
del conjunto final de métricas. Este estudio fue realizado sobre las medidas obtenidas al
aplicar las métricas a seis conjuntos de instancias de BPP (t501, u500, DS3, N3clwl,
Hard28 y Was 1). Las variables fueron agrupadas seglin tres componentes principales,
que explican el 89.87% de la variabilidad total de los datos, cada componente captura un

aspecto importante de la estructura de una instancia del problema.

El primer componente (Variabilidad), mide la variabilidad en los pesos de los objetos y
agrupa las medidas de tendencia central, dispersion y ubicacion. El segundo (Forma),
mide la forma de la distribucion de los pesos, agrupando medidas de forma, ubicacion y
tamafio del problema. El ultimo componente (Multiplicidad), mide las frecuencias de

aparicion de los pesos de los objetos.
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Los componentes principales permitieron graficar las caracteristicas de los seis grupos
de instancias, en la grafica obtenida (Figura 4.9) es posible distinguir, claramente, entre

los seis tipos de instancias analizadas.

Multiplicidad
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1.52 Instancias  Color
-0.26 t501 Rosa
-2.04 u500 Azul

5.26 DS3 Verde

2. N3clwl Morado

-2.29 Hard28 Café
ke Was 1 Amarillo

Figura 4.9 Grafica de dispersion para los tres primeros componentes principales del conjunto de métricas.

El analisis de las gréficas de distribucion de frecuencia de pesos (definidas en la Seccion
4.2.1) comprobo la exactitud de la discriminacidn, pues las similitudes y diferencias
entre las caracteristicas de las instancias pertenecientes a los seis conjuntos coincidieron
con lo obtenido. Por ejemplo, la Figura 4.10, incluye dos graficas representativas de la
distribucion de frecuencias de pesos en los conjuntos de instancias Was 1 y DS3. En esta
figura puede observarse que, efectivamente, la forma de la distribucion en este par de
instancias es muy parecida y la diferencia entre ellas radica en el rango de valores de sus

pesos y en el nimero de veces que un peso puede repetirse.

Was 1, ¢ = 1000, n=100 DS3, ¢ = 100000, n =200

—

Hur. do Ohjstos
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Figura 4.10 Graficas de distribucion de frecuencias de pesos para instancias Was 1 y DS3.
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Por ultimo, un anélisis causal de las calificaciones de los componentes principales y de
tres métricas de caracterizacion de desempefio (descritas en la Seccion 4.2.3), confirmo
que el conjunto final de indices permite describir factores que impactan el desempefio
algoritmico. La Figura 4.11 muestra el grafo causal obtenido del andlisis de los tres
componentes (Variabilidad, Forma y Multiplicidad) y tres medidas de desempefio final,

Prom MejorF,,,, Radio_tedrico y Generacion, en los seis conjuntos de instancias (ver

Figura 4.9).

Forma =—| Prom_MejorF

/

Variabilidad —— ™ Radio_tedrico

Multiplicidad = Generacion

Figura 4.11 Relaciones causales entre las caracteristicas del problema y desempefio de HGGA-BP.

Para los seis conjuntos de instancias analizados (t501, u500, DS3, N3clwl, Hard28 y
Was 1), el analisis causal sugirié que la calidad de la soluciones obtenidas por el
algoritmo (Radio_tedrico) y la generacion promedio en que la mejor solucion es
encontrada (Generacion) dependen de la variabilidad y la multiplicidad de los conjunto
de pesos de las instancias. Asi mismo, la aptitud promedio de la mejor solucion
(Promedio_MejorF) parece estar relacionada con la forma y la variabilidad de la
distribucion de los pesos. Los resultados obtenidos mostraron la validez de las métricas

de caracterizacion de BPP seleccionadas.

En el caso de los indices de caracterizacion del problema, una vez mas, el analisis de
componentes principales (PCA), comprob¢ la exactitud discriminatoria de las métricas.
La Figura 4.12 muestra la gréafica de las calificaciones de los componentes, obtenidos al
analizar las mediciones del comportamiento algoritmico al resolver cuatro conjuntos de
instancias. Las instancias marcadas con una cruz son aquellas para las que el algoritmo

no logra obtener la solucion 6ptima.
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Figura 4.12 Grafica de dispersion de los tres primeros componentes principales del conjunto de métricas.

Para este grupo de instancias (t501, u500, DS3 y N4w2b1), el PCA agrup6 las métricas
segun tres componentes principales, que permiten explicar el 95% de la variabilidad
total de los datos. El primero (V_Poblacion), mide la variabilidad en la superficie de
aptitudes de los individuos (soluciones de BPP) que conforman la poblacion y agrupa
indices de caracterizacion de calidad y superficie de aptitudes. El segundo (V_Mejor),
describe la variabilidad en las aptitudes de los mejores individuos de cada generacion e
incluye métricas de calidad de la poblacion, asi como de correlaciones y desviaciones
existentes entre las mejores soluciones. El ultimo componente (Nuevos), cuantifica el
promedio de individuos que son aceptados en cada generacion y agrupa las métricas del

proceso de generacion de algoritmos.

En la Figura 4.12 también se observa que hay algunas instancias para las que el valor del
componente Nuevos es muy bajo. Esto ocurre porque el algoritmo encuentra la solucion
Optima de estas instancias en generaciones tempranas, terminando el proceso evolutivo

cuando muy pocos individuos han sido creados.
El anélisis causal de las calificaciones de los componentes principales, para el conjunto

total de instancias, permitié6 comprobar que las métricas propuestas caracterizan factores

del comportamiento algoritmico impactan el desempeio final. La Figura 4.13 muestra el
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modelo causal obtenido en el estudio. En la figura se observa que el componente Nuevos
(destacado en color amarillo), parece no tener relacion con el desempeiio final, sin
embrago, este hecho puede deberse, mas que a un error en el célculo de la métrica, a una
inconsistencia en el algoritmo. La conjetura anterior sera demostrada al analizar las

relaciones que describen el proceso de optimizacion.

¥V _Poblacion ———®=— Radio_tedrico

Nuevos Generacion

V_Mejor = promBestZ

Figura 4.13 Relaciones causales entre el comportamiento y desempefio de HGGA-BP.

44 ETAPA 3. ESTUDIO FORMAL DE RELACIONES

En esta ultima etapa, el conjunto final de indices de caracterizacion es estudiado, con la
finalidad de descubrir relaciones de desempefio que detallen la estructura del proceso de
optimizacion. El objetivo principal de este estudio es adquirir conocimiento que permita
explicar el desempefio del algoritmo. Las relaciones entre los indices son estudiadas

mediante métodos multivariados, graficos, estadisticos y de inferencia causal.

Para poder explicar el desempeiio del algoritmo metaheuristico HGGA-BP es necesario
analizar las relaciones existentes entre los indices de caracterizacion que definen la
estructura de las instancias de BPP, las funciones de caracterizacion que describen el
comportamiento mostrado por el algoritmo y las métricas que cuantifican el desempefio
final alcanzado. Las relaciones son obtenidas estudiando la matriz de correlacion, asi
como graficas de dispersion y de visualizacion de conjuntos de variables. Inicialmente
los analisis fueron realizados sobre el conjunto total de instancias (1,668 casos definidos
en la Seccidon 4.2.1), para obtener informacion general de las relaciones de desempefio

que definen el comportamiento del algoritmo HGGA-BP.
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El andlisis de la matriz de correlacion mostrd que, principalmente, cuatro métricas de
caracterizacion del problema se encuentran asociadas con el indice Funcion de Auto-

correlacion (p,), que describe la asociacion entre el conjunto de mejores soluciones

generadas en el proceso evolutivo del algoritmo. Estos indices son: t, d, Rango y Mayor.
La correlacion existente entre cada indice es mostrada en la Tabla 4.5. En la Figura 4.14
se incluyen las graficas de dispersion entre cada par de variables, asi como el radio
teorico de las soluciones finales del algoritmo. En cada grafica se aprecia la forma en
que cada caracteristica del problema parece afectar en la trayectoria generada por las

mejores soluciones del algoritmo.

Tabla 4.5 Correlacion entre p, y cuatro indices de caracterizacion de BPP.

Meétricas Correlacion
P, t 0.53043
P, D 0.46751
P, Rango 0.46663
P, Mayor 0.52167
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Figura 4.14 Graficas de dispersion de indices de BPP y de comportamiento de HGGA-BP.
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Las relaciones obtenidas muestran que, las asociaciones que puedan existir entre las
mejores soluciones generadas por el algoritmo son causadas por la tendencia central y la
variabilidad del conjunto de pesos de objetos, y que el tamafio de los objetos tiene un
impacto importante en el comportamiento algoritmico. Del andlisis de las graficas se

puede concluir que:

— Las instancias con objetos mas grandes (un valor de t alto), parecen ser las mas
faciles para el algoritmo y, para este tipo de instancias, la correlacion entre el

conjunto de soluciones generadas por el algoritmo es alta.

— Las instancias con objetos mas pequefios (un valor de t bajo), parecen ser faciles,
aunque hay algunas instancias para las que el algoritmo no logra encontrar la
solucion optima. En este tipo de instancias, en la mayoria de los casos, el optimo
es encontrado cuando las mejores soluciones generadas por el algoritmo no estan

muy asociadas entre si.

— Las instancias con objetos medianos (t ~ 0.4 ), son mas dificiles. para este tipo de
instancias, el desempeiio del algoritmo parece ser pobre cuando la correlacion

entre las mejores soluciones es alta.

— Una mayor variabilidad en los pesos de los objetos (valores de d y Rango altos)
parece beneficiar el desempeio del algoritmo y la correlacion existente entre las

mejores soluciones no parece impactar, en este caso, la solucion obtenida.

— Las instancias con menor variabilidad (valores de d y Rango bajos) son mas
dificiles. El algoritmo obtiene buenas soluciones cuando la correlacion entre las

mejores soluciones es baja.
Los resultados obtenidos parecen revelar que para las instancias con tamafios de pesos

medianos el algoritmo no alcanza buenos resultados cuando las mejores soluciones se

encuentran muy asociadas entre si, lo que indica que, posiblemente, el algoritmo se
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estanca en optimos locales. El mismo comportamiento ocurre con algunas instancias que
incluyen objetos pequefios. En ambos casos, las relaciones entre el mal desempeio y el
mayor grado de asociacion entre las mejores soluciones parecen acentuarse cuando la

variabilidad en los pesos de los objetos es mediana y baja.
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Figura 4.15 Graficas de dispersion de indices de BPP y de comportamiento de HGGA-BP.

Por su parte, las desviaciones existentes entre las aptitudes de las mejores soluciones
generadas por el algoritmo durante el proceso de solucidn, caracterizadas por el indice
Desv_Mejor también estan relacionadas con indices de tendencia central y dispersion.
Las medidas que tienen mayor impacto sobre el rango de variacion de las mejores
soluciones son: t, d, Rango, Coeficiente_variacién, Mayor y b. En la Tabla 4.6 se

muestra el grado de relacion lineal existente entre cada par de variables.
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Tabla 4.6 Correlacion entre Desv_Mejor y seis indices de caracterizacion de BPP.

Métricas Correlacion
Desv_Mejor |t -0.60287
Desv_Mejor | d -0.60631
Desv_Mejor | Rango -0.60579
Desv_Mejor | Coeficiente_variacion -0.54876
Desv_Mejor | Mayor -0.63186
Desv_Mejor | b 0.57900

En la Figura 4.15 se puede apreciar la forma de cada relacion entre la estructura de las
instancias de BPP y la variabilidad en las mejores soluciones. Las conclusiones que

pueden obtenerse de las relaciones son:

— Una vez mas, puede observarse que los problemas mas faciles son los que
presentan instancias con objetos mds grandes y una mayor variabilidad en los

pesos de los objetos.

— Las instancias dificiles son solucionadas, cuando la variabilidad entre las mejores
soluciones generadas es mayor, lo que indica que se exploraron mas zonas del

espacio de busqueda.

— Mientras més grande es el problema, en relacion al tamafio del contenedor (esto
implica que los objetos son grandes y/o que son muchos), la instancia es mas
facil, pues el espacio de soluciones es mas pequeiio y plano. La variabilidad en
las mejores soluciones es baja pues no existen tantas “buenas” combinaciones

para objetos grandes.

El estudio de las relaciones entre estos indices permitié comprobar que en las instancias
“dificiles” que no pudieron ser solucionadas (objetos con tamafios medianos y pequefios)
el algoritmo parece atorarse en una zona del espacio de busqueda. Lo anterior, sugiere
que las estrategias incluidas en el algoritmo para generar y modificar soluciones, no
permiten, en la solucion de instancias “dificiles”, explorar y/o explotar diferentes zonas

del espacio de busqueda para salir de areas con 6ptimos locales.

80



Capitulo 4. Metodologia para el Andlisis Experimental de Algoritmos

0.6958
radioTeorico ::--

Tmn m””/( l‘lll‘ 7; e

1.074074 B g 0.482737

1.037037 . \JM e

l I”/HI
1
0.033648 0.269874

0.022432
Desvaptltudo 011216

7 0.322043 ' 0.994
radioTeorico radioTeor ico J[Lw '
[ISERERRI 1.111111
1.074074 e e T : 0.2184 1.074074 . ) R~¢ 7 0.676
1.037037 3 1.037037 “"lﬂ} Il ‘IHW J/\_ﬁ i
1 d Rango
T W iﬁl 0.114756 0.033543 =~ .35
0.022432 o.0z2432 =l
B 0.011216
Desv_Aptitud - 011216 : Desv_Aptitud
AP g 0-011113 o 0.04
0.992737 X o 1
radioTeor ico R . ] <
radioTeor ico -
[IREERRE] | T [ g, ﬁm“l”
1.074074 Pt U _. 0.685056 1.074074 i | ||| 0.71
1.037037 n 1 | I coef_wariacion 1.037037 ‘ s Mayor
. AL ] i 1 S Ty
0.033648 0.379376 0.033648 ‘“\Hmm/ E 0.42
0.022432 0.022432 I 1 :
DESV_AIJtitUdo'MIzIE 0.072695 Desv_Aptitudu'c'”zm 0.13

Figura 4.16 Graficas de dispersion de indices de BPP y de comportamiento de HGGA-BP.

El analisis del indice de variabilidad de la poblacion Desv_Aptitud, confirma que existen
ciertas inconsistencias en el comportamiento del algoritmo HGGA-BP que revelan la
falta de exploracion del espacio de busqueda. El promedio de variabilidad en la aptitud
de los individuos de la poblacién también depende de la tendencia central y variabilidad
en los pesos de los objetos. Esta medida es impactada, principalmente, por los valores de
t, d, Rango, Coeficiente_variacion y Mayor. La Tabla 4.6 y la Figura 4.16 detallan la

intensidad y la forma de cada relacion.

En la Figura 4.16, se confirma que, para el metaheuristico estudiado, las instancias con

objetos grandes son las mas faciles. También, vuelve a observarse que, en algunos casos,
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la diversificacion del conjunto de soluciones que conforman la poblacion, ayuda al
algoritmo a encontrar mejores soluciones. Las graficas permiten identificar un detalle
muy importante del comportamiento algoritmico: Para las instancias “dificiles”, un
mayor grado de variabilidad en la aptitud de los individuos que conforman la poblacion
no parece ayudar a obtener la solucién dptima. La observacion anterior puede ser clave

en la identificacion de areas de mejora en la estructura del algoritmo.

Tabla 4.6 Correlacion entre Desv_Aptitud y cinco indices de caracterizacion de BPP.

Métricas Correlacion
Desv_Aptitud | T -0.51759
Desv_Aptitud | d -0.59671
Desv_Aptitud | Rango -0.59886
Desv_Aptitud | Coeficiente_variacion -0.53074
Desv_Aptitud | Mayor -0.56648
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Figura 4.17 Graficas de dispersion de indices de BPP y de comportamiento de HGGA-BP.
En la Figura 4.17 se muestran las graficas de dispersion para los indices Desv_Aptitud, t

y d, destacando los diferentes conjuntos de instancias. En ella puede observarse que los

conjuntos de instancias que presentan mayor grado de dificultad para el algoritmo son
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las T, las H28 y las 53NIRUP. Los demds conjuntos incluyen también algunas instancias
que no pudieron ser resueltas. La complejidad de estas instancias parece ser causada por
la forma de la distribucion de las frecuencias de los pesos de los objetos, asi como por la
multiplicidad y tamafio del problema. Lo anterior fue comprobado al realizar un analisis

interno de las relaciones en cada conjunto de instancias.

Para instancias uniformes y con tamafnios de objetos medianos (U, ¢3w2 y c3w4), con
peso mayor cercano al 70% de la capacidad del contenedor (Mayor ~0.7 y t=0.4), el
aumento del nimero de objetos (p) y la multiplicidad causa: 1) que la correlacion del
conjunto de mejores soluciones generadas por el algoritmo ( p,) aumente; 2) que la

variabilidad en las aptitudes de las mejores soluciones (indice Desv_Mejor) disminuya; y

3) que la variabilidad en las aptitudes de la poblacion (Desv_Aptitud) disminuya.

Para instancias tripletas (en promedio tres objetos llenan el contenedor), con tamafos
medianos con peso promedio t = 0.33 (T, wibl y wlb2), el desempeiio del algoritmo es
afectado por el tamafio del problema, la multiplicidad y la forma de la distribucion de las
frecuencias de los pesos de los objetos. Un aumento en el tamafio del problema (p)
causa: 1) un aumento en p,; 2) una disminucion en Desv_Mejor; y 3) un aumento en
Desv_Aptitud. Por su parte, una menor uniformidad en los pesos de los objetos causa 1)
que grado de correlacién p, aumente; 2) que Desv_Mejor sea menor; y 3) que el valor

de Desv_Aptitud aumente. Un aumento en la asimetria de la distribucion de pesos (sesgo
positivo indica que existen mas objetos por debajo de la media, lo que caracteriza a las

instancias del grupo T), causa: 1) que p, aumente; 2) que Desv_Mejor disminuya; y 3)

que Desv_Aptitud aumente.

Para instancias uniformes y con objetos de pesos pequefios (w2bl, w2b2, w3bl, w3b2,
w3b3, wabl, w4b2, DS3, Was 1 y Was 2), con tendencia central t < 0.3, la correlacion
entre las mejores soluciones no parece ser afectada por ninguna otra caracteristica del

problema. Para este tipo de instancias, las caracteristicas que tienen mayor impacto en el

83



Capitulo 4. Metodologia para el Andlisis Experimental de Algoritmos

comportamiento algoritmico parecen ser el tamano del problema (p) y la multiplicidad,

un aumento en sus medidas ocasiona 1) que la desviacion entre los valores de las

mejores soluciones disminuya; y 3) que la variabilidad en las aptitudes de la poblacion

disminuya.

La Figura 4.18, muestra graficas de dispersion que ilustran el comportamiento mostrado

por el algoritmo con cada tipo de instancias. Una vez mads, se confirm6 que para las

instancias que no pueden ser resueltas, el algoritmo parece estancarse en ciertas zonas

del espacio de busqueda. En la figura, las instancias para las que se encontr6 el 6ptimo

se marcaron en color azul y las més “dificiles” estan marcadas con color negro.
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Figura 4.18 Graficas de dispersion de indices de BPP y de comportamiento de HGGA-BP.
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En la Seccion 4.3.3 se mostrd un diagrama causal en el que parecia que el numero de
individuos Nuevos que el algoritmo HGGA-BP agrega a la poblacion en cada generacion
no tenia ninguna relacioén con el desempefio algoritmico. Lo anterior se pudo comprobar
al analizar los valores de las métricas Nuevos, Buenos y Malos en la solucion de
instancias de diferentes caracteristicas. La Figura 4.19 muestra una grafica donde se
observa el comportamiento del algoritmo en cada generacion. Este comportamiento se

presenta, en general, para todas las instancias de prueba.

it ] T T T T

Huevos
Buenos
Halos

a8 | 1

38 - b

28 b

Figura 4.19 Individuos nuevos, agregados a la poblacion en cada generacion por HGGA-BP.

En la Figura 4.19 se observa que, la primera generacion (donde se crea la poblacion
inicial) es la tinica en que se agrega diversificacion a la poblacion. En las generaciones
posteriores, de los pocos individuos que son aceptados, la mayoria son considerados
Malos pues su aptitud es peor que la de los individuos que sustituyen. Por lo que se
puede concluir que los métodos de generacion de individuos no parecen crear individuos
con aptitudes variadas, que lleven al algoritmo a explorar diversas regiones del espacio
de busqueda. Los pocos individuos que se aceptan en cada iteracion cayeron en el 5% de

probabilidad de ser aceptados sin tomar en cuenta su aptitud (ver Algoritmo 4.1).
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El estudio de las relaciones entre los indices de caracterizacion demostré que las
caracteristicas que impactan en mayor grado la dificultad de una instancia de BPP son la
tendencia central y la variabilidad de los pesos de los objetos. Para las instancias que
presentan valores parecidos de estas medidas, son la forma la multiplicidad del conjunto
de pesos los que definen la complejidad. El analisis del comportamiento algoritmico
evidencid que las estrategias incluidas en el algoritmo HGGA-BP, aunque presentan
muy buenos resultados para algunas instancias (aquellas con objetos grandes) no parecen
ser las adecuadas para tratar instancias con objetos medianos y pequeios. Para las
instancias “dificiles”, las estrategias de generacion de individuos no parecen agregar
diversidad en los individuos de la poblacién y los operadores genéticos de cruza y muta

no conducen al algoritmo a nuevas regiones.

La Figura 4.30 muestra el modelo obtenido al realizar el analisis causal del proceso de
optimizacion del algoritmo HGGA-BP. El andlisis fue realizado sobre las calificaciones
de los componentes principales para el problema y el comportamiento algoritmico (ver

Seccion 4.3.3) y los indices del desempefio final.

V_Poblacion -4— Forma Multiplicidad Var_Peso —P— Y Mejor
Y Y
Prom_MejorF Tiempo Generacion Desy 7 Radio_tedrico

Figura 4.20 Diagrama causal del proceso de optimizacion de BPP con el algoritmo HGGA-BP.
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Capitulo 5

REDISENO DEL ALGORITMO HGGA-BP

En este capitulo, el conocimiento obtenido del analisis experimental del proceso de
optimizacion del algoritmo HGGA-BP es utilizado para incrementar su efectividad. Las
principales estrategias del metaheuristico son examinadas, identificando areas de mejora.
La estructura del algoritmo es redisefiada, obteniendo como producto final una nueva
version del algoritmo que muestra una contundente mejora en el desempefio, superando
la version anterior. Los resultados obtenidos muestran la validez y aplicabilidad de la

metodologia para el analisis experimental de algoritmos propuesta en este trabajo.

5.1 ESTRUCTURA Y DESEMPENO ORIGINAL DEL ALGORITMO

El algoritmo original fue desarrollado en lenguaje C y todos los cambios fueron hechos
en este mismo lenguaje. Las experimentaciones fueron realizadas en una computadora
personal con procesador Pentium D a 3 Ghz y 2GB de RAM. En cada experimento se
realizaron 30 corridas del algoritmo, los valores reportados como soluciones finales son

los promedios de las 30 soluciones generadas para cada instancia.
Las estrategias y parametros iniciales, utilizados en el algoritmo HGGA-BP [Nieto07],

asi como el desempefio mostrado se presentan a continuacion. Los mejores resultados

obtenidos por el autor son mostrados en la tabla 5.1.
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Tabla 5.1 Resultados experimentales para el algoritmo HGGA-BP.

Instancias No. _ Ir]sta_ncias Generaci_én
Instancias Optimas Promedio
Data Set 1 720 690 45
DataSet2 | 480 452 12
DataSet3 | 10 8 838
T 80 0 69
u 80 53 48
Gaul | 17 9 53
Wasl | 100 99 7
Was 2 100 99 29
Hard28 | 28 .0 92
S3NIRUP | 53. 5 8
Total 1668 | 1415 53

Dichos resultados son obtenidos con la configuracion siguiente (las heuristicas para BPP

y la descripcion general del algoritmo fueron presentados en las Secciones 2.3.1 y 4.2.2):

— El tamafio de la poblacion es de 50 individuos.
— Antes de iniciar el proceso evolutivo se generan tres soluciones deterministas con
las heuristicas FFD, LB+BFD y LB+B3FD. En caso de encontrar la solucion con

numero de contenedores igual al optimo teorico ( L, ) el algoritmo termina.

— Si es necesario entrar al proceso evolutivo el resto de la poblacion se compone
de: un individuo generado con LB+B3F_Aleatorio y 46 individuos generados con
LB+BF_Aleatorio.

— Conservar individuos de la generacion previa si son mejores con respecto a los
nuevos individuos, tomando una probabilidad del 95% de aceptar dicha
condicion.

— Cruzar 30% de los individuos de la poblacion.

— Mutar el 50% de los individuos de la poblacion.

— Como criterio de paro: una solucién con L, contenedores 6 100 generaciones.

En el capitulo anterior se mostr6d que esta configuracion y estructura no parecen ser las

mas adecuadas para solucionar problemas de BPP con objetos medianos y pequefios.
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5.2 REDISENO DE LA ESTRUCTURA DEL ALGORITMO

En el capitulo anterior, las relaciones de desempeiio obtenidas del anélisis experimental
del algoritmo HGGA-BP evidenciaron que las estrategias incluidas, para creacion de
soluciones y exploracion del espacio de busqueda, presentaban ciertas inconsistencias
(ver Seccion 4.4). En esta seccion se muestran las conclusiones obtenidas del analisis de
las principales estrategias que definen la estructura y comportamiento del algoritmo y se
presenta el redisefio de los procedimientos que tienen mayor impacto en el proceso de

optimizacion.

5.2.1 GENERACION DE INDIVIDUOS Y CRITERIO DE PARO

Los métodos construccion de individuos de HGGA-BP (detallados en la Seccion 4.2.2)
consisten en calcular el tamafio inicial de la solucion (LB =L, ), acomodar los LB objetos

mas pesados en diferentes contendores y almacenar el resto de los objetos con las

heuristicas BF y DB3 (descritas en la Seccion 2.2.1).

Al analizar el comportamiento del algoritmo, asi como la aportacion de los métodos para
generacion de individuos se observo que los dos métodos utilizados para generar
individuos (LB+BF_Aleatorio y LB+B3F Aleatorio) limitaban el espacio de soluciones
a cierta zona, al establecer desde el principio que algunos objetos (LB = L, ) debian estar
en contenedores separados. Aunque en la mayoria de los casos los operadores evolutivos
de cruzamiento y mutacion permitian explorar otras zonas del espacio de busqueda, para

las instancias que resultaron “dificiles” no era posible encontrar la solucion dptima.

Las caracteristicas de las instancias “dificiles” (objetos medianos y pequefios) revelaron

que en muchas de ellas, separar los L, objetos mas “grandes” es contraproducente, dado

que los tamafios de sus objetos eran en realidad “pequefios” en relacion a la capacidad

del contenedor y algunos objetos podrian estar mezclados entre si en la solucion 6ptima.
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Para identificar las mejores estrategias de generacion de individuos se hizo un estudio de
técnicas de acomodo de objetos propuestas en la literatura (Seccion 2.3.1). El analisis de
las principales heuristicas para BPP culminé con la generacion de una nueva métrica que
ayuda a cuantificar que tan complicada es una instancia del problema para una estrategia
heuristica. Dicha métrica es calculada tomando el porcentaje del nimero de veces que se
obtuvo la solucioén optima al resolver permutaciones aleatorias del conjunto de pesos de

la instancia de interés. Los cambios realizados en el algoritmo fueron los siguientes:

1. EI valor del limite inicial de contenedores para los métodos de generacion de

individuos aleatorios LB, anteriormente LB =L, fue cambiado por el valor de

un nuevo limite, LB = LM, que es igual al nimero de objetos de tamafio mayor
que la mitad de la capacidad del contenedor. LM representa los objetos realmente

grandes y que no podrian combinarse entre si.

2. La poblacion inicial incluird dos tipos de individuos, deterministas y aleatorios.
La parte determinista incluye: 1 individuo creado con FFD, 1 individuo creado
con BFD, 1 individuo creado con WFD, 1 individuo creado con B3FD, 1
individuo creado con LB+FFD, 1 individuo creado con LB+BFD y 1 individuo
creado LB+WFD. La poblacién aleatoria se compone de: 1 individuo creado con
LB+B3F Aleatorio, 2/5 creados con LB+FF Aleatorio, 2/5 creados con
LB+BF _Aleatorio y 1/5 creado con LB+WF_Aleatorio.

3. El tamafio de la poblacion se incrementd, con el objetivo de incluir una mayor

variedad de grupo de objetos, ahora la poblacion consta de 150 individuos.

4. el criterio de paro ahora utiliza el limite L, que es més exacto que el limite L, .

5.2.2 SUSTITUCION Y CONSERVACION DE INDIVIDUOS

En el algoritmo original, en cada generacion se construyen tantos individuos como el

tamafo de la poblacion y estos individuos tienen dos posibilidades de ser aceptados y
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formar parte de la poblacion, una es que su aptitud sea mejor que la del individuo que
ocupa esa posicion y otra es que un el valor de un nimero aleatorio U[0,1] sea mayor

que 0.95.

El analisis del comportamiento algoritmico reveld que la generacion de individuos en
cada generacion era un trabajo adicional que aportaba muy poca ganancia a la calidad de
las soluciones y desempeio del algoritmo. De los nuevos individuos creados en cada
generacion, en promedio, menos del 5% eran incluidos en la poblacion, significando el

resto de los individuos generados una pérdida de tiempo.

Por otra parte, el estudio de las relaciones entre las aptitudes de los individuos de la
poblaciéon en cada generacion mostré que después de las primeras 5 generaciones
comenzaba a haber muchas repeticiones de individuos en la poblacion, lo cuél conducia

al algoritmo a estancarse en 6ptimos locales.

Los cambios propuestos fueron:

1. La poblacion solo sera creada en la primera generacion, los tnicos cambios que
pueden ocurrir en ella en generaciones subsecuentes seran debido a los

operadores de cruzamiento y mutacion.

2. Al final de cada generacion, los individuos repetidos seran sustituidos por nuevos
individuos, generados uno con el método LB+B3F_Aleatorio y el resto con la

estrategia LB+FF_Aleatorio .

5.23 REACOMODO DE OBJETOS LIBRES

En el proceso de solucion de HGGA-BP, las estrategias de cruzamiento y mutacion
generan y modifican individuos, durante este proceso algunos contenedores son vaciados

y existen objetos libres que necesitan ser reinsertados en la solucion. En el cruzamiento
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por agrupacion los objetos libres son reacomodados con la estrategia determinista BFD.
En la mutacioén por agrupacion también se utiliza este método, sin embrago, antes de
llamarlo, se intenta mejorar el llenado de los contenedores que ya pertenecen a la
solucion. Lo anterior se realiza recorriendo los contenedores, y para cada contenedor, se
intenta sustituir, cada uno de los objetos contenidos en €I, por un objeto libre de mayor
tamafo, esto cuidando de no sobrepasar la capacidad del contenedor. Para los objetos

libres que no pudieron ser reacomodados se utiliza la estrategia FFD.

En este trabajo se propone agregar un nuevo procedimiento de acomodo. La estrategia

propuesta ha sido llamada Reacomodo_por_Pares y consiste principalmente en:

1. Generar una permutacion aleatoria del orden de los contenedores
2. Recorren por pares todos los objetos de cada contenedor intentando:
1. Sustituir el par de objetos del contenedor por un objeto libre de peso
igual o mayor que no sobrepase la capacidad del contenedor.
2. Sustituir el par de objetos del contenedor por un par de objetos

diferentes que sumen lo mismo o que llenen mas el contenedor.

5.24 CRUZAMIENTO

El algoritmo GGA-BP incluye el cruzamiento por agrupacion propuesto por Falkenauer
[Falkenauer92]. Cruzar individuos implica que contenedores sean heredados de padres a
hijos. Aquellos contenedores que sobreviven el proceso evolutivo se caracterizan por ser
dominantes sobre otros. En esta técnica, se crean, de manera aleatoria, dos puntos de
corte en cada individuo a cruzar, que dividen cada solucién en tres segmentos. El nuevo
individuo (hijo) esta formado el ler segmento de contenedores del primer padre, el 2do
segmento de contenedores del segundo padre y el resto de contenedores del primer
padre, eliminandose contenedores con objetos duplicados y reacomodando los objetos

libres con FFD.
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El analisis del comportamiento algoritmico mostré que aumentando el porcentaje de
individuos a cruzar el algoritmo converge a mejores resultados, sin significar este
aumento un incremento en el tiempo de ejecucion, debido a que en muchos de los casos,
los resultados optimos son encontrados en generaciones tempranas. Debido alo anterior

el porcentaje de individuos de la poblacion a cruzar fue incrementado a 50%.

Asi mismo se incluyé un nuevo método de cruzamiento para explotacion de buenas
soluciones. En esta nueva estrategia, los individuos a cruzar son seleccionados de
manera aleatoria tomando en cuenta solo soluciones de calidad (la mejor mitad de la
poblacion) y los objetos libres son reacomodados utilizando el esquema propuesto en
este trabajo Reacomodo_por_Pares. El nuevo cruzamiento es aplicado para generar 10

nuevos individuos en cada generacion.

525 MUTACION

El operador de mutacion por agrupacion del algoritmo HGGA-BP original, elimina un
porcentaje de los contenedores menos llenos y utiliza una estrategia ambiciosa de
reacomodo que intercambia objetos libres por objetos de cada contendor. Antes de entrar
a este método, los individuos son ordenados segun aptitud. Los individuos que mutan
son los que poseen la menor aptitud (peores soluciones). Para cada individuo a mutar, el
numero de contenedores a vaciar (para volver a acomodar sus objetos) es igual al 10%

del total de los contenedores de la solucion.

Al analizar las soluciones creadas por el algoritmo se observd que el porcentaje de
contenedores a vaciar (originalmente 10% del nimero de contenedores de la solucion)
deberia depender del numero de contenedores libres. Esto se concluy6 al observar que
para algunas soluciones, vaciar s6lo el 10% de los contenedores de la solucion era muy
poco, ya que muchos contendores estaban incompletos, mientras que para otros, era una

gran cantidad, pues siempre se vaciaban contenedores que ya estaban completos.
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Capitulo 5.Redisefio del Algoritmo HGGA-BP

El estudio formal de las relaciones entre los factores que afectan el proceso de
optimizacion, mostro que mutar soluciones malas no es suficiente para obtener buenas
soluciones, por lo que se decididé que individuos buenos también debian ser mutados,
para dichos individuos se cre6 un nuevo método. La mutacion para individuos con
buenas aptitudes consiste principalmente en: elegir el porcentaje de contenedores a
vaciar de acuerdo con el tamafio de la solucién y el numero de contenedores y

reacomodar los objetos libres con estrategia Reacomodo_por_Pares.

5.3 RESULTADOS FINALES

La aplicacion del conocimiento obtenido en el analisis de las caracteristicas del proceso
de optimizacion de BPP mediante el algoritmo GGA-BP, permitio obtener una
contundente mejora en el desempefio del algoritmo. Los resultados finales son
mostrados en la Tabla 5.2, donde se incluyen el nimero de 6ptimos, tiempo promedio
(en segundos) y generaciones que el algoritmo iterd. Se presenta, ademas, el numero de
optimos obtenidos por el algoritmo HI-BP [Alvim04], que es en la actualidad el mejor

algoritmo del estado del arte.

Tabla 5.2 Resultados mejorados para el algoritmo GGA-BP.

. No. HGGA-BP Original HGGA-BP Mejorado
Instancias : HI-BP | p —
Instancias Optimos | Tiempo Gen Optimos | Tiempo Gen
Data Set 1 720 720 690 475 45 | 718 1 472 19
..... Data Set 2 480 480 452 164 12 480 6
Data Set 3 10 10 8 9.33 88 9 77
IIIIIIIIIIIII T 80 80 0 155 69 72 56
_____________ u._ 80 80 53 1 1436 48 I 13
_____ GAUL 17 12 9 LIS 33 I S 42
_____ WAEL 100 100 9 62 7 ] 100 3
_____ WAE?2 100 100 9 b4 29 | 100 27
_____ Hard28 28 5 0 460 9 | 6 91
NIRUP 53 3 5 705 83 3 82
Total 1668 1590 1415 5.19 53 1582 42
Efectividad 0.953 | 0.848 0.948
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Capitulo 6

CONCLUSIONES Y TRABAJO FUTURO

En este capitulo se presentan conclusiones y resultados finales obtenidos en este trabajo

y se dan sugerencias para el desarrollo de trabajos futuros.

6.1 CONCLUSIONES

Entre las principales aportaciones de este trabajo se encuentran:

1. El desarrollo de una metodologia experimental para el analisis de desempefio
de algoritmos metaheuristicos que permite comprender el comportamiento del
algoritmo y mejorar su desempeio.

2. Se analiz6 y propuso un conjunto de indices de caracterizacion para el problema
de empacado de objetos en contenedores.

3. Se mejord el desempetio del algoritmo HGGA-BP, mejorando su efectividad de
un 84.83% a un 94.84% para el conjunto de 1668 instancias de prueba.

4. La nueva version del algoritmo HGGA-BP permite solucionar instancias que el

mejor algoritmo del estado del arte, HI-BP, no logra solucionar.

Los resultados obtenidos por la nueva version del algoritmo muestran la validez y

aplicabilidad de la metodologia propuesta.
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6.2 TRABAJO FUTURO

Para dar continuidad al trabajo de investigacion presentado se proponen los siguientes

trabajos:

a. Ampliar el conocimiento obtenido sobre la complejidad de las instancias de
BPP al analizar el comportamiento de otros algoritmos y estrategias, utilizar
las explicaciones de desempefio para clasificacion de instancias y pronosticos
de desempefio.

b. Ampliar la metodologia propuesta agregando técnicas estadisticas de analisis
confirmatorio.

c. Aplicar la metodologia a otra clase de problemas, por ejemplo estudiar las

relaciones entre propiedades de grafos y problemas de grafos.
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