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Resumen

Un modelo matemático es la aproximación de un sistema, y la precisión depende de distintos
factores, como puede ser las suposiciones que se asumen en el proceso de modelado, la incerti-
dumbre que se presente en el sistema, debidas a desgaste interno en los parámetros del sistema o
dinámicas no modeladas. El modelo matemático de un sistema se puede obtener mediante algu-
nas técnicas de modelado, como puede ser el que se basa en las leyes físicas que rigen al sistema
y otra técnica, la cual se basa en el uso de datos de entrada y salida obtenidos directamente de
un experimento, y recibe el nombre de identificación de sistemas.

Este trabajo de investigación propone una metodología alterna de modelado entrada-salida,
la cual es formalizada por medio del planteamiento de un teorema, que manifiesta las condiciones
necesarias para lograr la aproximación de sistemas estáticos y dinámicos utilizando una neurona
artificial dinámica y una ley de aprendizaje.

Se verifica el buen desempeño de la neurona artificial dinámica y la metodología propuesta en
esta tesis con la realización de distintos ejemplos de simulación, donde se obtiene como resultado
el modelo matemático de sistemas con distinta naturaleza.
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Abstract

A mathematical model is the approximation of a system, and the precision depends on dif-
ferent factors like the assumptions that are assumed in the modeling process, the uncertainty
presented in the system, due to internal wear in the system parameters or dynamics not mode-
led. The mathematical model of a system can be obtained with some modeling techniques like
the based on the physical laws that govern the system and another technique based on the use of
input and output data obtained directly from an experiment and it is the systems identification.

This research proposes an alternative methodology of input-output modeling, which is for-
malized through a theorem that manifests the necessary conditions to achieve the approximation
of static and dynamic systems using a dynamic artificial neuron and a learning law.

The good performance of the dynamic artificial neuron and the methodology proposed in this
thesis are verified with the realization of different simulation examples, where the mathematical
model of systems with different nature is obtained.

IV



Índice general

Índice de tablas VIII

Índice de figuras IX

1. Introducción 1
1.1. Estado del arte. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 1

1.1.1. Estabilidad estilo Lyapunov en Redes Neuronales Artificiales . . . . . . . 1
1.1.2. Aproximación de funciones con una neurona artificial . . . . . . . . . . . 2
1.1.3. Conclusión sobre el estado del arte . . . . . . . . . . . . . . . . . . . . . . 3

1.2. Planteamiento del problema. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 3
1.2.1. Identificación de sistemas . . . . . . . . . . . . . . . . . . . . . . . . . . . 4
1.2.2. Neuro-Identificación de sistemas . . . . . . . . . . . . . . . . . . . . . . . 5

1.3. Objetivo general. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 5
1.3.1. Objetivos específicos. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 6

1.4. Metas. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 6
1.5. Justificación. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 6
1.6. Alcances. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7
1.7. Hipótesis. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7
1.8. Estructura de la tesis. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7

2. Marco Teórico 8
2.1. Modelado de Neuronas Biológicas . . . . . . . . . . . . . . . . . . . . . . . . . . . 8
2.2. Modelado Estático de Neuronas Artificiales . . . . . . . . . . . . . . . . . . . . . 9
2.3. Modelado Dinámico de Neuronas Artificiales . . . . . . . . . . . . . . . . . . . . 10
2.4. Puntos de Equilibrio . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 11

2.4.1. Estabilidad de Lyapunov . . . . . . . . . . . . . . . . . . . . . . . . . . . 11
2.5. La Derivada Parcial . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 12
2.6. Regla de la Cadena . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 12
2.7. La Derivada Parcial de una Función Integral . . . . . . . . . . . . . . . . . . . . 13
2.8. Derivación Matricial . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13

2.8.1. Definición 1. Derivada de un escalar con respecto a un vector . . . . . . . 13
2.8.2. Definición 2. Derivada de un vector con respecto a un escalar . . . . . . . 13
2.8.3. Definición 3. Derivada de un vector con respecto a un vector (Jacobiano) 14
2.8.4. Definición 4. Derivada de un escalar con respecto a una matriz . . . . . . 14
2.8.5. Definición 5. Derivada de una matriz con respecto a un escalar . . . . . . 14
2.8.6. Definición 6. Derivada de un vector con respecto a una matriz . . . . . . . 14
2.8.7. Definición 7. Derivada de una matriz con respecto a un vector . . . . . . . 15
2.8.8. Definición 8. Derivada de una matriz con respecto a una matriz . . . . . . 15

2.9. Propiedades de Derivación de Funciones Matriciales . . . . . . . . . . . . . . . . 16
2.10. Método Directo de Lyapunov . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 16

V



ÍNDICE GENERAL VI

2.10.1. Principio del Teorema de Estabilidad de Lyapunov . . . . . . . . . . . . . 16
2.10.1.1. Función Candidata de Lyapunov . . . . . . . . . . . . . . . . . . 17
2.10.1.2. Teorema de Estabilidad de Lyapunov . . . . . . . . . . . . . . . 17

2.10.2. El Algoritmo de Gradiente Descendente Desde la Perspectiva de Lyapunov 17
2.11. Aprendizaje en línea . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
2.12. Aprendizaje fuera de línea . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18

3. Modelado Entrada-Salida de Sistemas Estáticos y Dinámicos 20
3.1. Estructura neuronal dinámica . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 20

3.1.1. Puntos de equilibrio de la neurona artificial dinámica . . . . . . . . . . . . 21
3.1.2. Constante de tiempo τp . . . . . . . . . . . . . . . . . . . . . . . . . . . . 22

3.2. Teorema para aproximación de sistemas . . . . . . . . . . . . . . . . . . . . . . . 23
3.3. Demostración del teorema para aproximación de sistemas . . . . . . . . . . . . . 25
3.4. Observaciones del Teorema 3.1 . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28
3.5. Metodología propuesta para aproximación de sistemas . . . . . . . . . . . . . . . 29

3.5.1. Pasos para aproximación de sistemas . . . . . . . . . . . . . . . . . . . . . 29

4. Simulaciones 31
4.1. Simulación 1: Aproximación de un sistema estático lineal . . . . . . . . . . . . . . 31

4.1.1. Objetivo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
4.1.2. Configuración de la simulación . . . . . . . . . . . . . . . . . . . . . . . . 31
4.1.3. Desarrollo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 31
4.1.4. Conclusión de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 36

4.2. Simulación 2: Aproximación de un sistema estático no lineal . . . . . . . . . . . . 37
4.2.1. Objetivo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . . 37
4.2.2. Configuración de la simulación . . . . . . . . . . . . . . . . . . . . . . . . 37
4.2.3. Desarrollo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 37
4.2.4. Conclusión de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 40

4.3. Simulación 3: Aproximación de un sistema dinámico lineal . . . . . . . . . . . . . 40
4.3.1. Objetivo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
4.3.2. Configuración de la simulación . . . . . . . . . . . . . . . . . . . . . . . . 40
4.3.3. Desarrollo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 41
4.3.4. Conclusión de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 46

4.4. Simulación 4: Aproximación de un sistema dinámico no lineal . . . . . . . . . . . 46
4.4.1. Objetivo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . . 46
4.4.2. Configuración de la simulación . . . . . . . . . . . . . . . . . . . . . . . . 47
4.4.3. Desarrollo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 47
4.4.4. Conclusión de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 49

4.5. Simulación 5: Aproximación de un sistema estático no lineal con múltiples entradas 50
4.5.1. Objetivo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . . 50
4.5.2. Configuración de la simulación . . . . . . . . . . . . . . . . . . . . . . . . 50
4.5.3. Desarrollo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 51
4.5.4. Conclusión de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 56

4.6. Simulación 6: Aproximación de la dinámica de un biorreactor híbrido lecho fijo-
fluidizante inverso con datos experimentales . . . . . . . . . . . . . . . . . . . . . 56
4.6.1. Objetivo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . . 56
4.6.2. Configuración de la simulación . . . . . . . . . . . . . . . . . . . . . . . . 56
4.6.3. Desarrollo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 57
4.6.4. Conclusión de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 60



5. Neurona Artificial Dinámica vs Red Neuronal Artificial 61
5.1. Simulación 7. RNA y NAD aproximando una función estática lineal . . . . . . . 62

5.1.1. Objetivo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . . 62
5.1.2. Configuración de la simulación . . . . . . . . . . . . . . . . . . . . . . . . 62
5.1.3. Desarrollo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 63
5.1.4. Conclusión de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 64

5.2. Simulación 8. RNA y NAD aproximando una función dinámica (Circuito RC) . . 65
5.2.1. Objetivo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . . 65
5.2.2. Configuración de la simulación . . . . . . . . . . . . . . . . . . . . . . . . 65
5.2.3. Desarrollo de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 65
5.2.4. Conclusión de la simulación . . . . . . . . . . . . . . . . . . . . . . . . . . 67

6. Conclusiones 68
6.1. Trabajos Futuros . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 69

Bibliografía 70

A. Funciones de activación 73

B. Manipulación algebraica para acotar el error de aproximación 74

C. Jornada de Ciencia y Tecnología Aplicada 76

VII



Índice de tablas

4.5.1.Compuerta AND . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50

VIII



Índice de figuras

2.1.1.Neurona biológica [1]. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8
2.2.1.Neurona Artificial Estática. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 10
2.3.1.Neurona Artificial Dinámica (Hopfield) [1]. . . . . . . . . . . . . . . . . . . . . . 11
2.11.1.Error de aproximación 1 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 18
2.12.1.Error de aproximación 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 19

3.2.1.Esquema General . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24

4.1.1.Señal de entrenamiento . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32
4.1.2.Aprendizaje de la neurona dinámica . . . . . . . . . . . . . . . . . . . . . . . . . 32
4.1.3.Convergencia de los pesos sinápticos . . . . . . . . . . . . . . . . . . . . . . . . . 33
4.1.4.Error de entrenamiento . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 33
4.1.5.Señal de validación 1 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
4.1.6.Señal de validación 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 34
4.1.7.Respuesta a la entrada de entrenamiento . . . . . . . . . . . . . . . . . . . . . . . 35
4.1.8.Respuesta a la entrada 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
4.1.9.Respuesta a la entrada 3 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 36
4.1.10.Función estática lineal. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 36
4.2.1.Señal de entrada . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 37
4.2.2.Aprendizaje de la neurona dinámica 2 . . . . . . . . . . . . . . . . . . . . . . . . 38
4.2.3.Convergencia de los pesos sinápticos 2 . . . . . . . . . . . . . . . . . . . . . . . . 38
4.2.4.Error de entrenamiento 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39
4.2.5.NAD vs Función Estática No Lineal . . . . . . . . . . . . . . . . . . . . . . . . . 39
4.2.6.Función estática no lineal. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
4.3.1.Señal senoidal de entrenamiento . . . . . . . . . . . . . . . . . . . . . . . . . . . . 41
4.3.2.Aprendizaje de la neurona dinámica 3 . . . . . . . . . . . . . . . . . . . . . . . . 42
4.3.3.Convergencia de los pesos sinápticos 3 . . . . . . . . . . . . . . . . . . . . . . . . 42
4.3.4.Error de entrenamiento 3 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 43
4.3.5.Tren de pulsos cuadrado para validar . . . . . . . . . . . . . . . . . . . . . . . . . 44
4.3.6.Cresta de sierra para validar . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 44
4.3.7.Respuesta a la señal senoidal . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45
4.3.8.Respuesta al tren de pulsos cuadrado . . . . . . . . . . . . . . . . . . . . . . . . . 45
4.3.9.Respuesta a la cresta de sierra . . . . . . . . . . . . . . . . . . . . . . . . . . . . 46
4.3.10.Circuito RC . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 46
4.4.1.Tren de pulsos cuadrado . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47
4.4.2.Aprendizaje de la neurona dinámica 4 . . . . . . . . . . . . . . . . . . . . . . . . 48
4.4.3.Convergencia de los pesos sinápticos 4 . . . . . . . . . . . . . . . . . . . . . . . . 48
4.4.4.Error de entrenamiento 4 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48
4.4.5.Neurona entrenada . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 49
4.4.6.Sistema no lineal . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50

IX



4.5.1.Señal de entrada 1 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51
4.5.2.Señal de entrada 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51
4.5.3.Aprendizaje de la neurona dinámica 5 . . . . . . . . . . . . . . . . . . . . . . . . 52
4.5.4.Error de entrenamiento 5 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52
4.5.5.Entrenamiento de wa . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53
4.5.6.Entrenamiento de wb . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 53
4.5.7.Entrenamiento de θ . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 54
4.5.8.ND vs Compuerta AND . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55
4.5.9.Señal de entrada para validar 1 . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55
4.5.10.Señal de entrada para validar 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . 55
4.5.11.ND vs Compuerta AND con señales de validación . . . . . . . . . . . . . . . . . 56
4.5.12.Compuerta AND . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 56
4.6.1.Entrada del sistema . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 57
4.6.2.Aprendizaje de la neurona dinámica 6 . . . . . . . . . . . . . . . . . . . . . . . . 58
4.6.3.Convergencia de los pesos sinápticos 5 . . . . . . . . . . . . . . . . . . . . . . . . 58
4.6.4.Error de entrenamiento 6 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 59
4.6.5.Neurona dinámica entrenada . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 60

5.0.1.Neurona artificial dinámica . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 61
5.0.2.RNA 2-1 de una entrada . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 62
5.1.1.Señal de excitación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 63
5.1.2.comparación . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64
5.1.3.Error de entrenamiento 7 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64
5.2.1.Señal de excitación 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 66
5.2.2.comparación 2 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 66
5.2.3.Error de entrenamiento 8 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67

X



Nomenclatura

Letras mayúsculas

< Conjunto de los números reales
Ω Subconjunto de la entrada
C Subconjunto de la salida
W Matriz de pesos sinápticos
Ri i-ésimo resistor
C Capacitor
D Conjunto D
A Matriz de retroalimentación
V Función de energía
J Función costo
Te Paso de integración

XI



Letras minúsculas

yd Salida deseada del sistema físico
y Salida de la neurona artificial dinámica
u Señal de entrada
x Estado de la neurona artificial dinámica
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Capítulo 1

Introducción

Hoy en día las industrias implementan distintas técnicas de control para elevar la eficiencia,
productividad y seguridad de sus diferentes procesos. Para los métodos de control basados en
modelo se requiere una representación matemática del proceso o sistema que se busca controlar.

El modelo matemático de un sistema o proceso se puede obtener mediante algunas técnicas
de modelado, como puede ser basándose en las leyes físicas que gobiernan al sistema. Otra me-
todología es la identificación de sistemas, el cual se basa en la obtención del modelo matemático
por medio de los datos de entrada y salida de la planta, los cuales se obtienen mediante un
experimento directo con el proceso real.

Como herramienta alterna a la metodología de identificación de sistemas se ha empleado el
uso de redes neuronales artificiales, ya que su principio de funcionamiento se basa en el proce-
samiento de información del cerebro humano, las cuales son capaces de procesar información,
aprender y adaptarse a distintas tareas aplicables a la teoría de identificación.

En este trabajo de tesis se propone una neurona artificial dinámica y una ley de aprendizaje
para la aproximación de sistemas estáticos y dinámicos.

1.1. Estado del arte.

La obtención de modelos que describan la dinámica de distintos tipos de sistemas, mediante
el empleo de neuronas artificiales y redes neuronales artificiales, es un tema que ha sido amplia-
mente abordado por la comunidad de control automático.

1.1.1. Estabilidad estilo Lyapunov en Redes Neuronales Artificiales

En la referencia [2] la red neuronal que se utiliza para la identificación posee una modifica-
ción robusta con el objetivo de garantizar la estabilidad tipo Lyapunov. Se utiliza la técnica de
estabilidad entrada a estado, esto para dar acceso a los algoritmos de entrenamiento robustos
en dominio de tiempo discreto de las redes neuronales recurrentes.

En la referencia [3] se comparan diferentes tipos de algoritmos de aprendizaje, en la cual se
concluye que el algoritmo de aprendizaje basado en un filtro de Kalman posee mejores caracterís-
ticas que otros algoritmos de aprendizaje, pero se debe recalcar la complejidad de este algoritmo
y su sensibilidad a ruidos. Algunas de sus principales características es su rápida convergencia.
Se emplea el método estilo Lyapunov para verificar y demostrar la estabilidad de este algoritmo

1
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de aprendizaje.

En [4] se propone una nueva estructura de red neuronal recurrente con retardo (TDRNN).
Algunas características de esta estructura es un mayor rango para la resolución de su memoria,
es más simple de manejar su estructura y utilizan el algoritmo de retropropagación. Con el obje-
tivo de obtener una convergencia rápida, las tasas óptimas de aprendizaje adaptable se obtienen
en tiempo discreto, y se utiliza el método de Lyapunov para garantizar estabilidad.

En [5] proponen una diferencia en las escalas de tiempo para utilizar dos redes neuronales
dinámicas en la identificación de sistemas no lineales. Se utiliza una función de Lyapunov en la
primera red neuronal para calcular su ley de aprendizaje en línea. En la segunda red neuronal
se emplea una función de zona muerta para el cálculo de su algoritmo de aprendizaje en línea,
esto con el fin de mejorar la identificación del sistema no lineal.

En la referencia [6] se diseña un esquema de identificación en línea para disminuir el error
del estado frente a distintas perturbaciones. La ley de aprendizaje modifica los pesos sinápticos
con el fin de aproximar las no linealidades desconocidas con error acotado. Se anexa un modelo
de identificación con retroalimentación para disminuir el error de estado. Dicho modelo basa su
estructura en una función de delimitación para estimar un límite superior de los disturbios. Se
utiliza una técnica de delimitación y el método de Lyapunov para mostrar las características del
error.

En los trabajos expuestos se resalta la importancia de asegurar la estabilidad en redes neu-
ronales dinámicas, para las cuales se emplea un análisis estilo Lyapunov. Se utilizan distintas
arquitecturas de redes neuronales y algoritmos de aprendizaje para los que se exponen sus prin-
cipales características en la identificación de sistemas.

1.1.2. Aproximación de funciones con una neurona artificial

En la referencia [7] se realizó la estimación de estados no lineales y algunos temas relaciona-
dos, como la estimación paramétrica, el diagnóstico de fallas y la atenuación de perturbaciones,
se abordan a través de una nueva metodología de diferenciación numérica. Las correspondientes
definiciones y propiedades teóricas del sistema básico se presentan dentro del marco del álge-
bra diferencial, que permite manejar las variables del sistema y sus derivadas de cualquier orden.

En [8] se centran en el aprendizaje por refuerzo (RL), el cual se ha centrado en la aproxi-
mación de la función en el aprendizaje de la predicción y el control de los procesos de decisión
de Markov (MDP). El uso de técnicas de aproximación de funciones en RL será esencial para
tratar con los MDP con espacios de acción y estados grandes o continuos. Se analiza la conver-
gencia y la representación de características de los algoritmos RL. Desde un aspecto empírico, el
rendimiento de diferentes algoritmos de RL se evaluó y comparó en varias tareas de predicción
de aprendizaje de referencia y control de aprendizaje.

En [9] se propone un modelo computacional de neurona, llamado célula de disparo (FC),
cuyas propiedades cubren fenómenos como la atenuación de los receptores para estímulos ex-
ternos, el retraso y la descomposición de los potenciales postsinápticos, la modificación de los
pesos internos debido a la propagación de los potenciales postsinápticos a través de la dendrita,
modificación de las propiedades de la memoria analógica para cada entrada debido a un patrón
de potenciación sináptica de corta duración o potenciación sináptica de larga duración (LTP),
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generación de picos de salida cuando la suma de todas las entradas excede un umbral y re-
fracción. La célula puede tomar una de las tres formas: excitatoria, inhibitoria y receptora. Las
simulaciones por computadora mostraron que, dependiendo de la fase de las señales de entrada,
la frecuencia de salida de la neurona artificial puede demostrar diversos comportamientos caó-
ticos.

En [10] se muestra una neurona artificial de integración y disparo basada en un memristor
de conmutación de umbral. Esta neurona muestra cuatro características críticas para la compu-
tación basada en el potencial de acción: el pico de todo o nada de un potencial de acción, el pico
de umbral, un período refractario y una respuesta de frecuencia modulada por la fuerza. Como
neurona post-sináptica, se demostró que la neurona diseñada era aplicable al reconocimiento
de dígitos. Estos resultados demuestran que la neurona artificial desarrollada puede realizar las
funciones básicas de las neuronas de punta y tiene un gran potencial para la computación neu-
romórfica.

En la referencia [11] se comparan los diferentes lenguajes de programación, como Java, C y
C ++, que en este momento son los mejores en el ranking internacional para el desarrollo de
programas, para observar cuál de ellos minimiza el tiempo de respuesta (variable de salida) de
un algoritmo de neurona artificial (variable de entrada). Los resultados muestran cómo cada uno
de los lenguajes de programación da un tiempo de respuesta al algoritmo propuesto. Se discuten
los resultados en el marco de la controversia de la neurona artificial frente a los lenguajes de
programación.

1.1.3. Conclusión sobre el estado del arte

Para la aproximación de sistemas utilizando redes neuronales dinámicas es de vital impor-
tancia asegurar la estabilidad de la estructura neuronal, para lo que se utiliza el método de
estabilidad estilo Lyapunov.

A pesar de la antigüedad del campo, actualmente se tienen pocos trabajos sobre una neurona
artificial dinámica, ya que la investigación se volcó a estructuras más complejas como Redes
Neuronales Artificiales. Lo novedoso de este trabajo de tesis es la propuesta de una misma
estructura neuronal, con una misma ley de aprendizaje para la aproximación de sistemas con
ciertas características, las cuales son que sean estáticos, dinámicos, múltiples entradas, una
salida, de primer orden, esto quiere decir, estado escalar.

1.2. Planteamiento del problema.

Un sistema es un grupo de elementos que interactúan entre sí con el objetivo de realizar una
tarea específica. Para los cuales existen dos tipos, sistemas dinámicos y sistemas estáticos. Se
entiende por sistema estático aquellos que no varían en el tiempo, dicho de otra forma, que la
salida del sistema únicamente depende de las entradas actuales, significa que no tienen memo-
ria y no almacenan energía. Los cuales pueden representar comportamientos lineales (1.1) y no
lineales (1.2).

yd = au (1.1)

yd = f(u) (1.2)
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Un sistema dinámico es aquel que evoluciona a través del tiempo, esto es, que sus salidas
dependen de las entradas y salidas pasadas, y no solo de las entradas actuales. Para los que se
conoce su representación lineal (1.3) y no lineal (1.4)

ΣSL :
{
ẋ(t) = ax(t) + bu(t)
yd(t) = cx(t)

(1.3)

ΣSNL :
{
ẋ(t) = f(x(t), u(t))
yd(t) = g(x(t))

(1.4)

Un modelo matemático es una aproximación de un sistema, ya sea estático o que evolucione
en el tiempo (dinámico), una representación exacta es imposible o difícil de obtener, los motivos
son imprecisiones de cálculo en la determinación de los parámetros, cambio en las constantes de
tiempo, desgaste interno, y dinámicas no modeladas.

Dicho modelo matemático se puede obtener mediante las leyes físicas que gobiernan al sis-
tema, este método requiere de un conocimiento profundo y claro del sistema real, además dicho
proceso de modelado es relativamente extenso y algunas veces imposible. El método de identifi-
cación de sistemas sólo requiere datos de entrada y salida del sistema real obtenidos directamente
de un experimento, no es necesario un conocimiento tan profundo del proceso a diferencia del
método que se basa en las leyes físicas del sistema. Otra ventaja es que el tiempo de modelado
es relativamente más corto y el modelo obtenido es una aproximación adecuada del sistema real.

Otra opción como herramienta alterna en el método de identificación es el uso de redes
neuronales artificiales, para las cuales existen diferentes esquemas y metodologías reportadas en
la literatura. Por ejemplo las redes neuronales artificiales recurrentes para la identificación de
sistemas dinámicos y las redes neuronales artificiales estáticas para la identificación de sistemas
estáticos.

1.2.1. Identificación de sistemas

Los primeros trabajos de identificación surgieron en la época de los 60s, gracias a los artícu-
los publicados por Ho y Kalman [12] y Äström y Bohlin [13], en cuyos artículos crean las bases
para el desarrollo de dos técnicas de identificación: Identificación en sub-espacios (técnicas de
proyección en el espacio euclidiano) e identificación mediante la predicción del error (criterio de
minimización de dependencia de parámetros), siendo este último el método que predominaba a
mediados de los 60s.

En 1970 Box y Jenkins publican un libro “Time-Series Analysis, Forecasting and Control”,
en el cual proporcionan una metodología de identificación más completa, abarcando desde el
análisis de datos hasta la estimación del modelo.

Durante esa época los investigadores se dedicaban a buscar el método para obtener el modelo
que representara de manera exacta al sistema real, (método que aún no existe en la actualidad)
fue a finales de los 70s [14, 15], cuando se consideró a la identificación una teoría de aproximación
al sistema real.

En los 80s la identificación se convirtió en un problema de diseño, es decir se comenzó a
tomar en cuenta el diseño de experimentos, la elección de la estructura y la determinación del
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criterio de elección como parte del método de identificación.

Ljung en su libro “System Identification Theory For The User” [16], plantea una metodología
de identificación en la cual desde el diseño de experimentos hasta la generación del modelo toma
en cuenta el uso final del modelo.

1.2.2. Neuro-Identificación de sistemas

Existen trabajos sobre identificación utilizando redes neuronales, uno de ellos realizado por
Faisal, quien realiza la identificación de un motor de inducción colocando en paralelo al motor y
la red neuronal obteniendo y utilizando la diferencia (error) entre la salida del motor y la salida
estimada por la red neuronal, en este trabajo se menciona que es posible identificar una amplia
clase de funciones con redes neuronales de una sola capa oculta [17].

Otro trabajo es el realizado por David C. Hyland quien realiza de identificación de sistemas
lineales, con las señales de salida afectadas por ruido de un sensor y desarrolla algoritmos que
son capaces de minimizar el efecto del ruido de ese sensor. Él utiliza una estructura denominada
ganglio, esta estructura permite el rechazo a ruido al forzar a la matriz de pesos sinápticos a
tener una estructura Toeplitz [18].

Olivera Jovanovié hace un estudio sobre la identificación de sistemas dinámicos aprovechando
algunas de las características de las redes neuronales como su capacidad de auto aprendizaje, y
su capacidad de manipular sistemas no lineales, él menciona que al hacer identificación en línea
el algoritmo de retropropagación no tiene un desempeño adecuado ya que la convergencia de la
red neuronal es muy lenta [19].

E. I. Gaura, realizó la identificación de un acelerómetro micro-mecanizado, basándose en la
propiedad de las redes neuronales de aproximar modelos no lineales, el utilizó las estructuras
MLP (Multi Layer Perceptron) y RBF (Radial Basis Function) [20], mencionando que obtuvo
mejor resultado al utilizar la estructura MLP.

Yong-Geun Lee realizó la identificación de un rectificador de tres fases y menciona que en
un momento de la identificación requiere un algoritmo de autoaprendizaje, por lo tanto decide
utilizar redes neuronales [21].

Wen Yu y América Morales, realizan la identificación de un mezclador de gasolina utilizando
una red neuronal dinámica para identificar la parte dinámica del sistema y una red neuronal
estática para aproximar las partes estáticas del sistema, ellos mencionan en su trabajo que las
redes neuronales son capaces de modelar una gran variedad de sistemas dinámicos complejos [22].

Wen Yu, Alexander S. Poznyak and Edgar N. Sánchez, utilizaron una red neuronal dinámica
para realizar identificación en línea, y se basan en un análisis estilo Lyapunov para que el
algoritmo de aprendizaje sea estable, y una ecuación algebraica de Riccati para construir el
error de identificación [23].

1.3. Objetivo general.

Desarrollar una metodología que utilice una arquitectura neuronal para el modelado entrada-
salida de sistemas dinámicos y estáticos, dentro de un subconjunto real, con una función de
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activación dinámica y acotada, y los pesos sinápticos realizando una retroalimentación de la
salida y una prealimentación de las entradas.

1.3.1. Objetivos específicos.

Definir la estructura de la neurona artificial dinámica.

Definir la ley de aprendizaje para los dos pesos sinápticos y el umbral.

Definir la ley de aprendizaje del peso sináptico wa(combinación lineal con el estado),
wb(combinación lineal con la entrada) y el umbral θ con entrada escalar.

Definir la ley de aprendizaje del peso sináptico wa(combinación lineal con el estado),
Wb(combinación lineal con las entradas) y el umbral θ con múltiples entradas.

Comparar el esquema de una sola neurona con redes neuronales artificiales.

Proponer una metodología para la aproximación de sistemas utilizando una neurona arti-
ficial dinámica.

1.4. Metas.

Formalizar el resultado indicando las condiciones necesarias para lograr la aproximación.

Formalizar el resultado en un teorema que manifieste las condiciones necesarias para hacer
estable el error de aproximación y acotarlo.

Demostrar el teorema mediante un análisis estilo Lyapunov.

Propuesta de una metodología para la aproximación de sistemas estáticos y dinámicos.

1.5. Justificación.

La propuesta presentada en este trabajo de tesis corresponde a una sola estructura neuronal
con una sola ley de aprendizaje para realizar el modelado de sistemas dinámicos y sistemas
estáticos.

La aproximación de sistemas mediante la neurona artificial dinámica propuesta es una
técnica de modelado muy útil cuando las leyes físicas del comportamiento del sistema no
son muy claras, o no se tiene conocimiento suficiente de la estructura interna o las variables
y parámetros que interactúan dentro del sistema.

La neurona artificial dinámica tiene una estructura paralela y permite aproximación en
línea.

La neurona artificial dinámica puede ajustar de manera automática sus parámetros durante
el entrenamiento mediante la ley de aprendizaje.

Para estructurar y proponer soluciones a problemas con un grado de dificultad mayor,
se antepone el estudio preliminar que sirve como conocimiento de base, en este caso una
neurona artificial dinámica para que de manera futura en otros trabajos se aborden redes
neuronales artificiales dinámicas.
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1.6. Alcances.

El desarrollo de esta tesis está acotado a realizar las siguientes actividades:

Proponer una metodología para el modelado de sistemas estáticos y dinámicos utilizando
una neurona artificial dinámica, para obtener aproximaciones que representen de forma
adecuada al sistema que se está analizando, esto quiere decir que el modelo presente
resultados positivos al realizar alguna prueba de desempeño.

Programación de todas las funciones que se necesiten para efectuar los pasos necesarios
que culminen con la aproximación de sistemas estáticos y dinámicos, desde la elección del
sistema hasta las pruebas de desempeño de los modelos.

Se establecerán distintos casos de estudio, en los cuales se definirán puntualmente cada uno
de los parámetros y sistemas, tanto estáticos y dinámicos, como ejemplos para verificar
que la estructura neuronal propuesta en esta tesis funciona de manera correcta.

1.7. Hipótesis.

La hipótesis de este trabajo de tesis se compone de una afirmación:

Con la propuesta de una metodología, para el modelado entrada-salida de sistemas estáti-
cos y dinámicos con una sola estructura neuronal dinámica, es posible realizar aproxima-
ciones que resulten en un error estable y acotado.

1.8. Estructura de la tesis.

En el capítulo 2 se proporcionan conceptos y definiciones fundamentales relacionadas con
esquemas de neuronas artificiales propuestos y el método del gradiente descendente aplicado al
entrenamiento y ajuste de los parámetros de las neuronas artificiales propuestas. Además, se
presentan algunas definiciones importantes de cálculo diferencial aplicado a vectores y matrices.
Así mismo, se brindan conceptos básicos relacionados con el principio del teorema de estabilidad
de Lyapunov, aprendizaje en línea y fuera de línea en el ámbito de redes neuronales artificiales.

En los capítulos 3 y 4 se muestran los resultados obtenidos a partir de la simulación de
los casos de estudio propuestos en esta investigación, y la formalización del problema con un
teorema que manifiesta las condiciones necesarias para lograr la obtención de modelos.

En el capítulo 5 se presenta una breve comparación de la neurona artificial dinámica pro-
puesta en el trabajo de investigación con una RNA 2-1 de una entrada existente en la literatura,
sus diferencias, sus ventajas y desventajas en la aproximación de sistemas estáticos y dinámicos.

Finalmente, en el capítulo 6 se proporcionan las conclusiones generales formuladas a partir
de los resultados obtenidos, así como, los trabajos futuros propuestos para este tema de tesis.



Capítulo 2

Marco Teórico

En este capítulo se presentan las definiciones y conceptos que brindan el sustento teórico de
este trabajo de investigación.

2.1. Modelado de Neuronas Biológicas

Se sabe que el cerebro humano posee de 1010 a 1011 neuronas comunicadas con una red
nerviosa altamente interconectada. Una estructura simplificada de una neurona es la mostrada
en la figura 2.1.1. Las partes básicas mostradas en el esquema son:

Figura 2.1.1: Neurona biológica [1].

Soma o cuerpo celular, es la parte central de la neurona en la que son realizadas casi
todas las funciones lógicas, es en esta parte donde se encuentra el mecanismo genético y
metabólico que mantiene viva a la neurona, así como la síntesis de proteínas.

El axón o salida es un nervio conectado al soma, que posteriormente está altamente rami-
ficado, en el segmento inicial del axón la señal es transformada en impulsos nerviosos los
cuales se propagan sin atenuación a células receptoras, musculares o bien otras neuronas.

8
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Las dendritas son ramificaciones densas de fibras nerviosas largas y de forma irregular y
están conectadas al soma, por cada neurona hay de 103 a 104 dendritas. Las dendritas
reciben señales de otras neuronas por medio de un contacto especializado conocido como
sinapsis.

Las sinapsis son los puntos terminales de los axones de otras neuronas. La función de la
sinapsis tiene una naturaleza excitatoria o inhibitoria, por esto tiene la habilidad de incre-
mentar o atenuar la excitación de la neurona. La sinapsis humana y en general la de los
animales son un proceso químico muy complejo, pero la sinapsis de animales primitivos
como los insectos están basados en transmisiones puramente eléctricas.

Cabe recordar que una neurona biológica posee procesos muy complejos que en su totalidad
no han sido conocidos. Sin embargo, existe flexibilidad en el modelado de una neurona biológica,
es decir, una neurona artificial es diseñada para realizar funciones o cálculos que sean específicos,
de manera que la arquitectura de la misma es muy particular para cada problema que se desee
resolver con esta técnica [1].

2.2. Modelado Estático de Neuronas Artificiales

Una neurona artificial estática muestra un mapeo estático de las entradas hacia la salida.
Una forma básica de este modelo es como el que propuso McCullok Pits [24], [1] en la cual se
expresa la salida y de la neurona de la siguiente manera

y = ϕ(w1x1 + w2x2 + +wnxn + θ) = ϕ(Wx+ θ)

=ϕ
(

n∑
i=1

wixi + θ

)
.

(2.1)

Otra forma que es común encontrar de los modelos de las neuronas artificiales, es a través
de representaciones en esquemas gráficos, los cuales son muy útiles para visualizar la analogía
que tienen con una neurona biológica. Para el caso del modelo McCullok Pits el esquema corres-
pondiente es el de la figura 2.2.1, donde xi es la i-ésima entrada de la neurona. wi es el i-ésimo
peso de la neurona y modela la acción de la sinapsis de una neurona biológica. El punto suma,
el umbral θ y la función de activación ϕ(u) corresponden a el cuerpo de la neurona. Finalmente
la salida y representa el axón de la neurona biológica. La función de activación en general es no
lineal y acotada, generalmente se escoge el perfil sigmoidal, pero puede tener entre otros perfiles
el de saturación o la función escalón (Anexo A).
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Figura 2.2.1: Neurona Artificial Estática.

El perfil sigmoidal (Anexo A) es utilizado en arquitecturas de neuronas artificiales en las
que la ley de aprendizaje utiliza métodos que requieren de funciones suaves, como el algoritmo
de retropropagación [25] o el de gradiente por mencionar algunos. Pero es posible que las leyes
de aprendizaje no demanden que las funciones de activación sean suaves, tal es el caso del per-
ceptrón ([26], [27], [28], [29]) que utiliza la función escalón. El problema de interés en cualquier
arquitectura es el ajuste de las sinapsis o pesos para realizar una tarea determinada, a esta
estrategia de ajuste se le conoce como ley de aprendizaje. La estrategia más básica de una ley
de aprendizaje consiste en el ajuste de los pesos de una neurona artificial para minimizar una
función de costo, por lo cual es fácil encontrar el uso de las neuronas artificiales para resolver
problemas de optimización [30].

Si el ajuste de pesos se realiza antes de implementar la neurona artificial, se le conoce
como ley de aprendizaje fuera de línea, y una vez realizado el ajuste, la neurona artificial se
implementa con sus pesos fijos. Pero si este ajuste se realiza simultáneamente con la neurona
artificial implementada, este ajuste es conocido como ley de aprendizaje en línea. En este caso
los pesos o aprendizaje puede sufrir modificaciones ante posibles perturbaciones en la tarea que
realizan [1].

2.3. Modelado Dinámico de Neuronas Artificiales

Las neuronas artificiales dinámicas poseen al menos una señal retroalimentada. Esta retro-
alimentación puede estar hecha en tiempo discreto o en tiempo continuo.

Uno de los modelos más populares de una neurona artificial dinámica es el propuesto por
Hopfield [31], cuya estructura es la siguiente:

u̇ = −wau+Wx+ θ

y = ϕ(u)
(2.2)

donde, x = [x1, x2, ..., xn]T es el vector de entrada, W = [w1, w2, ..., wn] es el vector de pesos
sinápticos, u es el argumento de la función de activación, ésta última es escogida con un perfil
como el de la tangente hiperbólica, finalmente la señal y es la salida de la neurona. El modelo de
Hopfield se puede implementar con un circuito eléctrico Resistivo-Capacitivo (RC) conectado a
un amplificador no lineal con una función de perfil sigmoidal como se muestra en la figura (2.3.1).
Donde la correspondencia de los parámetros del circuito con respecto al modelo matemático (2.2),
se construye con
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wa = 1
CR0

; wj = 1
CRi

, j = 1, 2, ..., n; (2.3)

el umbral simplemente es la fuente independiente de corriente, esto es, θ = i; una sinapsis exci-
tatoria se construye escogiendo a la entrada correspondiente como +xj , y a la acción inhibitoria
de la sinapsis se construye escogiendo a la entrada correspondiente como −xj .

Figura 2.3.1: Neurona Artificial Dinámica (Hopfield) [1].

Como puede observarse una neurona artificial dinámica es un sistema no lineal dinámico,
que tiene la característica de cambiar su comportamiento a lo largo del tiempo para lograr un
propósito a través del ajuste de sus pesos (aprendizaje). Por esta razón es que se aprovechan
las redes neuronales dinámicas en la identificación y control de sistemas con no linealidades
complejas [1].

2.4. Puntos de Equilibrio

La riqueza dinámica de los sistemas no lineales presenta ciertos fenómenos que no son evi-
dentes en los sistemas lineales [32]. Uno de estos fenómenos es la existencia de múltiples puntos
de equilibrio aislados. Un sistema lineal puede tener un solo punto de equilibrio aislado, y por
lo tanto un solo estado de régimen estacionario que -si el punto es estable- atrae al estado del
sistema independientemente del estado inicial. En cambio, los sistemas no lineales pueden tener
varios puntos de equilibrio, y la convergencia a uno estable depende del estado inicial. Es por
ello que, resulta importante estudiar la estabilidad de los diferentes puntos de equilibrio de los
sistemas no lineales con lo cual se logra un mejor entendimiento del comportamiento del mismo
[33].

2.4.1. Estabilidad de Lyapunov

Un punto de equilibrio se dice estable si todas las soluciones que se inicien en las cercanías del
punto de equilibrio permanecen en las cercanías del mismo, de otro modo el punto de equilibrio
es inestable. Un punto de equilibrio se dice asintóticamente estable si todas las soluciones que
inicien en las cercanías del punto de equilibrio no sólo permanecen en las cercanías del punto
de equilibrio, sino que además tienden hacia el equilibrio a medida que el tiempo se aproxima a
infinito.
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Teorema 2.1 (Método Directo). Sea el origen x = 0 un punto de equilibrio del sistema
no lineal ẋ = f(x) donde f : D ⊂ <n es una función continuamente diferenciable y D ⊂ <n es
un entorno del origen. Sea

A = ∂f(x)
∂x

∣∣∣∣
x=0

entonces, el origen es ASINTÓTICAMENTE ESTABLE si todos los valores propios de A tienen
parte real negativa. El origen es INESTABLE si uno o más valores propios de A tienen parte
real positiva.

Teorema 2.2 (Método Indirecto). Sea el origen x = 0 un punto de equilibrio de ẋ = f(x)
y sea D ⊂ <n un dominio que contiene al origen. D ⊂ <n es un entorno del origen. Sea V −→ <
una función continuamente diferenciable tal que:

V (0) = 0,V (x) > 0 ∀x ∈ D\{0},
V̇ (x) ≤ 0 ∀x ∈ D,

entonces x = 0 es ESTABLE, más aún, sí

V̇ (x) < 0,

entonces x = 0 es ASINTÓTICAMENTE ESTABLE.
Los teoremas 2.1 y 2.2 con sus respectivas demostraciones se encuentran en [32], [34] y [35].

2.5. La Derivada Parcial

Para determinar la velocidad o el ritmo de cambio de una función de varias variables respecto
a una de sus variables independientes se utiliza el proceso de derivación parcial [36].

Si z = f(x, y) la derivada parcial de f con respecto a la variable x es (2.4)

∂z

∂x
= ∂f

∂x
(x, y) := ĺım

h→0

f(x+ h, y)− f(x, y)
h

, (2.4)

y la derivada parcial de f con respecto a y es (2.5)

∂z

∂y
= ∂f

∂y
(x, y) := ĺım

h→0

f(x, y + h)− f(x, y)
h

, (2.5)

siempre y cuando el límite en cada caso exista.

La definición indica que para calcular ∂f
∂x se considera y constante derivando con respecto a

x y para calcular ∂f
∂y se considera x constante derivando con respecto a y. Pueden aplicarse por

tanto las reglas usuales de derivación.

2.6. Regla de la Cadena

Si se tiene F (x) = h[g(x)].
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Donde x ∈ <n y F (·), h(·), g(·) son funciones escalares. La regla de la cadena de derivación
puede ser escrita como se muestra en (2.6) [30]:

∂F

∂xi
= ∂h

∂g

∂g

∂xi
. (2.6)

2.7. La Derivada Parcial de una Función Integral

La regla de derivación bajo la integral es la siguiente igualdad expresada en (2.7)[37]:

∂

∂λ

∫
f(x, λ)dx =

∫
∂f

∂λ
(x, λ)dx, (2.7)

que dice esencialmente que cuando se deriva una integral respecto de un parámetro distinto a
la variable en la que se integra, derivada e integral pueden intercambiarse. Según el sentido que
se quiera dar a la integral y a la derivada, este resultado requiere distintas condiciones sobre la
función f. A veces esta regla se llama también regla de Leibniz.

2.8. Derivación Matricial

La derivada de una función matricial de variable matricial no difiere sustancialmente del
concepto de derivada habitual. La diferencia y dificultad se presenta cuando es preciso manipular
estas derivadas matriciales, debido a su dimensión y la ubicación de sus elementos [38].

En esta sección se indican las definiciones de funciones escalares, vectoriales y matriciales,
de variable escalar, vectorial o matricial, adoptando un criterio común para la colocación de los
distintos elementos que componen cada una de estas derivadas [39].

Cuando se ha de calcular el gradiente de y = f(x) se respeta la ordenación del vector fila
x = (x1, ..., xn) de las variables explicativas; luego parece lógico que este mismo criterio de
ubicación de elementos se adopte para definir la derivada de una función escalar de variable
matricial [38].

2.8.1. Definición 1. Derivada de un escalar con respecto a un vector

Sea y = f(x) una función real de variable vectorial, es decir, f : <n −→ <. La derivada de y
respecto de x es el vector fila

∂y

∂x
=
[
∂f(x)
∂x1

, ...,
∂f(x)
∂xn

]
,

se adopta esta notación ya que se está derivando un escalar f(x) con respecto a un vector fila
x = (x1, ..., xn). Obsérvese que ∂f(x)

∂x es el vector gradiente de la función f(x)[39].

2.8.2. Definición 2. Derivada de un vector con respecto a un escalar

Sea y = f(x) una función vectorial de variable real, dicho de otro modo,

y =

 f1(x)
...

fm(x)


lo cual significa que f : < −→ <m. La derivada del vector y respecto del escalar x es el vector
columna [39]
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∂y

∂x
=


∂f1(x)
∂x...

∂fm(x)
∂x


2.8.3. Definición 3. Derivada de un vector con respecto a un vector (Jaco-

biano)

Sea y = f(x) una función vectorial de variable vectorial, donde f : <n −→ <m. Como

y =

 f1(x)
...

fm(x)


entonces:

∂y

∂x
=


∂f1(x)
∂x...

∂fm(x)
∂x

 =


∂f1(x)
∂x1

· · · ∂f1(x)
∂xn...
...

∂fm(x)
∂x1

· · · ∂fm(x)
∂xn

 .
Obsérvese que esta matriz de orden mxn es el Jacobiano de la función f(x), ya que cada

una de sus filas es el gradiente de las funciones f1(x), ..., fn(x), que son las componentes de f(x)
[39].

2.8.4. Definición 4. Derivada de un escalar con respecto a una matriz

Sea y = f(X) una función real de variable matricial, donde f : <pxn −→ <. La derivada de
y respecto de la matriz X de orden pxn, es la matriz del mismo orden dado por [39]

∂y

∂X
=


∂f(X)
∂x11

· · · ∂f(X)
∂x1n...
...

∂f(X)
∂xp1

· · · ∂f(X)
∂xpn

 .

2.8.5. Definición 5. Derivada de una matriz con respecto a un escalar

Sea Y = F (x) una función matricial de variable escalar, donde F : < −→ <mxq. La derivada
de Y respecto de la variable x, es la matriz de orden mxq dada por [39]

∂Y

∂x
=


∂f11(x)
∂x · · · ∂f1q(x)

∂x...
...

∂fm1(x)
∂x · · · ∂fmq(x)

∂x

 .

2.8.6. Definición 6. Derivada de un vector con respecto a una matriz

Sea y = f(X) una función vectorial de variable matricial, donde f : <pxn −→ <m. La
derivada de y respecto de la matriz X de orden pxn, es la matriz de orden pmxn dada por

∂y

∂X
=


∂f1(X)
∂X...

∂fm(X)
∂X

 ,



Capítulo 2. Marco Teórico 15

ya que, de acuerdo con la definición 4 [39]

∂y

∂X
=



∂f1(X)
∂x11

· · · ∂f1(X)
∂x1n...
...

∂f1(X)
∂xp1

· · · ∂f1(X)
∂xpn

...
...

∂fm(X)
∂x11

· · · ∂fm(X)
∂x1n...
...

∂fm(X)
∂xp1

· · · ∂fm(X)
∂xpn


pm×n

.

2.8.7. Definición 7. Derivada de una matriz con respecto a un vector

Sea Y = F (x) una función matricial de variable vectorial, donde F : <n −→ <mxq. La
derivada de Y respecto del vector x, es la matriz de orden mxqn cuya expresión es

∂Y

∂x
=


∂f11(x)
∂x · · · ∂f1q(x)

∂x...
...

∂fm1(x)
∂x · · · ∂fmq(x)

∂x

 ,
donde, teniendo en cuenta la definición 1 [39],

∂Y

∂x
=


∂f11(x)
∂x1

· · · ∂f11(x)
∂xn

· · · ∂f1q(x)
∂x1

· · · ∂f1q(x)
∂xn...

...
...

...
∂fm1(x)
∂x1

· · · ∂fm1(x)
∂xn

· · · ∂fmq(x)
∂x1

· · · ∂fmq(x)
∂xn


m×qn

.

2.8.8. Definición 8. Derivada de una matriz con respecto a una matriz

Sea Y = F (X) una función matricial de variable matricial, donde F : <pxn −→ <mxq. La
derivada de Y respecto de la matriz X, es la matriz de orden pmxnq cuya expresión es

∂Y

∂X
=


∂f11(X)
∂X · · · ∂f1q(X)

∂X...
...

∂fm1(X)
∂X · · · ∂fmq(X)

∂X


ya que, teniendo en cuenta la definición 4, [39]

∂Y

∂X
=



∂f11(X)
∂x11

· · · ∂f11(X)
∂x1n

· · · ∂f1q(X)
∂x11

· · · ∂f1q(X)
∂x1n...

...
...

...
∂f11(X)
∂xp1

· · · ∂f11(X)
∂xpn

· · · ∂f1q(X)
∂xp1

· · · ∂f1q(X)
∂xpn

...
...

∂fm1(X)
∂x11

· · · ∂fm1(X)
∂x1n

· · · ∂fmq(X)
∂x11

· · · ∂fmq(X)
∂x1n...

...
∂fm1(X)
∂xp1

· · · ∂fm1(X)
∂xpn

· · · ∂fmq(X)
∂xp1

· · · ∂fmq(X)
∂xpn


pm×nq
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2.9. Propiedades de Derivación de Funciones Matriciales

En esta sección se recopilan algunas de las propiedades que aparecen con mayor frecuencia.
Los resultados presentados se obtienen utilizando las reglas de derivación, las diferentes propie-
dades tanto del producto de Kronecker como de la vectorización de matrices [39].

Proposición. Sea A ∈ <mxn y sean x ∈ <n, z ∈ <m. Entonces

1. Si y(x) = Ax se verifica que ∂y(x)
∂x = A.

2. Si y(x) = Ax se verifica que ∂y(x)
∂A = xT .

3. Si y(x, z) = zTAx se verifica que

∂y
∂x = zTA ∂y

∂z = xTAT .

4. Si m = n e y(x) = xTAx, se verifica que

∂y(x)
∂x = xT (A+AT ), ∂2y(x)

∂x∂x = (A+AT ),

y si además A es una matriz simétrica se tiene que

∂y(x)
∂x = 2xTA, ∂2y(x)

∂x∂x = 2A.

5. Si m = n, A = AT , X ∈ <nxp e Y (X) = XTAX, se verifica que

∂Y (X)
∂X = Pn,p(AX ⊗ Ip) + (vec(AX))(vec(Ip))T .

2.10. Método Directo de Lyapunov

El matemático Ruso A.M. Lyapunov formuló una poderosa teoría de estabilidad y propuso
una técnica para probarla. Uno de los caminos más comunes para estudiar la convergencia de un
sistema dinámico descrito por un conjunto de ecuaciones diferenciales es encontrar una función
de Lyapunov, también llamada una función de energía desde el método de Lyapunov el cual se
basa en el concepto de energía y la relación de la energía almacenada para la estabilidad del
sistema [30].

2.10.1. Principio del Teorema de Estabilidad de Lyapunov

De manera general un sistema es estable si su función de energía total (J), es una función
definida positiva, además es continuamente decreciente, es decir, la derivada con respecto al
tiempo de la J total es definida negativa, hasta que alcanza un estado de equilibrio. En un sistema
no lineal no tiene por qué existir una manera simple de definir una función de energía, por ello,
el método de estabilidad por Lyapunov introduce una función de energía auxiliar denominada
función candidata de Lyapunov [40].
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2.10.1.1. Función Candidata de Lyapunov

Suponga que J : <n −→ < es una función escalar. J es una función candidata de Lyapunov
si es una función positiva definida localmente, es decir, la función candidata de Lyapunov es
mayor que cero para todo valor en los reales excepto el cero, y el único valor donde tiene un
valor de cero es el mismo cero (2.8):

J(0) = 0,
J(x) > 0 ∀x ∈ <\{0}.

(2.8)

2.10.1.2. Teorema de Estabilidad de Lyapunov

Teorema 2.3. Considere el sistema ẋ = f(x, t), donde f(0, t) = 0. Si ∃ una función escalar
J(x, t) con las primeras derivadas parciales continuas que satisface las condiciones (2.9, 2.10 y
2.11)

J(0) = 0, (2.9)
J(x, t) es definida positiva, es decir,J(x, t) > 0 ∀x, t 6= 0, (2.10)
J̇(x, t) es definida negativa, es decir,J̇(x, t) < 0 ∀x, t 6= 0. (2.11)

entonces el estado de equilibrio en el origen es uniforme y asintóticamente estable.
Si se satisface (2.9 y 2.10) pero J̇ es semidefinida negativa, es decir, J̇(x, t) ≤ 0 ∀x entonces

el estado de equilibrio en el origen es estable.
El teorema de Lyapunov no dice nada acerca de la forma de la función J o cómo cons-

truirla. Da sólo una condición suficiente para la convergencia cuando t → ∞ y no se preocupa
por un tiempo finito de convergencia. Desafortunadamente, no hay un método general para la
construcción de funciones de Lyapunov.

2.10.2. El Algoritmo de Gradiente Descendente Desde la Perspectiva de Lya-
punov

Este método transforma un problema de minimización en un sistema asociado de ecuaciones
diferenciales ordinarias de primer orden como se presenta en (2.12) [30].

ẋj = −
n∑
i=1

µji
∂J

∂xi
(2.12)

Con condiciones iniciales xj(0) = x0
j . El sistema (2.12) puede ser escrito en la forma matricial

compacta como se expresa en (2.13).

ẋ = −µ(x, t)∂J
∂x

(2.13)

Donde:
ẋ =

[
ẋ1, ẋ2, · · · , ẋn

]T
,

x =
[
x1, x2, · · · , xn

]T
,

∂J
∂x =

[
∂J
∂x1

, ∂J
∂x2

, · · · , ∂J∂xn
]T
.

µ(x, t) es una matriz simétrica positiva definida también llamada matriz de aprendizaje con
entradas dependientes. Además para encontrar el vector deseado x∗ que minimiza la función
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J(x) necesitamos resolver o simular el sistema de ecuaciones diferenciales con condiciones inicia-
les. Esto quiere decir que el mínimo de la función de energía o la función objetivo es determinado
por la siguiente expresión que se muestra en (2.14).

x∗ = ĺım
t→∞

x(t) (2.14)

Para mostrar que el sistema de ecuaciones diferenciales expresado en (2.13) es estable dejamos
la derivada con respecto al tiempo de la función energía como se muestra en (2.15).

J̇ = ∂J

∂x
ẋ = −

(
∂J

∂x

)T
µ(x, t)

(
∂J

∂x

)
≤ 0 (2.15)

Tomando la condición que la matriz µ(x, t) es simétrica y positiva definida. La ecuación
(2.15) garantiza que la función de energía J(x) decrece en el tiempo y converge a un mínimo
local estable cuando t → ∞. La velocidad de convergencia depende de la elección de la matriz
de entradas µ(x, t). En el caso más simple la matriz µ(x, t) es reducida a una matriz unitaria
multiplicada por una constante positiva µ0, dando como resultado un sistema simplificado de la
forma expresada en (2.16).

ẋ = −µ0
∂J(x)
∂x

, x(0) = x0. (2.16)

Donde el coeficiente positivo µ0, es llamado el parámetro de aprendizaje.

2.11. Aprendizaje en línea

Se basa en ajustar los parámetros de la neurona artificial dinámica en tiempo real, esto
quiere decir que, se introduce una señal de excitación de forma paralela a la planta y a la
neurona artificial dinámica, y en base a la corrección del error, que es igual a la salida de la
planta menos la salida de la neurona artificial dinámica se ajustan los parámetros de la neurona
con el objetivo de minimizar el error conforme transcurre el tiempo (ver figura 2.11.1).
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Figura 2.11.1: Error de aproximación 1

2.12. Aprendizaje fuera de línea

Modifica los parámetros de la neurona artificial dinámica después de la presentación de un
patrón de datos entrada-salida, obtenidos mediante un experimento directo con el sistema real,
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y utiliza el último valor como las condiciones iniciales de los parámetros de la neurona artificial
dinámica en la siguiente evaluación del mismo patrón de datos entrada-salida, hasta lograr
minimizar el error cuadrático medio sobre el patrón de datos. Esto se logra modificando todos
los parámetros de la neurona en dirección opuesta al gradiente de la función de error (ver figura
2.12.1).
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Figura 2.12.1: Error de aproximación 2



Capítulo 3

Modelado Entrada-Salida de
Sistemas Estáticos y Dinámicos

El análisis de estabilidad para el error de aproximación de la neurona artificial dinámica se
presenta mediante el método de estabilidad estilo Lyapunov, en el cuál se precisan las condi-
ciones suficientes que se deben cumplir para hacer estable el error de aproximación y además
acotarlo. Este análisis se presenta de manera formal con la realización de un teorema, que sería
uno de los principales resultados de este trabajo de investigación. Además de que se presenta
una metodología propuesta para la obtención de un sistema lineal invariante en el tiempo, un
sistema no lineal afín con la entrada, un sistema estático lineal y un sistema estático no lineal
con múltiples entradas.

Se desea aproximar sistemas estáticos y dinámicos con la misma estructura neuronal. La
neurona artificial dinámica busca aproximar sistemas dinámicos lineales y no lineales. Bajo la
postura filosófica de que un sistema dinámico que de manera muy rápida logra su estado esta-
ble (dinámicas muy rápidas) se le considera bajo ciertas condiciones prácticamente una función
estática, se aprovecha dicha postura para que una neurona dinámica pueda aproximar sistemas
estáticos lineales y no lineales.

Suposición 1. Suponga que la entrada del sistema que se busca aproximar está acotada
y puede ser de m dimensiones, es decir u(t) ∈ Ωm ⊂ <m. A su vez la salida se considera que
también está acotada, es decir yd(t) ∈ C ⊂ Ω.

El subconjunto Ω se define como el conjunto de elementos k0 que van desde su valor míni-
mo k0 hasta su valor máximo k̄0, dicho así

Ω = {k0, k0 ≤ k0 ≤ k̄0}.

3.1. Estructura neuronal dinámica

La estructura propuesta de la neurona artificial dinámica para realizar el modelado entrada-
salida de sistemas estáticos y dinámicos es la presentada en (3.1)

20
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∑
φ

:



ẋ(t) = − 1
τp
x(t) + 1

τp
α tanh(v1(t)− v2(t))

v(t) =
[
v1(t)
v2(t)

]
= wa(t) · x(t) + wb(t) · u(t) + θ(t)

y(t) = x(t)

(3.1)

donde:
α= amplitud de la tangente hiperbólica.
τp= constante de tiempo de la neurona artificial dinámica.
wa(t) ∈ <2= peso sináptico (combinación lineal con el estado) de la neurona dinámica.
wb(t) ∈ <2= peso sináptico (combinación lineal con la entrada) de la neurona dinámica.
θ(t) ∈ <2= umbral de la neurona dinámica.
y(t) = x(t) ∈ C ⊂ Ω= estado de la neurona dinámica.

Observación 1. Nótese que el sistema (3.1) tiene disponible el estado a la salida y es un
escalar acotado, en otras palabras, y(t) = x(t) ∈ C ⊂ Ω. La estructura neuronal recibe las señales
de entrada y salida de forma paralela al sistema que se desea aproximar.

Observación 2. Nótese que el término neuronal tanh (v1(t)− v2(t)) en (3.1) plantea una di-
ferencia del vector de argumento v(t), esto con el fin de darle más holgura a los espacios nulos, en
otros palabras, el argumento de la tangente hiperbólica sólo se anulará cuando v1(t)− v2(t) = 0.

3.1.1. Puntos de equilibrio de la neurona artificial dinámica

Para calcular los puntos de equilibrio de la neurona artificial dinámica presentada en (3.1),
se procede a igualar la derivada de la neurona a cero, como se desarrolla a continuación. Dicho
desarrollo da origen a la observación 3.

ẋ(t) = − 1
τp
x(t) + 1

τp
α · tanh(v1(t)− v2(t)),

0 = − 1
τp
x+ 1

τp
α · tanh((v1(t)− v2(t)))|(v1(t)−v2(t))=vo ,

despejando τp se tiene que

−x+ α · tanh(vo) = 0,

x0 = α · tanh(v0).

Observación 3. El punto de equilibrio para la neurona artificial propuesta se expresa como

x0 = α · tanh(v0),

en otras palabras, el valor final para la neurona artificial dinámica depende directamente del
valor v0 evaluado dentro de la función de activación, multiplicado por la amplitud.
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3.1.2. Constante de tiempo τp

La constante de tiempo τp es un parámetro importante en la estructura neuronal propuesta
en (3.1), ya que es un indicador de la velocidad de reacción de la neurona artificial dinámica
ante una señal de excitación. Explicado de otra forma quiere decir que, entre más pequeño
sea este parámetro, la neurona artificial dinámica alcanzará su valor final (punto de equilibrio)
más rápido. Para aplicar la teoría de control clásico, se procede a analizar la neurona artificial
dinámica (3.1) en la región lineal, donde tanh(v) = v, quedando un sistema de la forma

ẋ = − 1
τp
x+ 1

τp
α · v, (3.2)

entonces por retroalimentación del estado v = kx, se analiza si es posible modificar τp, dicho de
otra manera, obtener un sistema de la forma (3.3)

ẋ ∼= −
1
τd
x, (3.3)

Sustituyendo la ley de control v en (3.2) se tiene que

ẋ ∼= −
1
τp
x+ 1

τp
α · kx ∼=

−x+ α · kx
τp

, (3.4)

desarrollando la ecuación (3.4) y agrupando términos queda de la forma:

ẋ ∼=
(−1 + α · k)x

τp
.

Como el propósito de esta ley de control es llegar a un sistema de la forma expresado en
(3.3), es decir, un sistema autónomo. El sistema queda de la forma expresado en (3.5)

ẋ ∼= −
(1− α · k)

τp
x, (3.5)

ya que el objetivo es analizar la constante de tiempo deseada τd del sistema, se compara la
ecuación (3.3) con la ecuación (3.5), y realizando la analogía del recíproco de τd queda expresado
como se muestra en (3.6)

1
τd

= 1− α · k
τp

> 0, (3.6)

despejando τd queda de la siguiente forma expresado en (3.7)

τd = τp
1− α · k > 0. (3.7)

La primer restricción que se genera al estar tratando con la constante de tiempo del sistema
es que τp > 0, de igual manera para que se siga cumpliendo que τd > 0 surge la restricción de
que α ·k < 1. Realizando las manipulaciones matemáticas correspondientes de esta desigualdad,
se puede obtener la forma de la ganancia k, como se expresa en la ecuación (3.8)

α · k < 1,

k <
1
α
. (3.8)
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El propósito de este análisis es definir cómo es la constante de tiempo deseada del sistema,
o sea, describir el intervalo en el que se encuentra el valor mínimo y el valor máximo que puede
tomar, dicho de otra manera, τd < τd < τd. Así que se define el intervalo de la ganancia k como
se expresa en (3.9)

−∞ < k <
1
α
, (3.9)

de (3.7) se evalúa el límite cuando la ganancia k tiende a los valores del intervalo de (3.9) como
se expresa en (3.10) y (3.11)

ĺım
k→−∞

τd = ĺım
k→−∞

τp
1− αk = τp

∞
= 0, (3.10)

ĺım
k→ 1

α

τd = ĺım
k→ 1

α

τp
1− αk = τp

0 =∞. (3.11)

El denominador obtiene su valor más pequeño cuando la ganancia k tiende a su valor más
grande. El denominador obtiene su valor más grande cuando la ganancia k tiende a su valor
más pequeño, es decir la constante de tiempo deseada del sistema puede ser tan grande como se
quiera y tan chica como se necesite, pero sin llegar a ser cero, como se expresa en (3.12)

0 < τd <∞. (3.12)

Se puede concluir que la constante de tiempo del sistema puede ser tan grande y tan chica
como se quiera, sin llegar a ser cero o un valor negativo. Realizando la analogía con la neurona
artificial dinámica propuesta, el peso sináptico que retroalimenta el estado se encargará de
modificar la velocidad de respuesta de la neurona, sin la necesidad de ajustar la constante de
tiempo τp durante el entrenamiento.

3.2. Teorema para aproximación de sistemas

Con el uso de la estructura neuronal propuesta en (3.1) y las herramientas de base que se ci-
taron en el marco teórico se fórmula el teorema 3.1 con m = 1, esto es, con entrada escalar, dicho
así, el problema consiste en obtener un modelo entrada salida que desriba el comportamiento de
distintos tipos de sistemas. En la figura 3.2.1 se muestra un esquema general del trabajo de tesis.
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Figura 3.2.1: Esquema General

Teorema 3.1. Considere un sistema en el que se tiene acceso al par de datos entrada-salida,
el cual es aproximado por

∑
φ (3.1) y a su vez la suposición 1 se satisface, sí se selecciona la ley

de aprendizaje dinámica
∑

Ψ (3.13) como

∑
Ψ

:



ẇa(t) := µwa

[
1
−1

]
· x(t)·z(t)·ey(t)

τp

ẇb(t) := µwb

[
1
−1

]
· u(t)·z(t)·ey(t)

τp

θ̇(t) := µθ

[
1
−1

]
· z(t)·ey(t)

τp

ż(t) := sech2(v1(t)− v2(t))

, (3.13)

donde las matrices de coeficientes de convergencia son simétricas y positivas definidas, estos es,

µwa = µTwa > 0,

µwb = µTwb > 0,

µθ = µTθ > 0,

entonces el error de aproximación ey(t) = yd(t)− y(t) es estable.
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3.3. Demostración del teorema para aproximación de sistemas

De igual forma para demostrar el teorema 3.1 se emplea un análisis estilo Lyapunov, en donde
como primer paso se selecciona a J(wa, wb, θ, t) la función candidata de Lyapunov siguiente

J = 1
2e

2
y(t), (3.14)

la función candidata presentada en (3.14) cumple las 2 primeras condiciones de estabilidad de
Lyapunov que son (3.15)

J(0) = 0,
J > 0.

(3.15)

Para calcular la derivada con respecto al tiempo de la función candidata de Lyapunov
J(wa, wb, θ, t) que depende de los parámetros a minimizar y el tiempo, se le aplica la regla
de la cadena dando como resultado (3.16)

J̇ = ∂J

∂wa
ẇa + ∂J

∂wb
ẇb + ∂J

∂θ
θ̇, (3.16)

posteriormente se procede a calcular el primer término del lado derecho de la igualdad presentada
en (3.16), que es

∂J

∂wa
ẇa,

para lo que se necesita desarrollar la siguiente regla de la cadena (3.17)

∂J

∂wa
= ∂J

∂ey
· ∂ey
∂y
· ∂y
∂v
· ∂v
∂wa

, (3.17)

así que desarrollando cada derivada parcial de (3.17) se obtiene el siguiente resultado

∂J

∂ey
= ∂

∂ey
(1
2e

2
y) = ey,

∂ey
∂y

= ∂

∂y
(yd − y) = −1,

invocando la regla de Leibniz de derivación bajo la integral, integral y derivada se intercambian
convenientemente para resolver la derivada parcial de la salida y(t) con respecto al vector v(t)
como se desarrolla a continuación

∂y

∂v(t) = ∂

∂v(t)

[∫ t

0

(
− 1
τp
x(β) + 1

τp
tanh(v1(β)− v2(β))

)
dβ

]
=

=
∫ t

0

 ∂

∂v(t)

(
− 1
τp
x(t) + 1

τp
tanh(v1(t)− v2(t))

)∣∣∣∣∣
t=β

 dβ =

= 1
τp

∫ t

0
(sech2(v1(β)− v2(β)) · [1, −1])dβ = 1

τp

∫ t

0
sech2(v1(β)− v2(β))dβ · [1, −1].

La siguiente derivada a resolver en la regla de la cadena es la derivada parcial del vector
v(t) con respecto al vector de pesos sinápticos wa(t), la solución es un campo vectorial mejor
conocido en el área de control automático como Jacobiano
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∂v

∂wa
= ∂(wa · x(t) + wb · u(t) + θ)

∂wa
= ∂(wa · x(t))

∂wa
=
[
∂v1
∂wa1

∂v1
∂wa2

∂v2
∂wa1

∂v2
∂wa2

]
=
[
x(t) 0

0 x(t)

]
= I·x(t) = diag2{x(t)}.

Posteriormente se sustituyen los resultados de cada derivada en la ecuación (3.17) quedando
como sigue

∂J

∂wa
= −ey

τp

∫ t

0
sech2(v1(β)− v2(β))dβ · [1, −1] · diag2{x(t)}.

Nótese que la variable z se define en la ley de aprendizaje (3.13) como

z :=
∫ t

0
sech2(v1(β)− v2(β))dβ,

de modo que, se sustituye en ∂J
∂wa

y resulta (3.18)

∂J

∂wa
= −ey

τp
· z · [1, −1] · diag2{x(t)}. (3.18)

Retomando el primer término del lado derecho de la igualdad presentada en (3.16) y susti-
tuyendo el resultado obtenido en (3.18) se consigue que

∂J

∂wa
ẇa = −

(
x(t) · z(t) · ey(t)

τp
[1, −1]

)
· ẇa

a) ẇa se toma de la ley de aprendizaje presentada en (3.13),

b) µwa = µTwa > 0,

por lo tanto resulta en un término cuadrático ponderado por una matriz simétrica, positiva
definida y además la ecuación presenta un signo negativo, lo que implica que

∂J

∂wa
ẇa = −

(
x(t) · z(t) · ey(t)

τp
[1, −1]

)
µwa

([
1
−1

]
· x(t) · z(t) · ey(t)

τp

)
≤ 0,

es decir,

∂J

∂wa
ẇa ≤ 0

de tal forma que la ecuación presentada en (3.16) se puede expresar como (3.19)

J̇ ≤ ∂J

∂wb
ẇb + ∂J

∂θ
θ̇ (3.19)

Continuando con el primer término de la inecuación (3.19) se arranca a calcular la regla de
la cadena, dicho de otro modo (3.20)

∂J

∂wb
= ∂J

∂ey
· ∂ey
∂y
· ∂y
∂v
· ∂v
∂wb

. (3.20)
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Partiendo de las derivadas parciales resueltas en (3.17) se sigue a calcular la derivada parcial
restante, dicho de otra manera

∂v

∂wb
= ∂(wa · x(t) + wb · u(t) + θ)

∂wb
= ∂

∂wb
(wb·u(t)) =

[
∂v1
∂wb1

∂v1
∂wb2

∂v2
∂wb1

∂v2
∂wb2

]
=
[
u(t) 0

0 u(t)

]
= I·u(t) = diag2{u(t)},

al realizar las sustituciones correspondientes en (3.20) resulta (3.21)

∂J

∂wb
= −ey

τp
· z · [1, −1] · diag2{u(t)}. (3.21)

Así que abordando el primer término de lado derecho de la inecuación (3.19) y sustituyendo
los resultados obtenidos en (3.21) se tiene que

∂J

∂wb
ẇb = −

(
u(t) · z(t) · ey(t)

τp
[1, −1]

)
· ẇb

a) ẇb se toma de la ley de aprendizaje presentada en (3.13),

b) µwb = µTwb > 0,

por lo tanto resulta en un término cuadrático ponderado por una matriz simétrica, positiva
definida y además la ecuación presenta un signo negativo, lo que implica que

∂J

∂wb
ẇb = −

(
u(t) · z(t) · ey(t)

τp
[1, −1]

)
µwb

([
1
−1

]
· u(t) · z(t) · ey(t)

τp

)
≤ 0,

en otras palabras

∂J

∂wb
ẇb ≤ 0,

en consecuencia la inecuación (3.19) se puede reescribir como (3.22)

J̇ ≤ ∂J

∂θ
θ̇. (3.22)

Finalmente se calcula el último gradiente para completar la siguiente regla de la cadena concer-
niente al término restante del lado derecho de la inecuación (3.22) que es (3.23)

∂J

∂θ
= ∂J

∂ey
· ∂ey
∂y
· ∂y
∂v
· ∂v
∂θ
, (3.23)

o sea,

∂v

∂θ
= ∂(wa · x(t) + wb · u(t) + θ)

∂θ
= ∂

∂θ
(θ) =

[
∂v1
∂θ1

∂v1
∂θ2

∂v2
∂θ1

∂v2
∂θ2

]
=
[
1 0
0 1

]
= I = diag2{1},

que al sustituir en (3.23) resulta (3.24)
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∂J

∂θ
= −ey

τp
· z · [1, −1] · diag2{1}. (3.24)

Retomando la inecuación (3.22) se sustituyen los valores de los gradientes previamente cal-
culados en (3.24) y se obtiene que

J̇ ≤ −
(
x(t) · z(t) · ey(t)

τp
[1, −1]

)
· θ̇

a) θ̇ se toma de la ley de aprendizaje presentada en (3.13),

b) µθ = µTθ > 0,

por lo tanto resulta en un término cuadrático ponderado por una matriz simétrica, positiva
definida y además la inecuación presenta un signo negativo, lo que implica que

J̇ ≤ −
(
z(t) · ey(t)

τp
[1, −1]

)
µθ

([
1
−1

]
· z(t) · ey(t)

τp

)
≤ 0.

Con lo que se garantiza que la derivada con respecto al tiempo de la función candidata de
Lyapunov es semidefinida negativa, dicho de otra forma (3.25)

J̇ ≤ 0, (3.25)

en consecuencia se concluye que el error de aproximación ey(t) = yd(t)− y(t) es estable.
Por lo que queda demostrado el teorema. �

3.4. Observaciones del Teorema 3.1

A continuación se enlistan una serie de observaciones derivadas del teorema 3.1 y su demos-
tración.

Observación 4. Nótese que en el caso más simple las matrices de coeficientes de conver-
gencia µwa , µwb , µθ pueden ser reducidas a una constante positiva µ0 postmultiplicado por una
matriz identidad, dando como resultado un sistema simplificado.

Observación 5. Nótese que la estructura neuronal (3.1) analizada con múltiples entradas,
esto quiere decir que m 6= 1, se modifica de la siguiente manera, donde la combinación lineal
de las entradas u(t) ∈ Ωm con el peso sináptico Wb(t) ∈ <2×m ahora pasa a ser una matriz de
pesos sinápticos, dando como resultado la ley de aprendizaje presentada en (3.26).
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∑
Ψ2

:



ẇa(t) := µwa

[
1
−1

]
· x(t)·z(t)·ey(t)

τp

Ẇb(t) := µwb

[
1
−1

]
u(t)T · z(t)·ey(t)

τp

θ̇(t) := µθ

[
1
−1

]
· z(t)·ey(t)

τp

ż(t) := sech2(v1(t)− v2(t))

(3.26)

Observación 6. Nótese que mediante una manipulación algebraica (Anexo B) se puede
concluir que el error es estable y además acotado, esto quiere decir que

ĺım
t→∞
|ey(t)| <∞. (3.27)

3.5. Metodología propuesta para aproximación de sistemas

En esta sección se anexa una breve descripción de la metodología propuesta para la aproxi-
mación de sistemas utilizando una neurona artificial dinámica.

3.5.1. Pasos para aproximación de sistemas

A continuación se presentan una serie de pasos a seguir para realizar la aproximación de sis-
temas estáticos y dinámicos, explicadas a detalle con sus respectivas bifurcaciones para decisión.

Paso 1.- Inicio.

Paso 2.- Datos de entrada y salida: Generar la señal de entrada y salida acotados
mediante un experimento directo con el sistema que se desea aproximar.

Paso 3.- Etapa de aprendizaje: Se basa en encontrar los parámetros entrenados de
la estructura neuronal propuesta, se propone una matriz de coeficientes de convergencia
simétrica y positiva definida, y con condiciones iniciales propuestas por el usuario.

Paso 4.- Evaluación del desempeño: Se basa en realizar mediciones del error genera-
do entre el sistema que se está aproximando y la neurona artificial dinámica. El criterio
de desempeño se encuentra relajado, ya que es particular para cada sistema que se desee
aproximar.

¿Se presentan oscilaciones relevantes en el error de aproximación?
Sí: Ir al paso 3.
No: Ir al paso 5.

Paso 5.- Obtención del modelo: Si el criterio de desempeño es bueno, en otras palabras,
que se obtenga un error de aproximación estable y acotado. Se obtiene el modelo con la
neurona artificial dinámica, es decir, con los parámetros entrenados

J(w∗a) = mı́n
wa
{J(wa)},
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J(w∗b ) = mı́n
wb
{J(wb)},

J(θ∗) = mı́n
θ
{J(θ)}.

Dicho de otra forma, el modelo que aproxima la salida de la neurona artificial dinámica a
la salida deseada del sistema (3.28).

∑
φe

:



ẋ(t) = − 1
τp
x(t) + 1

τp
α tanh(v1(t)− v2(t))

v(t) =
[
v1(t)
v2(t)

]
= w∗a · x(t) + w∗b · u(t) + θ∗

y(t) = x(t)

=⇒ y(t) ∼= yd(t) (3.28)

Paso 6.-Fin.
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Simulaciones

En este capítulo se presenta, como primer caso de estudio, la aproximación de un sistema
estático lineal con la neurona artificial dinámica. Como segundo caso, la aproximación de un
sistema estático no lineal. Como tercer y cuarto caso, la aproximación de un sistema dinámico
lineal y no lineal respectivamente. Como quinto caso de estudio se realizó la aproximación de
un sistema estático no lineal con múltiples entradas, que corresponde a una compuerta lógica
AND. Por último se presenta la aproximación de la dinámica de un biorreactor, con datos
experimentales obtenidos directamente de un experimento con la planta. Esto con el fin de
verificar el correcto funcionamiento en la aplicación del teorema 3.1, para realizar el modelado
entrada-salida de sistemas estáticos y dinámicos.

4.1. Simulación 1: Aproximación de un sistema estático lineal

4.1.1. Objetivo de la simulación

Aproximar un sistema estático lineal con la neurona artificial dinámica propuesta para este
trabajo de tesis y analizar la convergencia de la ley de aprendizaje presentada en (3.13).

4.1.2. Configuración de la simulación

En la siguiente simulación se usó el método de integración de Euler, con un paso de integra-
ción Te = 0.001. Los sistemas que se utilizaron para la simulación son los expresados en (3.1) y
(3.13) para aproximar (4.1)

yd(t) = −0.5 · u(t). (4.1)

Los valores utilizados para los parámetros en la simulación son los siguientes:
τp = 0.001,
µwa = diag2{1× 10−7},
µwb = diag2{2× 10−7},
µθ = diag2{3× 10−7},
α = 100.

En la figura 3.2.1 se presenta el esquema general utilizado para la simulación con la variante
de la ecuación (4.1) que sustituye el bloque de "Sistema". La simulación se llevó a cabo mediante
el software Simulink de MatLab.

4.1.3. Desarrollo de la simulación

Las condiciones iniciales para la simulación se inicializan en cero, posteriormente en la figura
4.1.1 se presenta la señal utilizada para entrenar la neurona artificial dinámica.

31
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Figura 4.1.1: Señal de entrenamiento

Se realizó el entrenamiento de la NAD para aproximar la función estática de la ecuación
(4.1). En la figura 4.1.2, el perfil rojo corresponde a la función estática la cual es la salida desea-
da del sistema que se busca aproximar, y el perfil negro es la neurona artificial dinámica durante
su etapa de entrenamiento, donde se puede observar que las dos señales se empalman en 30
segundos aproximadamente, que es cuando se logra el ajuste de los pesos sinápticos.

Tiempo (s)

0 5 10 15 20 25 30 35 40

A
m

p
lit

u
d

-0.6

-0.4

-0.2

0

0.2

0.4

0.6
Comparación

Sistema Estático

Neurona Dinámica

Figura 4.1.2: Aprendizaje de la neurona dinámica

En la figura 4.1.3 se muestra el entrenamiento y ajuste de los pesos sinápticos de la NAD,
donde se puede notar que aproximadamente en 30s los pesos sinápticos convergen a un valor
constante, en otras palabras, a los parámetros entrenados de la NAD.
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Figura 4.1.3: Convergencia de los pesos sinápticos

Por último en la figura 4.1.4 se observa el error de aproximación, el cual presenta la carac-
terística de ser asintótico y estable.
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Figura 4.1.4: Error de entrenamiento

A continuación se presentan los valores de los pesos sinápticos entrenados que lograron la
aproximación de la función estática lineal

w∗a =
[
w∗a1
w∗a2

]
=
[

2.842123699599547× 10−4

−2.842123699599547× 10−4

]
w∗b =

[
w∗b1
w∗b2

]
=
[
−0.002352397648752

0.002352397648752

]
θ∗ =

[
θ∗1
θ∗2

]
=
[
−5.974726358311638× 10−6

5.974726358311638× 10−6

]
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En la figura 4.1.5 y la figura 4.1.6 se presentan señales de validación, para evaluar el desem-
peño de la neurona artificial dinámica. Como se puede apreciar en la figura 4.1.7 se realizó una
comparación en lazo abierto de la neurona artificial dinámica y la función estática lineal, esto
con la señal de entrada 1 (4.1.1) utilizada para el entrenamiento, con lo que se observa el ajuste
preciso de la neurona dinámica a la trayectoria de la función estática lineal.
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Figura 4.1.5: Señal de validación 1
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Figura 4.1.6: Señal de validación 2
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Figura 4.1.7: Respuesta a la entrada de entrenamiento

En la figura 4.1.8 se realiza la segunda prueba en lazo abierto, donde se utilizó la señal de
entrada 2 (4.1.5) de validación, con lo que se reafirma el ajuste de la neurona artificial dinámica
al tren de pulsos cuadrado.
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Figura 4.1.8: Respuesta a la entrada 2

Por último en la figura 4.1.9 se visualiza la última prueba en lazo abierto, donde la NAD
ajusta la trayectoria de la función estática lineal regido por la señal de entrada 3 (4.1.6).
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Figura 4.1.9: Respuesta a la entrada 3

4.1.4. Conclusión de la simulación

Se realizó un análisis de la convergencia del error, el cual es asintóticamente estable, con lo
que se demuestra que la neurona artificial dinámica puede aproximar una función estática lineal.
El sistema entrenado

∑
φe1 es el modelo matemático de una función estática lineal como la que

se muestra en la figura 4.1.10.

∑
φe1

:



ẋ(t) = − 1
0.001x(t) + 1

0.001100 · tanh(v1(t)− v2(t))

[
v1(t)
v2(t)

]
=
[

2.84× 10−4

−2.84× 10−4

]
· x(t) +

[
−0.0023

0.0023

]
· u(t) +

[
−5.97× 10−6

5.97× 10−6

]

y(t) = x(t)

(4.2)

Figura 4.1.10: Función estática lineal.

Por lo tanto se puede concluir que y(t) ∼= yd(t) para una entrada u(t) como la que se muestra
en 4.1.1, 4.1.5 y 4.1.6.
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4.2. Simulación 2: Aproximación de un sistema estático no lineal

4.2.1. Objetivo de la simulación

Aproximar un sistema estático no lineal con la neurona artificial dinámica propuesta para
este trabajo de tesis y analizar la convergencia de la ley de aprendizaje presentada en (3.13).

4.2.2. Configuración de la simulación

En la siguiente simulación se usó el método de integración de Euler, con un paso de integra-
ción Te = 0.001. Los sistemas que se utilizaron para la simulación son los expresados en (3.1) y
(3.13), para aproximar el comparador de la ecuación (4.3)

yd(t) =


0.8, Sen(t) > 0.2

0.0, Sen(t) ≤ 0.2
. (4.3)

Los valores utilizados para los parámetros en la simulación son los siguientes:
τp = 0.001,
µwa = diag2{1× 10−9},
µwb = diag2{2× 10−9},
µθ = diag2{3× 10−9},
α = 100.

En la figura 3.2.1 se presenta el esquema general utilizado para la simulación con la diferencia
de la ecuación (4.3) que sustituye el bloque de "Sistema". La simulación se llevó a cabo mediante
el software Simulink de MatLab.

4.2.3. Desarrollo de la simulación

Se inicializó con condiciones iniciales igual a cero, y se utilizó una señal de excitación u(t) =
Sen(t) como la mostrada en la figura 4.2.1.
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Figura 4.2.1: Señal de entrada

En la figura 4.2.2 se presenta el entrenamiento de la neurona artificial dinámica tratando de
aproximar el comparador expresado en (4.3), ya que el criterio de aproximación se encuentra
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relajado, entonces la neurona artificial dinámica logra aproximar el comparador debido a que
la respuesta en alto se puede interpretar como un 0.8 y la respuesta en 0 se puede interpretar
como un bajo.
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Figura 4.2.2: Aprendizaje de la neurona dinámica 2

En la figura 4.2.3 se muestra como los pesos sinápticos evolucionan en el tiempo para ajustar
a la salida deseada del comparador, los cuales permanecen oscilando acotados en una región,
por lo que se puede tomar el último valor de pesos sinápticos como los valores entrenados para
la NAD.
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Figura 4.2.3: Convergencia de los pesos sinápticos 2

Por último en la figura 4.2.4 se presenta el error de entrenamiento, donde se visualiza una
convergencia estable y acotada.
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Figura 4.2.4: Error de entrenamiento 2

Los pesos sinápticos entrenados de la neurona artificial dinámica que lograron el ajuste a la
trayectoria deseada, que es la salida del comparador son los siguientes:

w∗a =
[
w∗a1
w∗a2

]
=
[

3.706241917995522× 10−4

−3.706241917995522× 10−4

]

w∗b =
[
w∗b1
w∗b2

]
=
[

0.002228946314657
−0.002228946314657

]

θ∗ =
[
θ∗1
θ∗2

]
=
[

0.001995854155572
−0.001995854155572

]
Como se puede apreciar en la figura 4.2.5 se realizó una comparación en lazo abierto de

la neurona artificial dinámica contra la función estática no lineal, esto con la señal de entrada
(4.2.1) utilizada para el entrenamiento, con lo que se observa el error de la NAD en el perfil
negro, a diferencia de la trayectoria de la función estática no lineal en el perfil azul.
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Figura 4.2.5: NAD vs Función Estática No Lineal
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4.2.4. Conclusión de la simulación

Se realizó un análisis de la convergencia del error, donde se puede concluir que es estable
y acotado tal como lo indica el teorema 3.1, con lo que se demuestra que la neurona artificial
dinámica puede aproximar un sistema estático altamente no lineal, es decir, los pesos sinápticos
evolucionan en el tiempo para ajustar la trayectoria deseada. En el sistema (4.4) se presenta
el modelo matemático, para la señal de entrada u(t) = Sen(t) de un comparador como el
presentado en la figura 4.2.6.

∑
φe2

:



ẋ(t) = − 1
0.001x(t) + 1

0.001100 · tanh(v1(t)− v2(t))

[
v1(t)
v2(t)

]
=
[

3.70×−4

−3.70×−4

]
· x(t) +

[
0.0022
−0.0022

]
· u(t) +

[
0.0019
−0.0019

]

y(t) = x(t)

(4.4)

Figura 4.2.6: Función estática no lineal.

Por lo tanto se puede concluir que y(t) ∼= yd(t), para una entrada u(t) = Sen(t).

4.3. Simulación 3: Aproximación de un sistema dinámico lineal

4.3.1. Objetivo de la simulación

Aproximar un circuito RC con la neurona artificial dinámica (3.1) propuesta para este trabajo
de tesis y analizar la convergencia de la ley de aprendizaje calculada en (3.13).

4.3.2. Configuración de la simulación

En la siguiente simulación se usó el método de integración de Euler, con un paso de integra-
ción Te = 0.001. Los sistemas que se utilizaron para la simulación son los expresados en (3.1) y
(3.13) para aproximar el sistema dinámico de la ecuación (4.5)

∑
LTI

:


v̇c(t) = − 1

RC vc(t) + 1
RC vin(t)

yd(t) = vc(t)
. (4.5)

Los valores utilizados para los parámetros en la simulación son los siguientes:
τp = 0.001,
µwa = diag2{1× 10−9},
µwb = diag2{2× 10−9},
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µθ = diag2{3× 10−9},
RC = 1

100 ,
α = 100.

En la figura 3.2.1 se presenta el esquema general utilizado para la simulación con la diferencia
de la sustitución del bloque "Sistema"por la ecuación (4.5). La simulación se llevó a cabo mediante
el software Simulink de MatLab.

4.3.3. Desarrollo de la simulación

Las condiciones iniciales para la simulación son cero, posteriormente en la figura 4.3.1 se
presenta la señal utilizada para entrenar la neurona dinámica, es decir, u(t) = vin(t) = sen (t).
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Figura 4.3.1: Señal senoidal de entrenamiento

Se realizó el entrenamiento de la neurona para aproximar el circuito RC de la ecuación (4.5).
En la figura 4.3.2, el perfil magenta corresponde al voltaje del capacitor el cual es la salida
deseada del sistema y el perfil negro es la neurona artificial dinámica durante su etapa de en-
trenamiento, donde se aprecia que en 200 segundos aproximadamente logra el ajuste a la salida
deseada.
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Figura 4.3.2: Aprendizaje de la neurona dinámica 3

En la figura 4.3.3 se muestra el entrenamiento y ajuste de los pesos sinápticos de la neurona
artificial dinámica, donde se puede notar que aproximadamente en 200s los pesos convergen a
un valor constante, lo que significa que la NAD esta entrenada. Por último en la figura 4.3.4 se
observa el error de entrenamiento, donde se demuestra que converge a cero en el mismo tiempo.
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Figura 4.3.3: Convergencia de los pesos sinápticos 3
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Figura 4.3.4: Error de entrenamiento 3

Los parámetros de la neurona artificial dinámica que lograron el ajuste de la trayectoria
deseada son los siguientes:

w∗a =
[
w∗a1
w∗a2

]
=
[

9.192341377903742× 10−4

−9.192341377903742× 10−4

]

w∗b =
[
w∗b1
w∗b2

]
=
[

0.004086028310422
−0.004086028310422

]

θ∗ =
[
θ∗1
θ∗2

]
=
[

6.299211058579984× 10−6

−6.299211058579984× 10−6

]

En la figura 4.3.5 se presenta la entrada 2 la cual se utilizó como señal de validación, a su
vez, en la figura 4.3.6 se observa la entrada 3 que también es usada como señal de validación,
todo esto con el fin de evaluar el desempeño de la neurona artificial dinámica entrenada ante
diferentes señales de excitación.



Capítulo 4. Simulaciones 44

Tiempo (s)

0 50 100 150

A
m

p
lit

u
d

0

0.05

0.1

0.15

0.2

0.25

0.3

0.35

0.4
Entrada 2

Figura 4.3.5: Tren de pulsos cuadrado para validar
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Figura 4.3.6: Cresta de sierra para validar

Como se puede apreciar en la figura 4.3.7 se realizó una comparación en lazo abierto de la
neurona dinámica contra el circuito RC, esto con la señal de entrada 1 (4.3.1) utilizada para
el entrenamiento, con lo que se observa el ajuste preciso de la neurona artificial dinámica en el
perfil negro, a la trayectoria del circuito RC en el perfil magenta.
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Figura 4.3.7: Respuesta a la señal senoidal

En la figura 4.3.8 se realiza la segunda prueba en lazo abierto, donde se utilizó la señal de
entrada 2 (4.3.5) de validación, que es un tren de pulsos cuadrado con distinta amplitud, con lo
que se reafirma el ajuste de la neurona artificial dinámica al tren de pulsos cuadrado.
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Figura 4.3.8: Respuesta al tren de pulsos cuadrado

Por último en la figura 4.3.9 se visualiza la última prueba en lazo abierto, donde la neurona
artificial dinámica ajusta la trayectoria del circuito RC regido por la señal de entrada 3 (4.3.6).
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Figura 4.3.9: Respuesta a la cresta de sierra

4.3.4. Conclusión de la simulación

Se realizó un análisis de la convergencia del error, el cual resulta siendo estable y asintótico,
con lo que se demuestra que la neurona artificial dinámica puede aproximar un circuito RC. En
el sistema (4.6) se presenta el modelo matemático de un circuito RC como el que se muestra en
la figura 4.3.10.

∑
φe3

:



ẋ(t) = − 1
0.001x(t) + 1

0.001100 · tanh(v1(t)− v2(t))

[
v1(t)
v2(t)

]
=
[

9.19× 10−4

−9.19× 10−4

]
· x(t) +

[
0.004
−0.004

]
· u(t) +

[
6.29× 10−6

−6.29× 10−6

]

y(t) = x(t)

(4.6)

Figura 4.3.10: Circuito RC

Por lo tanto se puede concluir que y(t) ∼= yd(t) para una entrada u(t) como la que se muestra
en 4.3.1, 4.3.5 y 4.3.6.

4.4. Simulación 4: Aproximación de un sistema dinámico no lineal

4.4.1. Objetivo de la simulación

Aproximar un sistema dinámico no lineal con la neurona artificial dinámica propuesta para
este trabajo de tesis y analizar la convergencia de la ley de aprendizaje presentada en (3.13).
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4.4.2. Configuración de la simulación

En la siguiente simulación se usó el método de integración de Euler, con un paso de integra-
ción Te = 0.001. Los sistemas que se utilizaron para la simulación son los expresados en (3.1) y
(3.13) para aproximar el sistema dinámico no lineal de la ecuación (4.7)

∑
SNL

:


ẇ(t) = −k · w2(t) + ku(t)

yd(t) = w(t)
. (4.7)

Los valores utilizados para los parámetros en la simulación son los siguientes:
τp = 0.001,
µwa = diag2{1× 10−8},
µwb = diag2{2× 10−8},
µθ = diag2{3× 10−8},
α = 10,
k = 1

0.1 .

En la figura 3.2.1 se presenta el esquema general utilizado para la simulación con la diferencia
de la sustitución del bloque "Sistema"por la ecuación (4.7). La simulación se llevó a cabo mediante
el software Simulink de MatLab.

4.4.3. Desarrollo de la simulación

Las condiciones iniciales para la simulación son cero, posteriormente en la figura 4.4.1 se
presenta la onda cuadrada construida para u(t).

Tiempo (s)

0 200 400 600 800 1000 1200 1400 1600 1800 2000

A
m

p
lit

u
d

0

0.5

1

1.5

2

2.5

3

3.5

4

4.5

5
Entrada

Figura 4.4.1: Tren de pulsos cuadrado

En la figura 4.4.2 se presenta la comparación de la neurona artificial dinámica en el perfil
negro, y el sistema dinámico no lineal en el perfil magenta durante la etapa de entrenamiento,
con lo que se observa que en 600 segundos aproximadamente se aproxima a la salida deseada.
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Figura 4.4.2: Aprendizaje de la neurona dinámica 4

En la figura 4.4.3 se muestra la convergencia de los pesos sinápticos y su evolución en el
tiempo hasta converger a un valor constante, lo que significa que la neurona artificial dinámica
se ha entrenado.
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Figura 4.4.3: Convergencia de los pesos sinápticos 4

En la figura 4.4.4 se puede notar el error de aproximación, el cual es prácticamente cero a
partir del segundo 400.
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Figura 4.4.4: Error de entrenamiento 4
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Los pesos sinápticos entrenados de la neurona artificial dinámica que lograron el ajuste de
la trayectoria deseada son los siguientes:

w∗a =
[
w∗a1
w∗a2

]
=
[

0.002298042908200
−0.002298042908200

]

w∗b =
[
w∗b1
w∗b2

]
=
[

0.021706467074134
−0.021706467074134

]

θ∗ =
[
θ∗1
θ∗2

]
=
[

5.062248931664592× 10−5

−5.062248931664592× 10−5

]

Como se puede apreciar en la figura 4.4.5 se realizó una comparación en lazo abierto de la
neurona dinámica entrenada en el perfil negro, contra el sistema dinámico no lineal en el perfil
magenta, esto con la señal de entrada (4.4.1) utilizada para el entrenamiento, con lo que se
observa el ajuste preciso de la neurona artificial dinámica a la trayectoria del sistema dinámico
no lineal.
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Figura 4.4.5: Neurona entrenada

4.4.4. Conclusión de la simulación

Se realizó un análisis de la convergencia del error, donde se verifica su estabilidad tal como se
demostró en el teorema 3.1, lo que significa que la neurona artificial dinámica puede aproximar
un sistema dinámico no lineal afín con la entrada (4.7). En el sistema (4.8) se presenta el modelo
matemático con la señal de entrada que se muestra en la figura 4.4.1, que representa la dinámica
de un sistema no lineal afín con la entrada como el que se muestra en la figura 4.4.6.
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∑
φe4

:



ẋ(t) = − 1
0.001x(t) + 1

0.00110 · tanh(v1(t)− v2(t))

[
v1(t)
v2(t)

]
=
[

0.0022
−0.0022

]
· x(t) +

[
0.0217
−0.0217

]
· u(t) +

[
5.06× 10−5

−5.06× 10−5

]

y(t) = x(t)

(4.8)

Figura 4.4.6: Sistema no lineal

Por lo tanto se puede concluir que y(t) ∼= yd(t) para una entrada u(t) como la que se muestra en
(4.4.1).

4.5. Simulación 5: Aproximación de un sistema estático no lineal con múlti-
ples entradas

4.5.1. Objetivo de la simulación
Aproximar una compuerta AND con la neurona artificial dinámica propuesta para este trabajo de

tesis y analizar la convergencia de la ley de aprendizaje presentada en (3.26).

4.5.2. Configuración de la simulación
En la siguiente simulación se usó el método de integración de Euler, con un paso de integración

Te = 0.001. Los sistemas que se utilizaron para la simulación son los expresados en (3.1) y (3.26) para
aproximar la compuerta lógica que se muestra en la tabla 4.5.1.

u1 u2 yd
0 0 0
0 1 0
1 0 0
1 1 1

Tabla 4.5.1: Compuerta AND

Los valores utilizados para los parámetros en la simulación son los siguientes:
τp = 0.001,
µwa

= µwb
= µθ = diag2{1× 10−11},

α = 1000.

En la figura 3.2.1 se presenta el esquema general utilizado para la simulación con la diferencia de la
sustitución del bloque "Sistema"por la compuerta lógica de la tabla 4.5.1. La simulación se llevó a cabo
mediante el software Simulink de MatLab.
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4.5.3. Desarrollo de la simulación
Las condiciones iniciales para la simulación son cero, posteriormente en la figura 4.5.1 y 4.5.2 se

muestran las señales de entrenamiento 1 y 2 para entrenar la neurona artificial dinámica.

Tiempo (s)

0 50 100 150 200 250 300 350

A
m

p
lit

u
d

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

u
1
 

Figura 4.5.1: Señal de entrada 1
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Figura 4.5.2: Señal de entrada 2

En la figura 4.5.3 se observa el entrenamiento de la neurona artificial dinámica aproximando la
compuerta AND en un tiempo de 15000 segundos.
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Figura 4.5.3: Aprendizaje de la neurona dinámica 5

Por consiguiente en la figura 4.5.4 se presenta su error de entrenamiento, el cual se aproxima a cero.
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Figura 4.5.4: Error de entrenamiento 5

A su vez, en la figura 4.5.5 se muestra el ajuste de los parámetros de la neurona artificial dinámica
para el vector de pesos sinápticos wa, donde se verifica que llegan a un valor constante en 10000 segundos
aproximadamente.
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Figura 4.5.5: Entrenamiento de wa

En la figura 4.5.6 se visualiza la matriz de pesos sinápticos Wb, ya que se trata de un sistema con
múltiples entradas donde m = 2, por consiguiente la matriz Wb es de dimensiones 2× 2.
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Figura 4.5.6: Entrenamiento de wb

En la figura 4.5.7 se observa el comportamiento del vector de umbrales θ, los cuales dejan de moverse
en 10000 segundos aproximadamente.
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Figura 4.5.7: Entrenamiento de θ

Los parámetros de la neurona artificial dinámica que lograron el ajuste de la trayectoria deseada,
dicho de otra forma, los valores constantes a los que equivalen los pesos sinápticos entrenados son los
siguientes:

w∗a =
[
w∗a1
w∗a2

]
=
[

1.385620714398153× 10−4

−1.385620714398153× 10−4

]

W ∗b =
[
w∗b11

w∗b12
w∗b21

w∗b22

]
=
[

3.607937174417795× 10−4 1.684856444443993× 10−7

−3.607937174417795× 10−4 −1.684856444443993× 10−7

]

θ∗ =
[
θ∗1
θ∗2

]
=
[
−5.122709863361608× 10−14

5.122709863361608× 10−14

]

Como se puede apreciar en la figura 4.5.8 se realizó una comparación en lazo abierto de la neurona
artificial dinámica entrenada contra la compuerta AND, esto con la señal de entrada 1 (4.5.1) y la señal
de entrada 2 (4.5.2) utilizadas para el entrenamiento, con lo que se observa el ajuste preciso de la neurona
dinámica a la trayectoria de la compuerta AND.
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Figura 4.5.8: ND vs Compuerta AND

En la figura 4.5.11 se realiza una segunda prueba en lazo abierto, donde se utilizó la señal de entrada 1
(4.5.9) y la señal de entrada 2 (4.5.10) de validación, a pesar de ser señales distintas a las de entrenamiento,
la neurona artificial dinámica entrenada realiza la compuerta lógica AND sin problemas.
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Figura 4.5.9: Señal de entrada para validar 1
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Figura 4.5.10: Señal de entrada para validar 2
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Figura 4.5.11: ND vs Compuerta AND con señales de validación

4.5.4. Conclusión de la simulación
Se realizó un análisis de la convergencia del error, que resulta ser estable y acotado, como lo enuncia

el teorema 3.1. En el sistema (4.9) se presenta el modelo matemático de una compuerta AND (Figura
4.5.12).

∑
φe5

:



ẋ(t) = − 1
0.001x(t) + 1

0.001 1000 · tanh(v1(t)− v2(t))[
v1(t)
v2(t)

]
=
[

1.38× 10−4

−1.38× 10−4

]
· x(t) +

[
3.60× 10−4 1.68× 10−7

−3.60× 10−4 −1.68× 10−7

]
·
[
u1(t)
u2(t)

]
+
[
−5.12× 10−14

5.12× 10−14

]
y(t) = x(t)

(4.9)

Figura 4.5.12: Compuerta AND

Por lo tanto se puede concluir que y(t) ∼= yd(t) para una entrada u(t) =
[
u1(t)
u2(t)

]
como la que se

muestra en 4.5.1, 4.5.2, 4.5.9 y 4.5.10.

4.6. Simulación 6: Aproximación de la dinámica de un biorreactor híbrido
lecho fijo-fluidizante inverso con datos experimentales

4.6.1. Objetivo de la simulación
Realizar la aproximación con datos experimentales de un sistema no lineal con la neurona artificial

dinámica mostrada en (3.1).

4.6.2. Configuración de la simulación
En la siguiente simulación se usó el método de integración de Euler, con un paso de integración

Te = 0.001. Los sistemas que se utilizaron para la simulación son los expresados en (3.1) y (3.13) para
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aproximar el sistema dinámico correspondiente a los datos experimentales del biorreactor que se encuentra
en el Instituto Tecnológico de Orizaba. Se busca aproximar la dinámica de la demanda química de oxigeno
soluble (DQOs) a la salida, el cual esta expresado en gramos sobre litros (g/L). Los valores utilizados
para los parámetros en la simulación son los siguientes:
τp = 0.001,
µwa = µwb

= µθ = diag2{1× 10−7},
α = 100.

4.6.3. Desarrollo de la simulación
La entrada del sistema es la carga volumétrica aplicada (CVA) y sus unidades son gramos de demanda

química de oxigeno sobre litros por día (gDQO/L*d) y se presenta en la figura 4.6.1. Las condiciones
iniciales son cero, posteriormente se realizó el entrenamiento de la neurona para aproximar la demanda
química de oxigeno soluble (DQOs) a la salida.
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Figura 4.6.1: Entrada del sistema

En la figura 4.6.2, el perfil magenta corresponde a la demanda química de oxigeno soluble (DQOs) a
la salida de los datos experimentales obtenidos de la planta, el cual es la salida deseada del sistema y el
perfil negro es la neurona artificial dinámica durante su etapa de entrenamiento.
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Figura 4.6.2: Aprendizaje de la neurona dinámica 6

En la figura 4.6.3 se muestra el entrenamiento y ajuste de los parámetros de la neurona artificial
dinámica, los cuales tienden a un valor constante que son los pesos sinápticos entrenados.
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Figura 4.6.3: Convergencia de los pesos sinápticos 5

Por último en la figura 4.6.4 se observa el error de aproximación, donde se demuestra que converge a
cero en 4 días aproximadamente.
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Figura 4.6.4: Error de entrenamiento 6

Los parámetros entrenados de la neurona artificial dinámica que lograron el ajuste de la trayectoria
deseada son los siguientes:

w∗a =
[
w∗a1
w∗a2

]
=
[

0.001074598613058
−0.001074598613058

]

w∗b =
[
w∗b1
w∗b2

]
=
[

0.003022366019101
−0.00302236601910071

]

θ∗ =
[
θ∗1
θ∗2

]
=
[

6.931119455254878× 10−4

−6.931119455254878× 10−4

]

En la figura 4.6.5 se presenta la comparación en lazo abierta de la neurona artificial dinámica entre-
nada, contra los datos experimentales de la planta.
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Figura 4.6.5: Neurona dinámica entrenada

4.6.4. Conclusión de la simulación
Con la NAD es posible aproximar sistemas no lineales, ya que la ley de aprendizaje se encarga de

ajustar los parámetros de la neurona artificial dinámica conforme transcurre el tiempo.
En la ecuación 4.10 se muestra el modelo matemático de los datos experimentales que corresponden a
la dinámica del biorreactor, con lo que se hace a y(t) ∼= yd(t), donde la salida deseada es la demanda
química de oxigeno soluble.

∑
φe6

:



ẋ(t) = − 1
0.001x(t) + 1

0.001100 · tanh(v1(t)− v2(t))

[
v1(t)
v2(t)

]
=
[

0.0010
−0.0010

]
· x(t) +

[
0.0030
−0.0030

]
· u(t) +

[
6.93× 10−04

−6.93× 10−04

]

y(t) = x(t)

(4.10)
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Neurona Artificial Dinámica vs Red
Neuronal Artificial

En este capítulo se realizó una breve comparación de la neurona artificial dinámica propuesta en
este trabajo de investigación con una arquitectura de red neuronal artificial. Esto con el fin de verificar
el desempeño de la metodología propuesta en esta tesis, contra las metodologías de redes neuronales
existentes en la literatura.

Figura 5.0.1: Neurona artificial dinámica

En la figura 5.0.1 se presenta la estructura neuronal dinámica de este trabajo de tesis, y el modelo
matemático que la representa (5.1).

∑
φ

:



ẋ(t) = − 1
τp
x(t) + 1

τp
α tanh(v1(t)− v2(t))

v(t) =
[
v1(t)
v2(t)

]
= wa(t) · x(t) + wb(t) · u(t) + θ(t)

y(t) = x(t)

(5.1)

La ley de aprendizaje dinámica de la NAD se presenta en
∑

Ψ (5.2).
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∑
Ψ

:



ẇa(t) := µwa

[
1
−1

]
· x(t)·z(t)·ey(t)

τp

ẇb(t) := µwb

[
1
−1

]
· u(t)·z(t)·ey(t)

τp

θ̇(t) := µθ

[
1
−1

]
· z(t)·ey(t)

τp

ż(t) := sech2(v1(t)− v2(t))

, (5.2)

La cual se comparó con una arquitectura estática de red neuronal artificial 2-1 de una entrada, como
la mostrada en la figura 5.0.2.

Figura 5.0.2: RNA 2-1 de una entrada

El modelo matemático de la RNA se muestra en la ecuación 5.3

IIy1(t) = ϕ(IIw11(t)− ϕ(Iw11(t) · x1(t) +I w01(t)) +II w21(t) · ϕ(Iw12(t) · x1(t) +I w02(t)) +II w01(t))
(5.3)

y su ley de aprendizaje expresada en 5.4.

∑
AA

:


Iẇij(t) = −Iµij · ∂J

∂Iwij(t) , i = 1, 0; j = 1, 2.

IIẇi1(t) = −IIµi1 · ∂J
∂IIwi1(t) , i = 0, 1, 2.

(5.4)

5.1. Simulación 7. RNA y NAD aproximando una función estática lineal

5.1.1. Objetivo de la simulación
Comparar la RNA (5.3) contra la NAD (5.1) propuesta en este trabajo de tesis en la aproximación

de una función estática lineal (5.5).

5.1.2. Configuración de la simulación
En la siguiente simulación se usó el método de integración de Euler, con un paso de integración

Te = 0.001.
Los sistemas que se utilizaron para la simulación son los expresados en (5.1) y (5.3), con sus respectivas
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leyes de aprendizaje, para aproximar la función estática lineal presentada en 5.5

yd(t) = −0.3u(t) (5.5)

Los valores utilizados para los parámetros en la simulación son los siguientes:
τp = 0.001
µwa

= µwb
= µθ = diag2{1× 10−7}

α = 100
ϕ = tanh
IIµi1 = diag3{0.01}
Iµi1 = diag2{0.02}
Iµi2 = diag2{0.03}

5.1.3. Desarrollo de la simulación
En la figura 5.1.1 se muestra la señal de excitación para entrenar la NAD y la RNA, la cual corresponde

a una señal senoidal con amplitud de 1.
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Figura 5.1.1: Señal de excitación

En la figura 5.1.2 se muestra la comparación de la RNA y la NAD aproximando la función estática
lineal (5.5), en la cual se verifica que la RNA al ser estática su salida es instantánea, por lo que aproxima
en menor tiempo la función estática, por otro lado, la NAD se tarda aproximadamente 20 segundos pero
logra aproximar la función estática sin problemas.
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Figura 5.1.2: comparación

En la figura 5.1.3 se muestra el error de entrenamiento, en el que la RNA tiene un error muy cercano
a cero, y el error de la NAD oscila los primeros 20 segundos pero al final su convergencia es asintótica.
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Figura 5.1.3: Error de entrenamiento 7

5.1.4. Conclusión de la simulación
Se puede concluir que una RNA 2-1 de una entrada aproxima en menor tiempo una función estática

lineal, que la NAD propuesta en este trabajo de tesis, sin embargo como resultado final se obtiene un
error de entrenamiento asintótico tanto de la RNA como de la NAD.
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5.2. Simulación 8. RNA y NAD aproximando una función dinámica (Circuito
RC)

5.2.1. Objetivo de la simulación
Comparar la RNA (5.3) contra la NAD (5.1) propuesta en este trabajo de tesis en la aproximación

de un circuito RC (5.6).

5.2.2. Configuración de la simulación
En la siguiente simulación se usó el método de integración de Euler, con un paso de integración

Te = 0.001.
Los sistemas que se utilizaron para la simulación son los expresados en (5.1), su ley de aprendizaje (5.2),
y (5.3), con su ley de aprendizaje (5.4), para aproximar el circuito RC presentado en 5.6

∑
LTI

:


v̇c(t) = − 1

RC vc(t) + 1
RC vin(t)

yd(t) = vc(t)
(5.6)

Los valores utilizados para los parámetros en la simulación son los siguientes:
τp = 0.001
µwa = diag2{1× 10−9}
µwb

= diag2{2× 10−9}
µθ = diag2{3× 10−9}
α = 1
ϕ = tanh
IIµi1 = diag3{0.01}
Iµi1 = diag2{0.02}
Iµi2 = diag2{0.03}
RC = 10

5.2.3. Desarrollo de la simulación
En la figura 5.2.1 se muestra la señal de excitación para entrenar la NAD y la RNA, la cual corresponde

a un tren de pulsos cuadrado con amplitud de 0.5.
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Figura 5.2.1: Señal de excitación 2

En la figura 5.2.2 se muestra la comparación de la RNA y la NAD aproximando el sistema dinámico
lineal (5.6), en la cual se verifica que la RNA al ser estática su salida es instantánea, por lo que no logra
aproximar el circuito RC, por otro lado, la NAD se tarda aproximadamente 1000 segundos pero logra
aproximar el circuito RC.
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Figura 5.2.2: comparación 2

En la figura 5.2.3 se muestra el error de entrenamiento, en el que la RNA tiene un error de 0.3
aproximadamente, y el error de la NAD oscila los primeros 1000 segundos pero al final su convergencia
es estable y cercana a cero.
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Figura 5.2.3: Error de entrenamiento 8

5.2.4. Conclusión de la simulación
Se puede concluir que una RNA 2-1 de una entrada no puede aproximar un sistema dinámico, ya que

su respuesta es instantánea, por lo tanto no puede presentar comportamientos exponenciales suaves como
el que puede presentar un circuito RC. La solución es cambiar la RNA estática por una RNA dinámica
con su respectiva ley de aprendizaje. Dicho esto, la NAD propuesta en este trabajo de investigación
logra aproximar el circuito RC, y así se corrobora que no es necesario cambiar la estructura ni la ley de
aprendizaje para aproximar un sistema dinámico.
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Conclusiones

El modelado entrada-salida que se desarrolló en la metodología propuesta, supone una opción factible
en la descripción del comportamiento dinámico y estático de sistemas, pues permite considerar el desco-
nocimiento total o parcial del sistema, y el costo computacional requerido para integrar las ecuaciones
diferenciales que la componen, es bajo.

La principal diferencia de las metodologías existentes en la literatura es que, se utiliza una neurona
artificial dinámica, y una misma ley de aprendizaje para el modelado entrada-salida de sistemas diná-
micos lineales y no lineales, sistemas estáticos lineales y no lineales, con la libertad de que puede ser
una entrada o múltiples entradas. Por otro lado, las metodologías existentes utilizan redes neuronales
artificiales estáticas para la aproximación de sistemas estáticos, con su respectiva ley de aprendizaje, y
redes neuronales artificiales dinámicas para la aproximación de sistemas dinámicos, de igual forma con
su respectiva ley de aprendizaje.

En el modelo
∑
φe1

se aproximó una función estática lineal con una entrada, con el que resulta en un
error asintóticamente estable, y para el cual se verificó el desempeño del modelo ante diferentes señales
de excitación.

En el modelo
∑
φe2

se aproximó un comparador que es un sistema altamente no lineal, el cual se
excita con una señal senoidal y la salida switchea entre un cero y un 0.8, no se obtuvo un error asintótico,
pero sí es estable y acotado tal como lo asegura el teorema 3.1.

En el modelo
∑
φe3

se aproximó un circuito RC, correspondiente a un sistema dinámico LTI. La
convergencia del error de aproximación para esta simulación fue asintóticamente estable, y se excitó el
modelo entrenado

∑
φe3

con distintas señales de validación para verificar su funcionamiento.

En el modelo
∑
φe4

se aproximó un sistema dinámico no lineal afín con la entrada. Para este caso se
obtuvo un error estable y acotado.

En el modelo
∑
φe5

se aproximó un sistema estático con 2 entradas correspondiente a una compuerta
lógica AND, donde se asegura que la convergencia del error es estable y acotada. Se verifica que el modelo
es válido ante diferentes señales de excitación.

En el modelo
∑
φe6

se aproximó un sistema dinámico no lineal correspondiente a un biorreactor híbri-
do lecho fijo-fluidizante inverso, donde la neurona artificial dinámica va aproximando el comportamiento
del biorreactor conforme se le van ingresando los datos experimentales, con lo que resulta un modelo
entrenado con un error estable y acotado.

No hay una razón específica para la elección de los valores de las matrices de coeficientes de aprendi-
zaje µ, solo se debe cumplir la condición de que sean simétricas y positivas definidas, tal como lo enuncia
el teorema 3.1. En las simulaciones presentadas se utilizaron valores muy pequeños para dichas matrices,
ya que se propuso una constante de tiempo τp muy pequeña, lo cual genera una respuesta rápida de la
neurona artificial dinámica. Dicho de otra forma, para darle el tiempo suficiente a la ley de aprendizaje
encontrar el mínimo de la función de energía J se proponen matrices de coeficientes de aprendizaje con
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valores pequeños.

La neurona artificial dinámica entrenada es el modelo matemático de un sistema en específico, y si este
se prueba con condiciones iniciales diferentes al sistema que se aproximó, es evidente que tendrá distinto
comportamiento, ya que no se trata de un observador que en base a la medición del error estime el estado.

El aprendizaje en las simulaciones presentadas se realizó en línea, es decir, se analizó la amplitud del
error para observar su convergencia y evolución a lo largo del tiempo, en lugar de analizar el error medio
cuadrático contra épocas de entrenamiento.

Se presentó un póster (Anexo C) respecto a este trabajo de investigación durante la primera jornada
de ciencia y tecnología aplicada, organizada por el Centro Nacional de Investigación y Desarrollo Tecno-
lógico (TecNM/CENIDET).

Finalmente, la aproximación de sistemas con distinta naturaleza obtenidos en éste trabajo de inves-
tigación, produce errores pequeños, por lo que se puede afirmar que el teorema 3.1 siempre se cumple, es
decir, el error de aproximación es estable y además acotado, demostrando así la hipótesis. La programa-
ción de dicho teorema, en cualquier software de simulación no es difícil, y el esfuerzo computacional es,
desde luego, muy bajo, ya que se trata de una neurona artificial dinámica, en lugar de una red neuronal
artificial.

6.1. Trabajos Futuros

Realizar una ley de control para la neurona artificial dinámica propuesta en este trabajo de tesis.

Implementar la neurona artificial dinámica con un sistema embebido que adquiera los datos en tiempo
real de un sistema físico y realice la aproximación de la dinámica de dicho sistema.

Analizar y estudiar la estructura neuronal dinámica, pero ahora en tiempo discreto y realizar ejemplos
de simulación para modelar sistemas en tiempo discreto.

Estudiar el estado interno z el cual resulta de la regla de la cadena para el cálculo de la ley de
aprendizaje, es decir, que pasa si ĺım

t→∞
|z(t)| = ∞. También qué sucede con la convergencia del error si

ĺım
t→∞

|z(t)| <∞.

Por último, ampliar la estructura neuronal dinámica a una arquitectura de más de una neurona, dicho
de otra manera, una red neuronal artificial dinámica.
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Anexo B

Manipulación algebraica para acotar
el error de aproximación

Para llegar a la expresión (3.27), se toma como punto de partida (3.16) a la cual se le añade un 0,
dicho de otra manera,

J̇ = ∂J

∂wa
ẇa + ∂J

∂wb
ẇb + ∂J

∂θ
θ̇ + e2

y − e2
y. (B.1)

Para los primeros 3 términos del lado derecho de la igualdad (B.1) se demostró que son semidefinidos
negativos, por tanto se supone que el cuarto término del lado derecho de la igualdad también lo es, ya
que todos se encuentran acoplados directamente al error de aproximación ey, dicho de otra forma,

∂J

∂wa
ẇa + ∂J

∂wb
ẇb + ∂J

∂θ
θ̇ + e2

y ≤ 0, (B.2)

esto implica que

J̇ ≤ −e2
y. (B.3)

Luego se continúa a realizar una serie de manipulaciones algebraicas:

ĺım
tf→∞

1
tf

∫ tf

0
J̇(τ)dτ ≤ ĺım

tf→∞

1
tf

∫ tf

0
−e2

y(τ)dτ, (B.4)

ĺım
tf→∞

1
tf

[J(tf )− J(0)] ≤ − ĺım
tf→∞

1
tf

∫ tf

0
e2
y(τ)dτ, (B.5)

Despejando el término del lado derecho a la izquierda se cambia de signo, y despejando el término
del lado izquierdo a la derecha de igual forma, esto es

ĺım
tf→∞

1
tf

∫ tf

0
e2
y(τ)dτ ≤ ĺım

tf→∞

1
tf

[J(0)− J(tf )] , (B.6)

sí se toma el lado derecho de la inecuación (B.6), y se toma como cota superior el mayor de los términos,
es decir, J(0), entonces

ĺım
tf→∞

1
tf

∫ tf

0
e2
y(τ)dτ ≤ ĺım

tf→∞

1
tf
J(0), (B.7)

Matemáticamente hablando en el límite un número entre infinito es igual a cero, pero filosóficamente
hablando el error de aproximación nunca será cero, y en este trabajo de tesis no se define un valor
específico de la cota para el error, dicho de esta manera, solo se define como un error estable y acotado.
Por eso es que se formula como sigue

ĺım
tf→∞

1
tf
J(0) <∞, (B.8)

entonces

74



Anexo B. Manipulación algebraica para acotar el error de aproximación 75

ĺım
tf→∞

1
tf

∫ tf

0
e2
y(τ)dτ <∞, (B.9)

por lo tanto si el límite del valor promedio del área bajo la curva del error cuadrático de aproximación
cuando el tiempo tiende a infinito es acotado (B.9), por consiguiente

ĺım
t→∞

|ey(t)| <∞. (B.10)
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Jornada de Ciencia y Tecnología
Aplicada
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